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ANTIPHOLIS. Wer mich meinem eignen Vergnügen überläßt, überläßt mich einem
Ding, daß ich nirgends finden kan. Ich bin in der Welt wie ein Tropfen
Wassers, der im Ocean einen andern Tropfen suchen will, und
indem er hineinfallt sich selbst verliehrt, ohne den andern zu finden. (...)

(William Shakespeare: Die Irrungen - I. Aufzug, 3. Szene)

1. Einführung und Motiv ation

Im folgendensoll dasHierarchischeRadius-basierteCompetitiveLearning(HRCL) vorgestelltundmit
weiteren(statistischensowie neuronalen)Clusteranalyse-Verfahrenverglichenwerden.Clusteranalyse-
VerfahrensollenOrtehoherWahrscheinlichkeitsdichtenbeliebigermulti-dimensionalerEingabevektor-
räumedetektieren.DieseOrte hoherWahrscheinlichkeitsdichten,auchModi genannt,werdenstati-
stischhinreichenddurchdieStatistikenersterOrdnung,alsoModus-Zentrum(Erwartungswert,Cluster-
ZentroidoderMittelwert) undKovarianzbeschrieben.In vielenechtenAnwendungenist demCluster-
analyse-Verfahrenweder die Anzahl oder Mittelwerte, noch die Verteilung oder Kovarianzender
zugrundeliegendenModi bekannt.Mehrnoch,in derRegelkanndasClusterverfahrennochnichteinmal
davon ausgehen, daß die Eingabemodi normal-verteilt vorliegen.
DiesesUnwissenüberdieDatenführt dazu,daßdieeingesetzten(statistischenundneuronalen)Verfah-
rendiebeidenStatistikenersterOrdnungselbständigausderEingabegewinnenmüssen.Diesbedeutet
zugleichfür neuronaleNetze,daßsieunüberwachtlernenbzw. sichselbstorganisierenmüssen,dennes
gibt keinea-prioribekanntenKlassenprototypen,dieeinemneuronalenNetzalsTeaching-Inputdienen
könnten.Für denrealenFall, in demangenommenwird, daßnicht notwendigerweisenormal-verteilte
Eingabemodiexistieren,beschränken sich Clusteranalyse-Verfahrenauf eineguteRepräsentationder
Clusterverteilungen,und plazieren Clusterprototypenmehr oder weniger gleichverteilt an solch
„dichte“ Orte.DiezweiteStatistikersterOrdnung,dieClustermittelwerte,müssenbeidieserVorgehens-
weise immer erst noch ausden „Clusterergebnissen“herausgelesenwerden.Im Ansatzder Selbst-
OrganisierendenKarte (SOM), als hautsächlicherRepräsentanteinesSoft Competitive Learningsmit
vorherfestgelegterDimensionalitätderAusgabeschicht,werdenModimittelwerteausderzweidimen-
sionalenRepräsentationderNachbarschaftsbeziehungen„herausgelesen“,oderabereswerdenWerk-
zeuge dem eigentlichen Clusteralgorithmus nachschaltet, um Mittelwerte zu errechnen.
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DasHierarchischeRadius-basierteCompetitive Learningmöchtenun sowohl die Modusverteilungen
alsauchderenMittelwertesinnvoll repräsentierenkönnen.Esgehtdabeivereinfachendvonnormal-ver-
teiltenEingabemodiaus,diezudemdieselbenKovarianzenbesitzen.DiesestarkeVereinfachungsoll in
weiterenhierarchischenSchrittenso weit verfeinertwerden,daßdie nur grob detektierten„primären
Cluster“ zu ihren Details, d. h. Subclustern oder Modiverteilungen aufgelöst werden können.
Dabeisoll dasVerfahrenvollkommenautomatisiertablaufen.D. h. essollen,wegender Unkenntnis
überAnzahlundVerteilungderEingabemodi,zumeinendieAnzahlderinitialenNeuronenselbständig
bestimmtwerden,zumanderensollenzurVektorquantisierungüberflüssigeNeuronenautomatischver-
worfenwerden.DieentstandeneHierarchiesoll sowohldieModizentren,eventuellexistierendeSubmo-
dizentren, als auch deren zugrundeliegendenn-dimensionalen Verteilungen widerspiegeln können.

Im weiterensoll ausführlichdasvondemAutor entwickelteHierarchischeRadius-basierteCompetitive
Learning(HRCL) vorgestelltwerden.Im Anschlußdaransoll dessenErgebnissebeispielhaftmit denen
einesherausragendenVetreterssowohl derstatistischenClusteranalyse-Verfahrenalsauchderunüber-
wachtenneuronalenNetzeverglichenwerden.Der vorliegendeBerichtschließtmit einerZusammen-
fassungund einem Ausblick, der vor allem auf die Verwendungdes HRCL zur hierarchischen
Clusterung multi-dimensionaler HTML-Dokumentensammlungen eingehen soll.

2. HRCL

Gegebensei einediskreteund endlicheEingabe-Datenmenge , die einer
kontinuierlichenmultivariatenSignalverteilung , erzeugtdurcheinekontinuierlicheWahrschein-
lichkeitsdichte-Funktion , entspricht.Die Signalverteilung sei multi-modal,d. h.
besteheausmehrerenräumlichvoneinandergetrennten(globulären)Clustern(auch„(globuläre)Modi“
genannt).Globuläre Cluster bestehenaus Subclustern,welche wiederum Subsubclusterenthalten
mögen,u.s.w. Ziel desHierarchischenRadius-basiertenCompetitiveLearnings(HRCL) seies,sowohl
dieglobulärenClusteralsauchderen(Sub-)Subclusterzudetektieren.Hierbeigenügees,im Sinneeiner
echtenVektorquantisierung,eineneinzigenPrototyp(auch„Cluster-Zentroid“ genannt)für jedesexi-
stierende(Sub-)Clusterzu erzeugen.In der Terminologieder künstlichenneuronalenNetzebedeutet
dies,zum einensoviele Neuronenzu generierenwie (Sub-)Clustervorhandensind und zum anderen
derenGewichtesozu adaptieren,daßsiemit den(Sub-)Cluster-Zentroidvektorenzusammenfallen.Im
Fall, daßwederErwartungswertenoch„Form“ oderVerteilungderClusterbekanntsind(d.h.beimFeh-
len einesjeglichen Teaching-Inputszu einemüberwachtenBayeschen-oder Maximum-Likelihood-
Estimator;s.[DuHa73],S.44ff. bzw. beimFehlervonTeaching-Inputszuüberwacht-lernendenneuro-
nalenNetzen),mußdasLernenunüberwachtsein,unddasneuronaleNetzmußsichselbstorganisieren.

Für die obenbezeichneteClusteranalysebietensichzwei Lösungsansätzean: Im erstenFall versucht
dasneuronaleNetz in einemerstenSchritt die Neuronenzu denCluster-Zentroidenhin zu trainieren.
FallsdetektierteClusterSubclusterenthalten,wird in einemzweitenSchrittversuchtdiesezuerkennen,
indemein neuesneuronalesNetzgeneriertwird, dassoviele Neuronenenthaltensoll, wie Subcluster
vorhandensindunddie sotrainiertwerden,daßihre Gewichtemit denCluster-ZentroidenderSubclu-
sterzusammenfallen.Dieswird für alle (Sub-)Clusterfortgesetzt,bis eineweitereVerfeinerungwegen

D ξ1 ... ξM, ,{ }= ξi Rn∈,
p ξ( )

p ξ( ) ξ Rn∈, p ξ( )
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fehlenderSubclusternicht mehrmöglich ist. Bei BeendendesVerfahrenshabendie neuronalenNetze
einenHierarchiebaumerzeugt,anderenWurzelalle solcheNeuronenmit ihrenadaptiertenGewichten
eingetragensind,diezurDetektionder„primären“Clusterbeigetragenhaben.JedesderWurzelneurone
bildetsovieleÄste,wie Subclusterdetektiertwurden,jedesSubclusterbesitztsovieleÄstewie Subsub-
clustererkanntwurden,u.w.w. Die HierarchisierungdeserstenAnsatzeserfolgtalso„Top-Down“, von
Clustern zu deren Subclustern und Subsubclustern u.s.w.
In einemzweitenLösungsansatz,dem„Bottom-Up“, wird versuchtkleinstmöglicheWahrscheinlich-
keitsdichtenim Eingaberaumzudetektieren.JedesadaptierteNeuronbzw. Neuronengewicht derersten
Bottom-Up-Hierarchiestufefalle mit vorhandenenCluster-Zentroidenbzw. derenVektorenzusammen
oderversuchedieVerteilungderClusterzurepräsentieren.In dernächstenHierarchiestufewerdensol-
cheNeuronendererstenHierarchiestufezusammengefaßt,dieSubcluster-Zentroideneinesihnenallen
gemeinsamenClustersbezeichnen.Das ihnen allen gemeinsameCluster wird auch „Supercluster“
genannt.DieseverallgemeinerndeVorgehensweiseerfolgt für alle Neuronendererstenundallenwei-
terenHierarchiestufen,fallssiedieobengenannteBedingungerfüllenundbiskeineweitereAbstraktion
mehr möglich ist.

Die unterschiedlichenVorgehensweisender beidenVariantensollen im folgendengenauererläutert
werden:Sowohl dasTop-Down alsauchdasBottom-UpHRCL basierengrundsätzlichauf dem„Neu-
ronalenGas“(NG) von T. M. MartinetzundK. J.Schulten(s. [HeRo98],S.41 ff.). Wie diesesist das
HRCL einCompetitiveLearning-Verfahren(„Wettbewerbslernen“)ohneexistierendeNetzwerkdimen-
sionalität.NachjederzufälligausgewähltenEingabe ausderEingabe-DatenmengeD werden
die vorhandenenHRCL-Neuronen ausderNeuronenmenge , abhängigvon
den Distanzen ihrer Referenzvektoren  zur aktuellen Eingabe , sortiert.

DasHRCL-Verfahrenunterscheidetsichmaßgeblichvom NeuronalenGasdurchdie Einführungeines
Radius’r bzw. einesHyperkubus’ oderhyperkubischenUmgebung um jedesNeuron
c. DiesemAnsatzliegt zugrunde,daßjeder(normal-verteilte)Modusim multivariatenWahrscheinlich-
keitsdichteraumdurchseineStatistikenersterOrdnung,alsoModus-Zentrum(Erwartungswert ,
Cluster-ZentroidoderMittelwert ) undKovarianz hinreichendbeschrieben
wird (s.[DuHa73],S.22ff.). Die Kovarianz gibt dabeidieOrtedesEingabevektorraumsan,andenen
die Eingaben gleicheVarianzenbezüglichModusmittelpunktes haben(s.a.Abb. 2.1.).Die durch
denRadiusr festgelegteUmgebung um jedesNeuronc kanndabeials(grobe)Approximation
der Kovarianz angesehenwerden,zugleichapproximiertdasadaptierteNeuronengewicht dasClu-
ster-Zentroid . Der vom BenutzerandasSystemeinzugebendeRadiusr, unddamitdasVolumender
Umgebung umjedesNeuronc, bleibtdabeiim HRCL,wie im Parzen-Window Ansatz,konstant
(s. [HeRo98], S. 21 ff. und [DuHa73], S. 22 ff. und S. 88 ff.).
Die Idee des„Rival PenalizedCompetitive Learnings“(RPCL; [HeRo98],S. 39 ff.), nicht nur das
gewinnendeNeuron,sondernauchdaszur Eingabe zweitnächsteNeuronzu adaptieren,wird im
HRCL erweitert:Im HRCL wird nicht nur derGewinner (mit zugehörigemGewicht bzw. Neuro-
nenposition ) zur Eingabehin adaptiert,sondernauchalle anderenNeuronen,abhängigvon ihren
Distanzenzu , entwederzur Eingabehin adaptiertodervon ihr entfernt.EineAdaptionderHRCL-
Neuronenist dabeiimmerauchabhängigvonderAnzahlderEingabevektoren,dieinnerhalbderUmge-
bung deszu adaptierendenNeuronsc zu liegenkommen:Hat die Anzahlderdurchdie Umge-
bung des gewinnenden HRCL-Neurons „eingefangenen“ Eingabevektoren eine
Gleichverteilungsschwelle überschritten,sowird fixiert undnur dannzur aktuellenEingabe

hin adaptiert,falls in der neuenPosition mehrEingabevektoreninnerhalbseiner
Umgebungsammelnkann,als in deraltenPosition . Ist diesnicht derFall, sowird Gewinner

nichtadaptiertundbehältseinealtePosition.Alle weiterenHRCL-Neuronen werden
ebenfallszurEingabehin adaptiert,fallssiemit dembereitsadaptiertenGewinnerneuronnicht in Kon-

ξ ξ Rn∈,
c i A c1 c2 ... cN, , ,{ }=

w c i
Rn∈ ξ

U c r( ) := 2r( )n

E ξ( )
µ Σ E ξ µ–( ) ξ µ–( )t( )=

Σ
ξ µ

U c r( )
Σ

µ
U c r( )

ξ
sw

w w
ξ

U c r( )
U sw

r( ) sw
Θ r( ) sw

ξ sw w sw
t 1+( )

w sw
t( )

sw c i , c i sw≠
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flikt geraten,d. h. falls sichdie beidenUmgebungen und nicht
überein erlaubtesMaßhinweg überlappen.DaserlaubteMaß,dersogenannte„Überlappungskoeffizi-
ent“, kanndurchdenBenutzerdefiniertwerdenundist vomSystemmit 0 % vorgegeben.Kommtesbei
derAdaptionzu einemNeuronenkonflikt zwischenGewinner undeinemweiterenHRCL-Neuron

, sowird vonderaktuellenEingabe weg bewegt, falls in deraltenPosition
nichtfixiert ist.War in deraltenPositionbereitsfixiert, d.h. „sammelte“innerhalbseinerUmgebung

mehrEingabenalsdurchdie Gleichverteilungsschwelle festgelegt, sobehält seine
altePositionundwird nicht von derEingabeentfernt.Durchdie Abhängigkeit derNeuronenadaption
vonderAnzahlderinnerhalbdesNeuronenradius’r „eingesammelten“Eingaben(undin Abhängigkeit
von der Gleichverteilungsschwelle ) soll erreichtwerden,daßNeuronenwirklich nur zu den
potentiellen Modi hin bewegt werden, um diese zu erkennen.

Ein weiteresMerkmal desHRCL-Verfahrensist es,daßsowohl währendals auchnachdemLernen
überschüssigeHRCL-Neuronenverworfen werdenkönnen(„Neuronen-Pruning“;s. a. [Reed93]und
[Zell+95], S.193ff.): Mit überschüssigenNeuronenwerdensolchebezeichnet,diemehrereaufeinander
folgendeLernschritte(undabhängigvon derGesamtzahlderEingabevektoren)unfixiert bleibenoder
außerhalbeineszuvor festgelegten Rahmensum alle Eingabevektorenzu liegen kommen.Die Idee
dabeiist,daßnacheinergewissenTrainingszeitjedesNeuroneinenpotentiellenModusdetektierthaben
soll. Dies ist genaudannunwahrscheinlich,wennnachdieserZeit ein Neuronnicht in derLagewar,
mehrEingabevektoreninnerhalbseinerUmgebungzu sammelnalsdie Gleichverteilungsschwellevor-
gibt und also unfixiert blieb. Andererseitswird es für ein Neuronimmer unwahrscheinlicher, einen
Moduszudetektieren,wennesmehrerehintereinanderfolgendeTrainingszyklenvonallenEingabevek-
torenabgestoßenwurdeundalsodenEingaberaumgänzlichzu verlassendroht.Schließlichsoll durch
diesenMechanismusgewährleistetwerden,daß- im SinneeinerechtenVektorquantisierung- einerseits
tatsächlichnur ein HRCL-Neuroneinen(Sub-)Clusterbeschreibensoll und andererseitsalle anderen
Neuronen, die nicht zur Vektorquantisierung beitragen, verworfen werden.

-2

-1.5

-1

-0.5

0

0.5

1

1.5

2

-2 -1.5 -1 -0.5 0 0.5 1 1.5 2

Modusdaten
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Σ

µ
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Abb. 2.1.: Charakterisierung eines normal-ver teilten biv ariaten Modus’
dur ch seine Statistiken 1. Or dung Mittel wer t  und K ovarianz .µ Σ
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sw
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Im GegensatzzumNeuronalenGasundweiterenCompetitive LearningVerfahrenmußim HRCL die
AnzahlderEingabeneuronennichtvorgegebenwerden.DiesbietetdenVorteil, daßdasVerfahrennicht
neugestartetwerdenmuß,wenndemSystemzu wenigeAnfangsneuronenbekanntgegebenwurden
(undsomitnichtalleClusterdetektiertwerdenkonnten).Die initiale AnzahlderHRCL-Neuronenwird
im Top-Down AnsatzdurcheineabgwandelteZellenclusterungbestimmt.Durchdie Zellenclusterung
werdendieinitialenHRCL-Neuronen(auch„Seeds“genannt)anOrtenhoherWahrscheinlichkeitsdich-
tenplaziert.DervorgegebeneRadiusr dientderZellenclusterungalsAbbruchkriterium.Die Zellenclu-
sterung(s. a. [HeRo98],S. 25 ff. und [ScEr97])unterteilt den (in jederder n Dimensionenauf das
Intervall [-1;1] skalierten)Eingabevektorraumin gleichgroßeUnterräume,auch„Zellen“ genannt.
Jedesder resultierendenZellen besitztin jederder n DimensionendenRadius . Wenndie
Anzahlderin Zelle liegendenEingabevektoren größeralsdieGleichvertei-
lungsschwelle ist, wird Zelle sukkzessiv in gleich großeZellen mit Radius
unterteilt,für dieerneutüberprüftwird, obsiedieGleichverteilungsschwelle überschreiten.Die
Prozedurwird rekursiv fortgesetzt,bis . Die die rekursive Zellenverfeinerungbestimmende
Gleichverteilungsschwelle  der Verfeinerungsstufej und skalierter EingabeD sei dabei

(1.1)

gibt alsodie berechneteAnzahl von Eingabevektorenan,die im (angenommenen)Falle einer
Gleichverteilungaller EingabevektorenausD in Zelle derVerfeinerungsstufej fallen.Dabeiist anzu-
nehmen,daßModi desmulti-modalenWahrscheinlichkeitsdichte-RaumsD, also Orte hoherWahr-
scheinlichkeitsdichten,besondersin solchenZellenauftreten,die mehrals Eingabenumfassen.
BesitzteineZelle denZellenradius und die Zellengrenzen und für alle
Dimensionen , so wird schließlichim Zellenzentrumein initiales HRCL-Neuron
plaziert mit dem Neuronengewicht bzw. -position

(1.2)

Die MengeA derHRCL-Neuronenwird umNeuron erweitert: Abb. 2.2.zeigt
die Zellenclusterungmit einemvom BenutzervorgegebenenRadius anhandder bivariaten
Verteilungmodes1. Dieseenthältdrei Modi undist in jederderDimensionenauf dasIntervall [-1;1]
skaliert.(MehrzudenEingabedatenenthältAbschnitt3.1.)Die Verfeinerungsschrittesindfür dasClu-
ster mit Cluster-Zentroid  angedeutet.

In Abb. 2.3. sind alle aufgrundder Zellenclusterunggenerierten5 initialen HRCL-Neuronenfür die-
selbebivariateVerteilungmodes1 undvorgegebenemRadius gezeigt.Die 5 initialen Neu-
ronen dienen dem nachfolgenden HRCL-Lernprozeß als Seeds.

Für wachsendesn (Radius undendlicherEingabedatenmengeD) verschwindetdie Gleich-
verteilungsschwelle  und es gilt folgende Gleichung:

(1.3)

2n
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AusdiesemGrundwird für höherdimensionaleEingaberäume durchdenMediander (d.
h. derAnzahlderdurchUmgebung eingeschlossenenEingaben ) allerdurchdieZellencluste-
runggeneriertenHRCL-Neuronenc angenähert1. Falls die Umgebungsgrößen für alle der
Größe nach sortiert sind gilt also:

1. Fürsehrhoch-dimensionaleEingaberäumekannaufdie rechenintensiveZellenclusterungverzichtetwerdenund
 effizienter durch den Median der  von  HRCL-Neuronen bestimmt werden, die zufällig

auf Eingaben  ausD gesetzt werden. Dies entspricht im wesentlichen dem 1. Schritt des Bottom-Up HRCL (s. a.
Abschnitt 2.2.).
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Abb. 2.2.: Zellen verf einerung mit Radius  anhand der biv ariaten
Verteilung modes1
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(1.4)

NachdemdurchdieZellenclusterungalle initialenHRCL-Neuronenbestimmtsindundmindestensein
Neuronerzeugtwurde,adaptiertdasHRCL die ihm zur VerfügungstehendenNeuronen.DasHRCL-
Lernverfahren soll in Abschnitt 2.1. im Detail beschrieben werden.

2.1. Top-Do wn HRCL

1. Schritt: Skalieredie EingabedatenmengeD in jederDimension auf dasInter-
vall [-1;1]. Bestimmedie maximaleAnzahlvon HRCL-Lernschrittenabhängigvon derAnzahl
der Eingabevektoren: (Für verwendetmansehroft denheuristischenWert

8). Initialisiere den Zeitparameter .

2. Schritt: Wähle zufällig ein Eingabedatum ausder Eingabe-DatenmengeD aus.Setzedie

Anzahl der noch unadaptierten HRCL-Neuronen .

3. Schritt: Bringe alle HRCL-NeuronenausA abhängigvon denDistanzenihrer Referenzvekto-
ren zur Eingabe in eineReihung(z. B. mit Hilfe von Quicksort;[Sedg92],S. 115 ff.).

Der Index soll dabei- analogzumNeuronalenGas- die Ordnungvon wiederge-

ben,angefangenbei , falls derGewinner ist, bis für dasjenige

Neuron, das von der aktuellen Eingabe  am weitesten entfernt ist.

4. Schritt: Berechnedie neuePositionvon Neuron mit Hilfe derAdaptionsre-

gel

(1.5)

mit

(1.6)

(Dabei sei  die Rate des Abfalls an Adaption, gemessen vom Gewinner bis entferntesten
Neuron,d. h. von bis . seidieAnzahldernochunadaptierten
HRCL-Neuronen.N sei die Gesamtzahl an Neuronen der NeuronenmengeA.)

sowie

(1.7)

Θ r( ) U cm
r( ) , m≅ N

2
----=

d 1 ... n, ,{ }∈

t max := λt D⋅ λt

t := 0

ξ
λ2 := 0

w c i
ξ

k i ξ A,( ) w c i

k i ξ A,( ) 0= c i k i ξ A,( ) 1=

ξ

c i i 1 ... N, ,{ }∈,

w i t 1+( ) w i t( ) f λ1 λ2, k i ξ A,( )( ) gλ3 λ4, t( ) ξ w i–( )⋅ ⋅+=

f λ1 λ2, k i ξ A,( )( ) := e

λ1– k i ξ A,( ) λ2–( )⋅
N

-------------------------------------------------

λ1–
k i ξ A,( ) 0= k i ξ A,( ) 1= λ2

gλ3 λ4, t( ) :=
1
λ3
-----e

λ4
t

t max
--------–



2. HRCL

10

(  definiere die Anfangsadaptionsrate zum Zeitpunkt ,  definiere den Abfall der
Adaption über die Zeitt.)

f drückt dabeidasMaß an Adaption bezüglichaller Neuronender geordnetenNeuronenreiheaus,
wohingegeng mit derZeit t gegen0 strebt.f bringtzumAusdruck,daßderGewinneramstärkstenadap-
tiert werdensoll, dasvon entferntesteNeuronam geringsten.Die Funktiong soll schließlichdas
HRCL-Lernverfahren mit anwachsender Zeit stabilisieren.

5. Schritt: Berechnedie neuePositionvon Neuron für denFall, daß von

einem bereits adaptierten Neuron abgestoßen wird mit Hilfe folgender Abstoßregel

(1.8)

mit den Abstoßfunktionen

(1.9)

und

(1.10)

Wie im Fall derNeuronenadaptiondefinieren und dieAbfallratederAbstoßfunktionf gemessen
überdenNeuronenindex , die AnstiegsratederAbstoßfunktiong und die Abstoßrate
einesbeliebigenNeuronszuminitialen Zeitpunkt . Die Abstoßfunktionf nimmt dabeimit der
OrdnungderHRCL-Neuronenab,d. h. dasdemGewinnernächsteNeuronwird maximalvonderkon-
kurrierendenEingabe abgestoßen,dasvon ihm amweitestenentferntewird nur nochgeringvon
entfernt.Dabeiwird die RatedesAbstoßenseinesNeuronsvon einerEingabe- ausgehendvon einer
minimalen initialen Abstoßrate  - über der Zeitt maximiert.
Abb. 2.4. (a) zeigt die Adaptionsratebezüglich der Neuronenordnung und Parameter

. DabeihabederGewinnerOrdnungsindex unddasamweitestenvon ent-
fernteNeuron denIndex . Abb. 2.4.(b) zeigtdieAdaptionsrategemessenüberdieZeit
t von bis undAdaptions-Parametern und . Die Adap-
tion derNeuronennimmtnichtnurmit derDistanzderNeuronenzurEingabeab,sondernauchüberdie
gesamteLernzeitt. EbensowerdenNeuronenje kräftigervoneinerEingabeabgestoßen,destonähersie
zur Eingabezu liegenkommenund je kräftigerabgestoßendestomehrLernschrittet verstrichensind
(s.Abb. 2.5.).Dabeiliegt dieminimaleAbstoßratevong zumZeitpunkt beiAbstoß-Parametern

und bei unddie maximaleAbstoßratebei 30 % dermaximalzur Verfügung
stehendenLernzeit t bereitsbei (theoretischen)1.900 %. Das HRCL-Lernverfahrennutzt nicht die
maximalzurVerfügungstehendeLernzeit , sondernbrichtdasLernenin derRegelschonsehrviel
früher ab (s. 10. Schritt).

6. Schritt: AdaptieredasGewinnerneuron mit der in Gl. (1.5) angegebenenAdaptionsregel,

falls oder falls unfixiert ist. Unfixiere denzweitenGewinner

der Neuronenordnung,für dengilt , für denFall, daßsich die beidenNeuro-

λ3 t t 0= λ– 4

ξ

c i i 1 ... N, ,{ }∈, c i

w i t 1+( ) w i t( ) f λ1 λ2, k i ξ A,( )( ) gλ3 λ4, t( ) ξ w i–( )⋅ ⋅–=

f λ1 λ2, k i ξ A,( )( ) :=
1
λ1
----- e–

λ2 k i ξ A,( )⋅
N

------------------------------

⋅
 
 
 

1+

gλ3 λ4, t( ) := e
λ3

t
t max
--------

λ4–

λ1 λ2
k i ξ A,( ) λ3 λ4

t t 0=

ξ ξ

λ4
k i ξ A,( )

λ– 1 5,5–= k i ξ A,( ) 0= ξ
c i k i ξ A,( ) 1=

t t 0 := 0= t t max := 1= λ4 10= λ3 1,25=

t 0=
λ3 10= λ4 0,9= 0,1

t max

sw

U sw t 1+( ) r( ) U sw t( ) r( )≥ sw

k i ξ A,( ) 1/N=
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nen-Umgebungenvon Gewinner und zweitemGewinner in einerder n Dimensionenüberein
zuvor festgelegtes„Überlappungsmaß“überschneiden(s. auch 7. Schritt). FixieredasGewin-
nerneuron , falls .

7. Schritt:  Für alle anderen Neuronen  der Neuronenfolge gilt:

7.1.1.FallssichdiebeidenUmgebungen und in einerder

n Dimensionenübereinzuvor festgelegtes„Überlappungsmaß“überschneidenund unfixiert

ist, sostoße mit derin Gl. (1.8)angegebenenAbstoßratevonderEingabe ab. Fixiere,falls

notwendig, das Neuron  in der neuen Position .

7.1.2.Falls sich die beidenUmgebungendesGewinnersund desNeurons in unerlaubter

Weiseüberlappenund fixiert ist, so behält seinealte Positionund wird nicht adaptiert,

also: . Erhöhegleichzeitigdie Anzahldernochnicht adaptiertenNeuronen

 aus Schritt 2 um 1.
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Abb. 2.4.: (a) Adaptionsrate relativ zur Neur onenor dnung  und
(b) Adaptionsrate der Neur onen über die Lernz eit t von  bis

.

k i ξ A,( )
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sw U sw t 1+( ) r( ) Θ r( )≥
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c i
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c i c i
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7.2.1.FallseszukeinerleiÜberlappungzwischenGewinnerund kommt,soadaptiere mit

Hilfe von Gl. (1.5), falls  oder falls  unfixiert ist.

7.2.2. Andernfalls behalte Neuron seine alte Position, also und

 (s. o.).

8. Schritt:  Erhöhe Zeitparametert um 1: .

9. Schritt: Verwerfealle solcheNeuronen , die aufeinanderfolgendeLern-

schritte unfixiert bleiben oder welche in einer dern Dimensionen außerhalb des Intervalls
[-1,5;1,5] zu liegenkommen(„Neuronen-Pruning“).Der Pruningparameterwird in der Regel
auf  gesetzt.

10. Schritt: BeendedasHRCL-Lernen,falls die ersteAbleitungdeserwartetenQuantisierungsfeh-
ler EQE aufeinanderfolgendeLernschritteannähernddenWert0 annimmt,d. h. falls

sichdererwartetenQuantisierungsfehlerübereinelängereZeit nichtwesentlichändert(s.a.Gl.
(1.12),S. 14). Der Quantisierungsparameter ist in Analogiezu von der

AnzahlderEingabevektorenabhängigundwird i. d. R. mit demWert

belegt.

11. Schritt: Verwerfedie verbliebenenNeuronennachderVorschrift in Schritt 9 („Neuronen-Pru-
ning“).

12. Schritt (Hierarchische Verfeinerung): Falls die Anzahl der resultierendenHRCL-Neuronen
, sosetze , skalieredie neueEingabedatenmenge

D in jederDimension auf dasIntervall [-1;1], bestimmedie maximaleAnzahl

von HRCL-Lernschrittenabhängigvon derAnzahlderEingabevektoren: (s. 1.

Schritt) und generierenN initiale HRCL-Neuronenmit Hilfe der zuvor beschriebenenZellen-
clusterung.Gehedannzur nächstenHierarchiestufe,indemdasProgrammbei Schritt2 wieder-
aufgenommen wird.

Im folgendensoll derzentrale7. SchrittdesHRCL-Lernverfahrensgraphischveranschaulichtwerden.
Im Fall einerÜberlappungderUmgebungenzwischenGewinner undzweitemGewinner wird
derzweiteGewinnervon derkonkurrierendenaktuellenEingabe abgestoßen(Schritt7.1.1.;s.Abb.
2.6.). Eingezeichnetist die verboteneÜberlappungder beiden Umgebungen und

, für denFall daß regulär adaptiertwerdenwürde,mit einemangenommenenRadius
(unterbrochenePfeillinie), sowie die tatsächlicheAdaptionbzw. AbstoßungderbeidenNeu-

ronen(durchgezogenePfeile). ist dabeiunfixiert.Wäredagegen fixiert, sowürde seine
altePositionbehaltenundnicht von abgestoßenwerden(Schritt 7.1.2.).Die Fälle7.2.1.und7.2.2.
verlaufen analog zu den obigen Fällen und werden an dieser Stelle nicht gezeigt.

InsgesamtminimiertdasHRCL LernverfahrendieAnzahlderNeuronen,bisgeradenochsovieleNeu-
ronenübrig bleiben,um jedeWahrscheinlichkeitsdichteoderModusdurchgenauein HRCL-Neuron
repräsentierenzukönnen.Ein für dieVektorquantisierungoptimalerZustandwird dabeierreicht,wenn
die Neuronenauf die Modus-Zentrenplaziertwerden.ZugleichversuchtdasVerfahrendenerwarteten
QuantisierungsfehlerEQEzwischendemVerwerfen(Pruning)zweierHRCL-Neuronenzuminimieren.

c i c i

U c i t 1+( ) r( ) U c i t( ) r( )≥ c i

c i w i t 1+( ) w i t( )=

λ2 := λ2 1+

t := t 1+

c i A∈ λprune D( )

λprune D( ) 1/15 D⋅=

λeqe D( )

λeqe D( ) λprune D( )

λeqe D( ) 1/ 20 D⋅=

N 1> D := ξ ξ U c i
r( )∈{ } i 1 ... N, ,{ }∈,

d 1 ... n, ,{ }∈
t max := λt D⋅

sw c i
ξ

U sw t 1+( ) r( )
U c i t 1+( ) r( ) c i
r 0,1=

c i t( ) c i t( ) c i
ξ
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NachjedemNeuronen-PruningsteigtdererwarteteQuantisierungsfehlerwiederan(s.a.Gl. (1.12)und
(1.14)).DasHRCL-Trainingstabilisiertsichschließlich,fallskeineNeuronenmehrverworfenwerden,
dererwarteteQuantisierungsfehlersichübereinenlängerenZeitraumnur nochgeringfügigändertund
alsodasVerfahrenfür diefinalenHRCL-NeuroneneinlokalesFehlerminimumgefundenhat.In diesem
Zustand wird das HRCL-Training beendet (s. 10. Schritt).

In Abschnitt3.4. werdenErgebnissedesTop-Down HRCL gezeigt,die mit verschiedenenbivariaten
Eingabenerzieltwerdenkönnen.Vor allemwird auchauf die VerwendungdesTop-Down HRCL bei
der Detektierung globulärer Cluster eingegangen.

2.2. Bottom-Up HRCL

DadasTop-Down HRCL vonetlichenParametern,vor allemabervomBenutzervorzugebendenRadius
r, abhängigist,wird im folgendendasTop-Down HRCL durchdasBottom-UpHRCL ergänzt.DasBot-
tom-UpHRCL verfeinertnichtwie dasTop-Down VerfahreneinegrobeAnsichtdererstenHierarchie-
stufe,umpotentielleSubclusterzuerkennen,sondern,versuchtumgekehrtin dererstenHierarchiestufe
kleinsteWahrscheinlichkeitsdichtenim Eingabedatensatzzuerkennen.Diesewerdenin nachfolgenden
Hierarchiestufensinnvoll zu immer größerenWahrscheinlichkeitsdichtenzusammengefaßt. Beiden
VariantendesHRCL nehmendabeivereinfachendan,daßder EingeraumausnormalverteiltenModi
besteht,unddaßinfolgedessenWahrscheinlichkeitsdichtendesEingaberaumsdurchUmgebungenmit
festemRadiusapproximiertwerdenkönnen.DiesegrobeVereinfachungdertatsächlichenBedingungen
versuchtderTop-Down Ansatzzubeseitigen,indemin nachfolgendenHierarchiestufenDetailsdernur
grobendetektiertenClustererkanntwerdensollen,wohingegendasBottom-UpHRCL in nachfolgen-
denHierarchiestufenClusterkonstruiert,die sichausmehrerenkleinerenNormalverteilungenzusam-
mensetzen sollen.
Im Gegensatzzum Top-Down Ansatz benötigt das Bottom-Up HRCL keine Zellenclusterung,um
initiale Neuronenzu plazieren.Die Seedswerdenstattdessengleichüberdie Eingabenverteilt.Zudem
wird für alle HierarchiestufenderselbeEingabedatensatzbenutzt.Der Eingabedatenmengemußalso
nicht vor jederHierarchiestufeskaliertwerden,wasu. U. zuproblematischenVerzerrungendesEinga-
bedatensatzes führen kann.
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0.6

0.8

1
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HRCL-Neuronen
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Abb. 2.6.: Abstoßen des zweiten Gewinner s von der aktuellen Eingabe
 wegen Überlappung mit Ge winnerneur on .
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In derfolgendenBeschreibungsollenvor allemdieUnterschiedezwischenTop-Down undBottom-Up
HRCL herausgearbeitetwerden.FürdengrößtenTeil desVerfahrenskannaufdenTop-Down Algorith-
musin Abschnitt2.1.verwiesenwerden,dadiebeideVariantenvieleGemeinsamkeitenhabenundsich
letztendlich nur in der Art der Hierarchisierung unterscheiden.

1. Schritt: Skalierung und Initialisierung wie in der Top-Down Variante. Generierezudem

Neuronen so, daßsie zufällig mit Eingaben ausder EingabedatenmengeD

zusammenfallenunddie Bedingungerfüllen,daßihre Umgebungen sichnicht in uner-

laubter Weise überlappen.

2. bis 11. Schritt:  analog zu Top-Down

12. Schritt (Hierarchische Verfeinerung): Falls die Anzahl der resultierendenHRCL-Neuronen
ist, erhöhedenRadius ( ist i. d. R. mit 2 vorgegeben.),berechne

ausgehendvom neuenRadiuseineneueGleichverteilungsschwelle , erzeuge initiale
NeuronenanalogzumSchritt 1 undbeginnemit dernächstenHierarchiestufe,indemdasPro-
gramm an Schritt 2 fortgesetzt wird.

3. Vergleic hende Er gebnisse

Um die beidenHRCL-Variantenmit anderen(statistischenundneuronalen)Verfahrenvergleichenzu
können,müssenobjektive Beurteilungskriteriengefundenwerden,die die GütedesClusterverfahren
einzuschätzenversuchen.Sowohl für statistischealsauchneuronaleVerfahrenhabensichzwei Maß-
stäbeetabliert:dererwarteteQuantisierungs-bzw. Verzerrungsfehler(„ExpectedQuantisationError“,
EQEoder„ExpectedDistortionError“) sowie dieEntropie.DerzuminimierendeQuantisierungsfehler
ist dabei für kontinuierliche Signalverteilungen

(1.11)

mit derVoronoi-Umgebung umNeuron undim Fall einerdiskretenundendlichenEingabe-
DatenmengeD und Voronoi-Menge  um Neuronc (s. a. [HeRo98], S. 30 ff. und S. 27)

(1.12)

Die Voronoi-Menge umNeuronc ist definiertalsdieMengeallerEingaben , dienäherzuNeuron
c (mit Gewicht ) liegenalszu jedemanderenNeuronderNeuonenmenge ,
d. h.

N := D c i ξ

U c i
r( )

N 1> r := λradius r⋅ λradius

Θ r( ) N

p ξ( )

EQE p ξ( ) A,( ) ξ w c– 2p ξ( ) ξd
V c

∫c A∈∑=

V c c A∈
Rc

EQE D A,( ) 1
D
------- ξ w c– 2

ξ Rc∈∑c A∈∑=

Rc ξ
w c A c1 c2 ... cN, , ,{ }=
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(1.13)

Der QuantisierungsfehlerEQEmißt denAbstandaller Eingaben von denReferenz-oderGewichts-
vektor ihrer nächstenNeuronenc und ist besondersgeringbei geclustertenEingabedatenmengen
D. Ein trivialesOptimum wird natürlicherweiseerreicht,wennalle Neuronenbzw.
ihre GewichteoderPositionen mit denEingaben zusammenfallen.Darausläßtsichumgekehrt
schließen,daßein Neuronen-PruningdenQuantisierungsfehlererhöht.Um für diesenFall trotzdem
einen aussagekräftigenQuantisierungsfehleranzugeben,wird der QuantisierungsfehlerEQE durch
einennormiertenQuantisierungsfehlerNQE ersetzt(vgl. auch„F-Kriterium“: [HeHe95],S. 57 ff.).
Beim normiertenQuantisierungsfehlerNQE gehtdie AnzahlderHRCL-Neuronenin die Berechnung
des Quantisierungsfehlers ein, der sich wie folgt berechnet:

(1.14)

Der Normierungsterm in Gl. (1.14)

(1.15)

schwanktdabeizwischenzweiextremenWertenundist 0, fallskeineHRCL-Neuronenvorhandensind
undist 1, falls soviele Neuronenwie Eingabevektorenvorhandensind.Der normierteQuantisierungs-
fehler stellt ein Gleichgewicht zwischenQuantisierungsfehlerund Anzahl der HRCL-
Neuronenher und wächstalsomit und mit der Anzahl der verworfenen(„geprunten“)
Neuronen an und wird gleichzeitig durch den Normierungsterm aus Gl. (1.15) verkleinert.

Ein mit der VektorquantisierungkonkurrierendesZiel verfolgt die Maximierungder Entropie: Die
Entropieist genaudannam größten,wenndie Neuronenbzw. ihre Referenzvektorenso im Eingabe-
raum,derdurchdieEingabedatenmengeD beschriebenwird, verteiltsind,daßjedesNeuronc innerhalb
seinerVoronoi-Umgebung diegleicheMengeanEingabenumfaßt.Ist maximaleEntropieerreicht,
sobesitztjedesNeurondiegleicheChanceGewinnereinerzufällig erzeugtenEingabe ausD zusein
(s. a. [HeRo98], S. 31). Für die Entropy ENT und den kontinuierlichen Fall gilt also, daß

(1.16)

der für den diskreten und endlichen Fall in die Gleichung

(1.17)

Rc := ξ ξ w c– ξ w i–< i c≠∀{ }

ξ
w c

EQE D A,( ) 0=
w c ξ

NQE D A,( ) 1 D A–
D

--------------------– 
  EQE D A,( )⋅=

A

D 2
---------- ξ w c– 2

ξ Rc∈∑c A∈∑⋅=

1 D A–
D

--------------------–

NQE D A,( )
EQE D A,( )

V c
ξ

p ξ( ) ξd
V c

∫ 1
A
------- c A∈∀( )=
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D
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A
-------= c A∈∀( )
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übergeht(vgl. [Fritz97], S.8). Gl. (1.17)drücktaus,daßim Fall maximalerEntropiederrelativeAnteil
der in derVoronoi-Menge um Neuronc eingeschlossenenEingabevektoren gleichdemprozen-
tualemAnteil desselbenNeuronsc anderNeuronenmengeA ist. Diesmußfür alle Neuronenc ausA
gelten.
Um maximale Entropie zu erreichen, genügt es also

(1.18)

zu minimieren.

UmeinenobjektivenVergleichzwischenverschiedenenVerfahrenzuermöglichen,müssennichtnurdie
obenngenanntenobjektiven Beurteilungskriterienfestgelegt werden,sonderndie durchzuführenden
Experimentemüssenzudemauf einheitlichenbzw. künstlicherzeugtenEingabedatensätzenerfolgen.
Im weiterenAbschnitt werdendie verwendetenEingabedatenmengenD vorgestellt. Jedeeinzelne
DatensatzbestehtauseinerendlichenAnzahl von Vektoren,die durcheinediskreteWahrscheinlich-
keitsdichte-Funktion erzeugtwerden,welcheeinezwei-dimensionalbzw. bivariat ver-
teiltemultimodaleSignalverteilungrepräsentiert.ZweidimensionaleEingabedatenbietenim Gegensatz
zu vier- oderhöherdimensionalenEingabenzudemdenVorteil, daßErgebnissederNeuronenadaption
visualisiertwerdenkönnen:OftmalskönnennämlichscheinbarobjektiveBeurteilungskriterienwie der
erwarteteQuantisierungsfehlernichtdietatsächlicheQualitätdesClusterverfahrenswiderspiegeln(s.a.
Gl. (1.14)).DieserDefektläßtsichleichtausdentatsächlichen2-dimensionalenAdaptionsergebnissen
folgern (vgl. hierzu auch Abschnitt 3.3. und 3.5.).
Alle Experimentewerdenauf einerSunSparcUltra 2 (2 CPUs,640MByte Hauptspeicher)durchge-
führt , um insbesondere einheitliche Untersuchungen des Laufzeitverhaltens durchführen zu können.

3.1. Eingabedaten

Um die künstlichenEingabedatenmengenmodes1, modes9 undmodes12 zu erzeugen,werdenfür
jeden Modus n-dimensionale gaußverteilte Zufallszahlen

(1.19)

berechnet.Dabeigibt mdieAnzahlderim DatensatzvorhandenenModi an, denn-dimensionalen
Mittelwert oderModuszentrumdesm-ten Modus’, die Varianzdesm-ten Modus’ in der n-ten
Dimension und  einej-te Zufallszahl zwischen 0 und 1 (vgl. [Hamm73]).
Der Datensatzmodes1 besitzt folgende Parameter: , , , ,

, , , und und bestehtausdrei
gaußverteiltenModi mit Varianzen1 in jederder2 Dimensionen.Modes1 bestehtalsoinsgesamtaus
300 2-dimensionale Vektoren.
Der Eingabedatensatzmodes9 bestehtaus3 globulärenModi. JedesdieserModi bestehtaus5 Sub-
modiundeinemzentrierten,mit der10-fachenVarianzüberlagertengaußverteiltenRauschen.Dererste
globuläreModuswird durchfolgendeParameterbeschrieben: , und sowie
durchdie 6 Modusmittelwerteund-varianzen:((0, 0)t, (1, 1)t), ((6, 6)t, (1, 1)t), ((-6, -6)t, (1, 1)t), ((-6,
6)t, (1, 1)t), ((6, -6)t, (1, 1)t), ((0, 0)t, (10, 10)t). Der zweiteglobuläreModusist identischzumersten
Modusmit jeweils um (35,35) translatiertenMittelwerten.Der dritte globuläreModusist um (41, -6)
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bezüglichdeserstentranslatiertundenthältleichteVariationenin denMittelwertenderSubmodi(s.a.
Abb. 2.7. (a)).Modus9 enthält insgesamt 1.800 2-dimensionale Vektoren.
modes12 ist ein „irregulärer“Datensatz,derausverschiedenen,teilweiseüberlappendenModi unter-
schiedlicherVarianzenin unterschiedlichenDimensionenbestehtunddurchfolgendeWertecharakteri-
siertwird: , , , sowie Modusmittelwerteund-varianzen:((-15,-8)t, (1,1)t), ((-
11,-2)t, (4, 3)t), ((8, 9)t, (1, 1)t), ((11,12)t, (1, 1)t), ((8, -8)t, (1, 6)t), ((0, 0)t, (1, 12)t), ((0, 0)t, (12,12)t).
In ihm sinddreiModi mit einfacherVarianzin jederderzweiDimensionen,dreiModi mit unterschied-
lichenVarianzenin denbeidenDimensionenundein mit derzwölffachenVarianzüberlagerterModus
alsRauschenangeordnet.Modus12enthältdamitinsgesamt6002-dimensionaleEingabevektorenplus
100 2-dimensionale Vektoren, die ein gaußverteiltes Rauschen darstellen sollen.
Die Eingabedatenwerdenauf dasreelleIntervall [-1;1] in jederdern Dimensionenskaliert.modes1
ist in Abb. 2.2.undAbb. 2.3.,dieEingabedatensätzemodes9 undmodes12 sindin Abb. 2.7.(a)bzw.
Abb. 2.7. (b) dargestellt.

Weitere Eingabedatensätze können auf die gleiche Art erzeugt werden.

3.2. SMART

Die Leistungsfähigkeit desSMART-Retrievalssoll in diesemAbschnittstellvertretendfür weiteresta-
tistischeSingle-PassClusterverfahrenuntersuchtwerden.DasSMART-Retrieval Verfahrenverarbeitet
die EingabenseriellundordnetdemerstenEingabedatumdenerstenClusterprototypenbzw. -zentroid
zu.Alle weiterenEingabenwerdendemerstenClusterprototypenentwederzugewiesen,fallssieinner-
halbderSchweller umdiesenPrototypenliegenodererzeugeneinenneuenPrototypen.Nachfolgende
Eingabenwerdenauf die gleicheArt mit allenverfügbarenClusterprototypenverglichen.Überlappun-
genderSchwellenr verschiedenerPrototypensinderlaubt,wennsiedurchdenBenutzervorgegeben
werden.(s.[HeRo98],S.15).Zwei exemplarischeErgebnissedesSMART-Retrievalsmit derbenutzer-
definiertenSchwelle und einerÜberlappungvon 0 % sind in Abb. 2.8. wiedergegeben.Das
Verfahrenist dabei,wie in [SaMc83]bereitsangedeutet,starkvon derReihenfolgederzu verarbeiten-
denEingabevektorenbzw. Dokumenteabhängigundreagiertzudemdeutlichauf„Ausreißer“im Daten-
satz,indemClusterprototypenauchan Eingabenplaziertwerden,die am RandeinesClustersliegen
(vgl. Abb. 2.8.).Eswerden10 voneinanderunabhängigeLäufe realisiertundderenErgebnissedoku-
mentiert:
Der QuantisierungsfehlerEQE nimmt währendder Adaptionan denEingabedatensatzmodes1 von

m 6= n 2= M′ 100=
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einemStartwertvon biszueinemWertvon ab. Wie insbesondersAbb.
B.1. rechtsin AbschnittB.1.zeigt,kannsichderEQEjedochüberdiegesamteAdaptionszeitnichtsta-
bilisieren.DeutlichschlechterverhältsichdieEntropie,waserneutdaraufhinweisenmag,daßSMART
empfindlichaufAusreißerreagiert:Die Entropiewird durchdasSMART-Systemnichtmaximiert,son-
dernsogardeutlichverkleinert(d. h. ENT wächstdeutlichvon0 auf an;s.Abb. B.2.).
Die Laufzeit beträgt ca. 1 min 25 sec  sec.
UntersuchungenanhandweitererEingabedatensätzeliefern keinewesentlichanderenErgebnisseund
werden deshalb nicht dargestellt.

3.3. SOM

KohonensSelbst-OrganisierendeKarte (SOM) ist der bekanntesteVertreter der Soft Competitive
LearningVerfahrenmit vorherfestgelegterDimensionalitätderAusgabeschicht(s.[HeRo98],S.33ff.).
Dem StandardSOM-Algorithmusmüssenvor demTraining sowohl die Anzahl der Neuronen,deren
AnordnungaufderAusgabekarte(dieKartendimension),alsauchdiemaximaleAnzahlderSOM-Trai-
ningsschritte bekanntgegebenwerden.Viele Anwenderarbeitenmit heuristischenWertenzwi-
schen und . Wegen der Möglichkeit zur Visualisierung der
Nachbarschaftsbeziehungender Eingabevektoren verwendetman in der Regel zwei-dimensionale
Kohonenkarten.Unter Umständenwerdendie Eingabedatenso komprimiert,daßdie Informationsdi-
mensiondesEingaberaumesdie Kartendimensionnicht übersteigt(s.hierzu[SRR94]und[Speck95]).
DasTrainingderSOMwird gewöhnlichsolangemit KohonenkartenunterschiedlicherNeuronenanzahl
(und evtl. unterschiedlicherKartendimension)fortgesetzt,bis zufriedenstellende„Clusterergebnisse“
vorliegen.Die Detektierungder zugrundeliegendenClustererfolgt dabeidurch denStandardSOM-
Algorithmus nicht automatisch,sondernmuß entwederdurch eine erfahrenePersonauf Grund des
BetrachtensdervisualisiertenNachbarschaftsbeziehungenerfolgen,oderdemAlgorithmuswerdenclu-
ster-erkennendeMethodennachgeschaltet,wie z. B. dasanderUniversitätTübingenentwickelteVer-
fahren „Clusot“ (s. [Bogd98], S. 99 ff.).

Im folgendensollenfür die vorliegendenbivariatenbzw. zwei-dimensionalenkünstlichenEingabeda-
tensätzeErgebnissederSOMpräsentiertwerden,diemit ein-undzwei-dimensionalenKohonen-Karten
mit jeweils unterschiedlichenKartengrößen(Neuronenanzahl)realisiertwerdenkönnen.Für denEin-
gabedatensatzmodes1, der ausdrei voneinandersepariertenModi besteht,wird zunächsteineein-
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dimensionale3x1 SOM benutzt,um eineoptimale,aberrein theoretischeClustererkennungdurchdie
SOMzudemonstrieren2. Wie zuerwarten,adaptiertdieSOMdieGewichteihrerdreiNeuronenim Ver-
lauf desTrainingsso,daßsiezuTrainingsendeannäherndmit denModuszentrenderdreiEingabemodi
zusammenfallen. wird mit vorgegeben.Abb. 2.9.zeigtdie finaleAnordnungder
3 SOM-Neuronen, die über die festgelegte ein-dimensionale Kohonenkette angeordnet sind.
Sowohl EQEalsauchENT könnenwährenddesTrainingsminimiertwerden:DererwarteteQuantisie-
rungsfehlerEQEnimmt bereitsnachca.800Triningsschrittenvon ca.0,3943nach0.0339ab(s.Abb.
B.3. (a)).Die EntropiewerteENT beginnenbei0, erreichenzudenLernschritten238,239und243den
maximalenWert1,98undkehrennachca.700LernschrittenzumOptimum0 zurück(s.Abb. B.3. (b)).
Die Entropieist zu Beginn desSOM-Trainingsoptimal, da alle SOM-Neuronenam Koordinatenur-
sprung(0,0)t initialisiert werdenundalsoalleNeuronendiegleicheAnzahlvonEingabeneuroneninner-
halb ihrer Voronoi-Mengenumfassen.DasTraining bricht nachdenvorgegeben2.000Lernschritten
bzw. nach ca. 5,48 sec ab.

Im weiterensoll dieobigeeherhypothetischeSOM-Konfigurationdurcheinerealistischereersetztwer-
den:DabeiClusteranalyse-Verfahrenvorausgesetztwird, daßderEingabedatensatzvollkommenunbe-
kanntist, bzw. daßwederAnahl nochForm derEingabemodibekanntsind,wird die Ausgabekarten-
Dimensionzwei-dimensionalgewähltundVersuchewerdenmit 25(5x5)bzw. 100(10x10)SOM-Neu-
ronendurchgeführt. ist unabhängigvon derKartengrößeundbleibt mit demWert 2.000initiali-
siert.DasTraining der 5x5 SOM bricht nach sec,dasTraining der 10x10SOM nach

 ab.
Wie Abb. 2.10.(a), (b) undAbb. 2.11.(a), (b) zeigen,plaziertdie SOM ihre NeuronenanOrtehoher
Wahrscheinlichkeitsdichten,d. h. sieverteilt ihre Kartenneuronensoim Eingaberaum,daßdiesemög-
lichst gut die zugrundeliegendenModi charakterisierenkönnen.BedingtdurchdenSOM-Algorithmus
verbleibenjedoch7 (28 %; Abb. 2.10.)bzw. 23 (23 %; Abb. 2.11.)NeuronennachAbschlußdesTrai-
ningsanOrtengeringerWahrscheinlichkeitsdichten(jeweils zu sehenim ZentrumdesEingaberaums
zwischenden drei Eingabemodi)3. Diese Neuronendienennicht der Vektorquantisierungund ver-

2. Für alle Experimente wird die an der Universität Tübingen entwickelte Implementierungkisom benutzt.
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Abb. 2.9.: Optimales Er gebnis einer 3x1 SOM nac h 2.000 Trainings-
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schlechternzudemdie EntropiewerteENT, da sie deutlichwenigerEingabevektoreninnerhalbihrer
Voronoi-MengenumfassenalsdiesNeuroneninnerhalbderModi tunkönnen.Daim VerlaufdesSOM-
TrainingskeineNeuronenverworfenwerden,müssendieverbleibendenNeuronenmöglichstgleichför-
mig an OrtenhoherWahrscheinlichkeitsdichtenverteilt werden.Zwar repräsentierensie dadurchdie
Form derzugrundeliegendenModi rechtgut, tragenjedoch,wie zuvor, nicht zur Vektorquantisierung
bei: Eine echteVektorquantisierungbenötigtnur ein einzigesNeuron,um ein gaußverteiltesModus
repräsentieren zu können.

Der QuantisierungsfehlerEQEkanntrotz desschlechtenvektorquantisierendenVerhaltensder10x10
SOMim VerlaufdesTrainingsminimiertwerden:Er wird voneinemStartwertvon nach
2.000Lernschrittenauf denWert reduziert(s. a. Abb. B.4. (a)). Der Grundfür die

3. Die gleichenErgebnissekönnenmit Hilfe des„DemoGNGv1.3“ JavaAppletsvonH. S.LoosundB. Fritzkeder
Systems Biophysics, Institute for Neural Computation, Ruhr-Universität Bochum erhalten werden ([LoFr97], s. a.
[HeRo98], S. 42 ff.).
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Abb. 2.10.: Beispielhafte Ergebnisse zweier 5x5 SOM nach 2.000 Trainings-
schritten für den Eingabedatensatz modes1.
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schlechteAussagekraftdesEQE-Wertesfür dieGütederVektorquantisierungliegt darinbegründet,daß
NeuronenanOrtengeringerWahrscheinlichkeitsdichtenimmerdenoptimalenWert0 erreichen,dasie
innerhalbihrerVoronoi-MengenkeineEingabenumfassenkönnenundsomitdieAbständederEingabe
zu diesen Neuronen immer 0 bleibt (vgl. hierzu auch Abschnitt 3., S. 16).
AussagekräftigererweistsichdieEntropie,diemit Hilfe derENT-Wertegemessenwerdenkönnen:Die
Entropie kann zwar maximiert werden bzw. ENT nimmt von einem Startwert nach

ab,ENT bleibt jedochauchnachBeendendesTrainingsaufeinemvergleichbarhohenWert
underreichtnichtdasOptimum0.ZudemzeigendieEntropiewertezumAbschlußderSOM-Trainings-
phaserechthoheVarianzen(9 %; vgl. Abb. B.4.(b)),wasdaraufhindeutenmag,daßdasSOM-Training
im Bezug auf die Entropie nicht stabil genug ist.

Für denEingabedatensatzmodes9, der 1.8002-dimensionaleVektorenenthält,soll die SOM nach
SchrittendasLernverfahrenabbrechen.DerKartewerden Neuronen

vorgegeben. Ein beispielhaftes Ergebnis des Anlernens dieser SOM repräsentiert Abb. 2.12..

Die Ergebnisseanhanddes neuenDatensatzesmodes9 bestätigendie Ergebnissemit Eingabe
modes1: Die SOM plaziert für modes9 die zur VerfügungstehendenNeuronennicht nur an Orte
hoherWahrscheinlichkeitsdichten,alsodendrei globulärenEingabemodi,sondernauchanOrtegerin-
gerWahrscheinlichkeitsdichtenzwischenzweiglobulärenModi oderamRandeinesglobulärenModus’
(vgl. Abb. 2.12.).Die meisten„Hits“ bekommendabeisolcheSOM-Neuronen,die innerhalbderVari-
anzdesSubclusterseinesglobulärenModus’ zu liegenkommen:DieseSOM-Neuronenkönnenam
meistenEingabeninnerhalbihrer Voronoi-Mengenumfassenbzw. relativ viele Eingabenwerdenauf
dieses Neuron abgebildet. Die Trainingszeit beträgt .
WiederumkanndererwarteteQuantisierungsfehlerEQEvoneinemprimärenWertvon
zu einemfinalenWert reduziertwerden(vgl. Abb. B.5. (a)) undspiegelt damitdie
Tatsachewider, daß Neuronenan niedriger Wahrscheinlichkeitsdichteden Gesamtwertnicht ver-
schlechternkönnen.Die Entropiefällt jedochwährenddesSOM-Trainingswesentlichschlechteraus
undENT wird zwar von nach reduziert,kannaberdasOptimum0 nicht annä-
hernderreichen.ZudembesitztdieEntropiezumAbschlußdesTrainingsdeutlicheVarianzeninnerhalb
verschiedener Trainingsläufe (s. Abb. B.5. (b)).
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Wird dieadaptierteKohonenkarteausAbb. 2.12.entfaltet,sodaßbenachbarteSOM-Neuronenbenach-
bart in einemregelmäßigenNeuronengitterzu liegenkommen,so erhältmandie alternative Darstel-
lungsweiseausAbb. 2.13.:Siezeigtzumeinendiezwei-dimensionalenNeuronengewichtealsGraphen,
die euklidschenDistanzenzwischenbenachbartenSOM-NeuronenalsBalkenunterschiedlicherGrau-
stufen,sowie die AnzahlderVektoren,die auf ein SOM-Neuronabgebildetwerden,als„Hits“. Dabei
wird einEingabevektorgenaudannaufeinSOM-Neuronabgebildetunderzeugteinen„Hit“ für dieses
Neuron,wenndie euklidscheDistanzdesVektorszumgewinnendenNeuronskleiner ist alszu jedem
anderenNeurondesNeuronengitters.Diesist gleichbedeutendmit derTatsache,daßderEingabevektor
in derVoronoi-MengedesgewinnendenSOM-Neuronsliegt. ResultierendeClusterlassensichausdie-
ser Graphik unter Berücksichtigung der Neuronendistanzen und Hits herauslesen.

Benutztman eine 10x10 SOM, um den Datensatzmodes12 zu repräsentieren,so ergibt sich nach
Lernschrittenundca.9 min 44sec TrainingszeitdieSituationausAbb. 2.14.
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Abb. 2.13.: Alternative Dar stellungsar t der adaptier ten 10x10 SOM aus
Abb. 2.12. für Eingabedatensatz modes9.
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modes12 verdeutlichtamehestendenNachteilderSOM, Neuronennicht nur anOrtenhoherWahr-
scheinlichkeitsdichten,sondernauchan Orten geringerWahrscheinlichkeitsdichtenzu plazieren.Im
BeispielergebnisausAbb. 2.14.liegenmindestens13-15SOM-Neuronen,d.h.13-15%allerNeuronen,
außerhalbder normalenVarianzender Eingabemodi(zu sehenam RanddesEingaberaumes).Dieser
Nachteilläßtsichvor allemanderEntropiemessen,daSOM-NeuronenanOrtengeringerWahrschein-
lichkeitsdichtenwesentlichwenigerEingabeninnerhalbihrer Voronoi-Mengenumfassenkönnenals
Neuronen nahe der Modizentren.
Die gemessenenWertedererwartetenQuantisierungsfehlerEQEunddie EntropiewerteENT entspre-
chenim wesentlichendenen,die durchmodes9 gemessenwerdenkönnen:Der erwarteteQuantisie-
rungsfehlerEQEkanndie QuantisierungsleistungderSOM nur bedingtwiedergebenundnimmt von

nach5.000Trainingsschrittennach ab (s. Abb. B.6. (a)). Der
EntropiewertENT kannzumeinenjedochnichtminimiertwerdenundnimmtim gleichenZeitraumnur
von nach ab. Zum anderenzeigtdieEntropiewiederumbeiBeendendesSOM-
Trainings große Varianzen (vg. Abb. B.6. (b)).

3.4. Top-Do wn HRCL

DasTop-Down HRCL bietetin einererstenHierarchiestufeeinen„grobenÜberblick“ überdengeclu-
stertenEingabedatensatz,d.h.detektiertentwederClustermit großenVarianzenoderfaßtmehrereClu-
ster kleinerer Varianzen zu einem Cluster zusammen.Hierzu werden durch den Benutzer
Umgebungsradiengewählt,diegenügendgroßsind.Die „grobe“ ersteAnsichtdesDatensatzeswird in
den folgendenTop-Down Hierarchiestufenverfeinert:JedeweitereHRCL-Hierarchiestufe„zoomt“
(durchgeeignetesSkalieren)dabeiin solcheBereichedesDatensatzeshinein,diedurchdiehyperkubi-
schenUmgebungenderadaptiertenHRCL-Neuronendefiniertsindundversuchtinnerhalbdessoneu
definiertenEingabedatensatzesClusterzudetektieren.Falls in denEingabedatensätzendieserhyperku-
bischenUmgebungenClustergefundenwerden,sosprichtmanvonSubclusternder„primären“Super-
clustern.Die VorgehensweisedieserhierarchischenVerfeinerungkannvor allemandenglobulärenoder
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Abb. 2.14.: Beispieler gebnis einer 10x10 SOM nac h 5.000 Trainingssc hrit-
ten für den Eingabedatensatz modes12.
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irregulärenDatensätzenmodes9 bzw. modes12 verdeutlichtwerden(s.u.). Zunächstsoll jedochdie
generelleArbeitsweisedesTop-Down HRCL für einehierarchischeStufeund demeinfachenmult-
modalen Datensatzmodes1 dokumentiert werden.

DasTop-Down HRCL adaptiertfür denEingabedatensatzmodes1 die 5 durchdie Zellenclusterung
erhalteneninitialen Neuronen(vgl. Abb. 2.3.)so,daßje drei HRCL-Neuronendie Clustermittelpunkte
dervorhandenenClustersogutwie möglichannähernunddierestlichenzweiNeuronenverworfenwer-
den(Neuronen-Pruning),da sie mehrerenacheinanderfolgendeHRCL-Lernschritteunfixiert bleiben
oderaußerhalbdesBereichs[-1,5;1,5]in einerderDimensionenzuliegenkommen.Abb. 2.15.(a)zeigt
beispielhaftdieBewegungderadaptiertenNeuronen(„Neuronenspur“;dieverworfenenNeuronensind
nichtdargestellt),Abb. 2.15.(b) zeigtdiefinalePositionderdreiNeuronenmit ihrenRadiennachBeen-
dendesHRCL-Trainings.Die Quantisierungsfehlerbeginnenjeweils bei einemWert von 0,0324und

endennachdemTrainingsbei0,025 (s.Abb. B.7. (a)).Die EntropiewerteENT startenbei2,1
underreichenschonnach20-30HRCL-TrainingsschrittendenoptimalenWert0 (s.Abb. B.7. (b)). Das
Top-Down HRCL erkenntfür modes1 3 Hierarchiestufenundbenötigtfür dieAdaptionderNeuronen
zur 0. Hierarchiestufeca.69 Trainingsschrittein einerTrainingszeitvon ca. sec(Alle
Werte sind über 10 Trainingsläufe gemittelt.).

Die Fähigkeit desTop-Down HRCL, einehierarchischeVerfeinerungdesEingabedatensatzesvorzu-
nehmen,soll insbesondersan den Datensätzenmodes9 und modes12 demonstriertwerden.Für
modes9 undEingaberadius werdeninsgesamt3 Hierarchiestufenentdeckt.In der0. Hierar-
chiestufewerdendurch die Zellenclusterung8 initiale HRCL-Neuronengeneriert,die nachca. 634

HRCL-Trainingszyklen3 (globuläre) Clusterentdecken, für welche3 HRCL-Neuronenmit
Radius undÜberlappungvon0 % anderenMittelwerteplaziertwerden.(s.Abb. 2.16.).Die
restlichen5 Neuronenwerdenim VerlaufdesTrainingsverworfen.Die Subclusterderdetektiertenglo-
bulärenClusterausHierarchiestufe0 werdenjeweils in der nächstenHierarchiestufeerkannt.Hierzu
wird in jedesderdetektiertenglobulärenClusterausHierchiestufe0 „hineingezoomt“,indemdie Ein-
gabedatendesentsprechendenClusters,die durchdenRadius undUmgebung fest-
gelegt sind,aufdasreelleIntervall [-1;1] skaliertwerden.Die jeweils5-6initialenHRCL-Neuronender
1. Hierarchiestufewerdennachca.70-80HRCL-LernschrittenaufdieSubclusterzentroidenplaziert(s.
Abb. 2.17.(a)-(c)). In der2. Hierarchiestufewerdeninsgesamt6 Subsubclusterdetektiert,für welche
HRCL-NeuronenanderenMittelwerteplaziertwerden(hier nicht gezeigt).Die Trainingszeitfür alle
HRCL-Hierarchiestufen beträgt ca. 12  min.
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DerQuantisierungsfehlerfür modes9 kannin der0. HierarchiestufedesHRCL Top-Down Verfahrens
nochminimiertwerden,obwohl 5 NeuronenwährenddesTrainingsverworfenwerden.Er nimmtwäh-
rendderca.634HRCL-Trainngszyklennur geringvon 0.0465auf ca.0.0462 abundkann
sich am EndedesTrainingsverlaufsstabilisieren(s. Abb. B.8.(a)).Für die Entropiegeltengünstigere
Bedingungen,dasienicht vonderAnzahlderNeuronenabhängigist. Siekannfür modes9 unddie0.
Hierarchiestufevon einemAnfangswertvon 2.5866schonnachca.190Lernschritten(ENT2) auf das
Optimum 0 minimiert werden (s. Abb. B.8.(b)).

Für den Eingabedatensatzmodes12 und vorgegebenemRadius erkennt dasHRCL Top-
Down, ausgehendvon3 initialenHRCL-Neuronen,in der0. voninsgesamt3 Hierarchiestufen3 globu-
läreCluster. Cluster(a)ausAbb. 2.18.wird in dernachfolgendenHierarchiestufe1 in 4 Subclusterzer-
legt (s. Abb. 2.19.(a)), ebensokanndasCluster(b) in 6 SubclusterunddasglobuläreCluster(c) in 2
Subclusterunterteiltwerden(s.Abb. 2.19.(b)und(c)). BesondersdichteSubclusterder1. Hierarchie-
stufe,d.h.solchekleinerKovarianzen,könnenweiterin Subsubclusteraufgespaltenwerden:Subcluster
(i) ausAbb. 2.19.(a)wird im nächstenhierarchischenSchritt in 6 Subsubclusterzerlegt, Subcluster(ii)
und(iii) ausAbb. 2.19.(c)werdenjeweils in 4 Subsubclusterzerlegt (s.Abb. 2.20.(i)-(iii)). DerQuanti-
sierungsfehlernimmtvon0.1072überca.273 Lernschritteder0. Top-Down Hierarchienachca.
0.0727ab(s.a.Abb. B.9.(a)).GleichzeitigkannüberdenselbenZeitraumdie Entropieerhöhtwerden,
d.h.ENT wird von1 nachca.0.3725verringert(s.a.Abb. B.9.(b)).Die gesamteLerndauerbeträgtüber
alle Hierarchiestufen ca. 1 min 55 sec.

Abb. 2.16.: Er gebnis der 0. Hierar chiestuf e des Top-Do wn HRCL mit
 für modes9r 0,25=
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Abb. 2.17.: Er gebnisse der 1. Hierar chiestuf e des Top-Do wn HRCL (Ver-
feinerung der Er gebnisse aus Abb. 2.16.) mit  für modes9r 0,25=

(a) (b) (c)
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DasHRCL Top-Down erkenntfür denselbenDatensatzmit einemRadiusvon in der0. Hier-
archie5 Cluster, von denen2 ((a) und(b) in Abb. 2.21.)alsglobuläreClusterin der1. Hierarchiestufe
weiterverfeinertwerdenkönnen.FürCluster(a)werden2 Subcluster(s.Abb. 2.22.(a)), für dasglobu-
läreCluster(b) ausAbb. 2.21.werden7 Subclustermit Radien erkannt(s.Abb. 2.22.(a)und
(b)). Der Quantisierungsfehlernimmt in der0. Hierarchiestufetrotz dreierverworfenerHRCL-Neuro-
nenvon 0.0563nachca.781Lernschrittennach0.0524ab. Gleichzeitigkanndie Entropiezunehmen,
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Abb. 2.18.: Er gebnis der 0. Hierar chiestuf e des Top-Do wn HRCL mit
 für modes12r 0,3=
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Abb. 2.19.: Er gebnis der 1. Hierar chiestuf e des Top-Do wn HRCL (Ver-
feinerung der Er gebnisse aus Abb. 2.21.) mit  für modes12r 0,3=
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Abb. 2.20.: Er gebnis der 2. Hierar chiestuf e des Top-Do wn HRCL (Ver-
feinerung der Er gebnisse aus Abb. 2.19.(i)-(iii)) mit  für modes12r 0,3=

(i) (ii) (iii)
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bzw. nimmt ENT von 2.2286nach2.0429ab. Die Hierarchiesierungbricht nachder1. Hierarchiestufe
ab. EswerdenalsokeineweiterenSubsubclusterdetektiertunddiegesamteHRCL-Trainingszeitbeträgt
ca. 9 min 32 sec.

3.5. Bottom-Up HRCL

Im GegensatzzumTop-Down HRCL werdenim Bottom-UpAnsatzin dererstenHierarchiestufeklein-
steDetailsoderWahrscheinlichkeitsdichtenerkannt.D. h. eswerdendie tatsächlichenVerteilungender
zugrundeliegendenClusterwiedergegeben.DieseDetailansichtenbzw. HRCL-Neuronenwerdenin
weiterenBottom-UpHierarchiestufenzu einemeinzigenClusterzusammengefaßt,falls diessinnvoll
undmöglich ist. BestehtderDatensatzandererseitsauseinerReiheglobulärerCluster, d. h. ausClu-
stern,diewiederumausSubclusternbestehen,sowerdenzuallenweiterenBottom-UpHierarchiestufen
Clusterder bereitsbearbeitetenHierarchiestufensinnvoll zu sogenanntenSuperclusterzusammenge-
faßt.Die Möglichkeit der Bottom-UpHierarchisierung,SuperclusterausClusternzu „formen“, kann
vor allemandemmulti-modalenglobulärenDatensatzmodes9 demonstriertwerden.Die Möglichkeit,
aus der RepräsentationunterschiedlicherClusterverteilungenauf das zugrundeliegendeCluster zu
schließen, wird insbesonders durch den Eingabedatensatzmodes12 verdeutlicht (s. u.).
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Abb. 2.21.: Er gebnis der 0. Hierar chiestuf e des Top-Do wn HRCL mit
 für modes12r 0,15=
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Abb. 2.22.: Er gebnis der 1. Hierar chiestuf e des Top-Do wn HRCL (Ver-
feinerung der Er gebnisse aus Abb. 2.21.) mit  für modes12r 0,15=
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Im Bottom-UpAnsatzwerdendieinitialenNeuronennichtdurchdieZellenclusterunggebildet,sondern
eswerden HRCL-Neuronenzufällig auf Eingaben ausD plaziert(s.Abschnitt2.2.).Für
den Eingabedatensatzmodes1, der aus Eingabevektorenbesteht,werdendemzufolge17
initiale Neuronengeneriert.EineexemplarischeVerteilungdieserinitialenNeuronenzeigtAbb. 2.23.(a)
(Die Neuronen-Umgebungen sindderbesserenÜbersichtlichkeit halbernicht dargestellt.).Sie
dienendemHRCL Bottom-Upals Seedsund werdenin dennachfolgendenHRCL-Lernschrittenso
angepaßt,daßsiemit denModuszentrendervorhandenenClusterzusammenfallen.Dabeiwerdenüber-
schüssigeNeuronenverworfen.Abb. 2.23.(b)zeigteinefinaleVerteilungvon3 HRCL-Neuronender0.
HRCL Bottom-UpHierarchiestufeundRadius , wie siei. d.R.nachca.53 HRCL-Lern-
schrittenauftritt.DasBottom-UpHRCL erkenntfür obigenEingabedatensatzundRadiusnureineHier-
archiestufeundbricht alsonachder0. Hierarchiestufebereitsmit derBerechnungab. Die Rechenzeit
beträgt ca. 25  sec.

Die Tatsache,daßim obigenBeispiel82 % der initialen Neuronenverworfen werden,erschwertdas
AuswertendesQuantisierungsfehlerserheblichDerQuantisierungsfehlererhöhtsichfür denDatensatz
modes1 und Radius von ca. 0,0112 auf den Wert 0,0672 (s. a. Abb.
B.10.(a)).Gleichzeitigwird dieEntropie,dieunabhängigvonderAnzahlderNeuronenist, bereitsnach
34bis69Lernschrittenmaximiertbzw. ENT verschwindet(s.Abb. B.10.(b)).Wird jedochderQuanti-
sierungsfehlerEQE durchdennormiertenQuantisierungsfehlerNQE ausGl. (1.14) ersetzt,so wird
nicht nur durchAbb. 2.23.(b)deutlich,daßdasHRCL für modes1 eineoptimaleVektorquantisierung
erreichen kann (s. Abb. B.11.): Der normierte Quantisierungsfehler NQE fällt von

 nach  ab.

Für den globulärenEingabedatensatzmodes9, initialem Radius und einer Erhöhungdes
Radiusr um in jederweiterenHierarchiestufe,erkenntdasBottom-UpHRCL zweiHierar-
chiestufen.Ein BeispielergebnisderbeidendetektiertenHierarchiestufenspiegeltAbb. 2.24.(a)und(b)
wider. In der0.Hierarchiestufewerden42initiale HRCL-Neuronenaufca.15-20Neuronenverkleinert
und gleichzeitig auf Orte hoher Wahrscheinlichkeitsdichtenplaziert, wodurch ebensoviele Cluster
detektiertwerden.In der1. Bottom-UpHierarchiestufewerdenca. bis
initiale HRCL-Neuronenauf 3 Neuronenmit Radius verkleinert.Die resultie-
renden3 NeuronenstellenSuperclusterder15-20detektiertenClusterausHierarchiestufe0 darbzw.
die Cluster der 0. Hierarchiestufe sind Subcluster der 3 Cluster aus Hierarchiestufe 1.
DerQuantisierungsfehlernimmtin der1.Hierarchiestufenachca.202 HRCL-Lernschrittenvon

N := D ξ
3 100⋅

U c r( )

r 0,3=   16±

  14±

r 0,3=   0,003±   0,15±
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Abb. 2.23.: (a) Initiale Position der 17 HRCL-Neur onen und (b) Ergebnis der
0. Hierar chiestuf e des Bottom-Up HRCL mit  für modes1r 0,3=
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ca.0,165 nach0,041 ab(s.Abb. B.12.(a)).Gleichzeitigkannfür dieselbehierarchische
Ebenedie Entropievergrößertbzw. ENT verkleinertwerden:ENT nimmt von ca.0,752 nach
0,0079 ab (s. Abb. B.12.(b)).Die gesamteLaufzeit für beideHierarchiestufenbeträgtca.14

 min.

Für denirregulärenmulti-modalenDatensatzmodes12, initialem Radius undeinerRadius-
verdoppelungdurch in jeder weiterenHierarchiestufe,erkennt das Bottom-Up HRCL
gewöhnlich 3 Hierarchiestufen.Zur 0. Hierarchiestufewerden initiale HRCL-
Neuronenaufca.17 Neuronenbzw. detektierteClusterreduziert.DasBottom-UpHRCL benötigt
hierzuca.175 Lernschritte.In der1.hierarchischenStufewerdenca. initiale Neu-
ronenzu denOrtenhoherWahrscheinlichkeitsdichtenhin adaptiert.Die folgende3. Hierarchiestufe
adaptiertschließlich HRCL-Neuronen.Die Trainingszeitfür alle Hierarchiestufenbeträgtca.
9 min 30 sec min. Die HRCL-Neuronender0. Hierarchiestufewerdenso im Eingabedatenraum
verteilt, daßsiedie zugrundeliegendenClustermöglichstexakt in ihrer räumlichenVerteilungwider-
spiegelnkönnen.Abb. 2.25.(a)zeigtbeispielhaftdieseclusterbeschreibendeFähigkeit desBottom-Up
HRCL. Nicht nur die 3 normalverteilten„dichten“ ClusterandenPositionen(-15, -8)t, (8, 9)t und(11,
12)t mit Varianzen(1,1)t (s.Abschnitt3.1.)werdenerkannt,sondernauchalleweiterenClusterwerden
durchbis zu 6 HRCL-Neuronenbeschrieben.Die clusterbeschreibendenErgebnisseder0. Hierarchie-
stufewerdenin dernachfolgenden1. Hierarchiestufesinnvoll zusammengefaßt.Die 1. Hierarchiestufe
bildet alsoSuperclustervon Clusternder0. Hierarchiestufe,wobeidie HRCL-Neuronender1. Hierar-
chiestufewiederumanOrtehoherWahrscheinlichkeitsdichtenbewegt werden:Die ErgebnisseausAbb.
2.25.(b)verdeutlichen,daßdie beidenClusterandenPositionen(8, 9)t und(11, 12)t zu einemSuper-
clusterzusammengefaßtwerden.Zudemversuchtdie 1. HierarcheistufedasClusteranderStelle(-15,
-8)t undVarianz(1,1)t mit demClusteran(-11,-2)t unddeutlichgrößererVarianz(4,3)t sinnvoll zusam-
menzufassen.SchließlichentdeckteinHRCL-Neuronder1.HierarchiestufedieZentrenderbeidenClu-
stermit Mittelwert (8, -8)t und Varianz(1, 6)t, sowie dasClustermit Mittelwert (0, 0)t und mit in y-
RichtungverlängerterVarianz(1,12)t (s.Abschnitt3.1.).Die 2.HierarchiestufefaßtdieClusterausder
1. hierarchischenStufezu 2 Superclusternzusammenund positioniertdie HRCL-Neuronenan Orte
hoherWahrscheinlichkeitsdichten,d. h. vor allemnahedesZentrumsdes„dichten“ Clustersmit Zen-
trum (-15, -8)t bzw. zwischen Clusterzentroid (8, 9)t und (11, 12)t (s. Abb. 2.26.).
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Abb. 2.24.: Er gebnis der (a) 0. und (b) 1. Hierar chiestuf e des Bottom-Up
HRCL mit initialem Radius  und  für modes9:
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DerQuantisierungsfehlerEQEkannwährenddesTrainingsderHRCL-Neuronender0.Hierarchiestufe
nicht verkleinert werden, da ca. 35 % der initialen Neuronenverworfen werden: Er steigt von

nach an(s.Abb. B.13.(a)).Der normierteQuan-
tisierungsfehlerNQE wird jedochwährenddesgleichenZeitraumsvon ca.
nach verkleinert(s. Abb. B.14.).Ebensokanndie Entropievergrößertbzw.
ENT verkleinert werden: ENT nimmt von  nach  ab (s. Abb. B.13.(b)).

Die AnzahlderhierarchischenVerfeinerungstufen(d.h.dieTiefederHRCL-Hierarchisierung)kannfür
modes12 vergrößertwerden,indemderinitialeRadiusauf halbiert, entsprechendmit
demWert belegt und zudem statt initiale HRCL-Neuronenals
auch statt HRCL-Neuronenin jederweiterenHierarchiestufegeneriertwerden(s.Abschnitt
2.2.).Entsprechendwerden4 statt3 Hierarchiestufenerzeugtundzur 0. Hierarchiestufe78 auf ca.50-
46 HRCL-Neuronen,in der1. Stufeca.13 auf 12 Neuronenreduziertundin der2. Stufe5 Neuronen,
in der3. Stufe2 Neuronenundevtl. in einer4. Hierarchiestufe1 Neuronadaptiert.DasTrainingzur 0.
Hierarchiestufebeträgtca. 68 HRCL-Lernschritte,die Gesamtlerndauerfür alle 4 Hierarchiestufen
beträgt ca. 21 min 10 sec.
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Abb. 2.25.: Er gebnis der (a) 0. und (b) 1. Hierar chiestuf e des Bottom-Up
HRCL mit initialem Radius  und  für modes12:

Detektion v on 16 bzw . 4 Clustern.
r 0,1= λradius 2=
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Abb. 2.26.: Er gebnis der 2. Hierar chiestuf e des Bottom-Up HRCL mit ini-
tialem Radius  und  für modes12:

Detektion v on 2 Clustern.
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Abb. 2.27.(a),(b) undAbb. 2.28.(a),(b) zeigenbeispielhafteErgebnissealler4 detektiertenHierarchie-
stufen.Es bleibt festzuhalten,daß zu allen Hierarchiestufendie Auflösung des zugrundeliegenden
Datensatzesgrößerist, d. h. die 0. Hierarchiestufeerkenntnochbesseralszuvor kleinsteDetailsbzw.
kannnochbesserdie Clusterverteilungenrepräsentieren( Abb. 2.27.(a)und(b) im Vergleichzu Abb.
2.25.(a)).Das gleichegilt für alle weiterenHierarchiestufen,nämlich für die ErgebnisseausAbb.
2.28.(a) im Vergleich zu Abb. 2.25.(b) bzw. Ergebnis aus Abb. 2.28.(b) in Relation zu Abb. 2.26.
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Abb. 2.27.: Er gebnis der (a) 0. und (b) 1. Hierar chiestuf e des Bottom-Up
HRCL mit initialem Radius  und  für modes12:

Detektion v on 46 bzw . 12 Clustern.
r 0,05= λradius 1,5=
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Abb. 2.28.: Er gebnis der (a) 2. und (b) 3. Hierar chiestuf e des Bottom-Up
HRCL mit initialem Radius  und  für modes12:
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4. Diskussion der Er gebnisse

Clusteranalyse-VerfahrenversuchenClusteroderModi, d. h. Orte hoherWahrscheinlichkeitsdichten
desEingabevektorraums,zu finden.Dabeiist in vielen realenAnwendungenwederbekannt,ob, und
wennja, wieviele Modi der Datensatzenthält,nochbesitztdasClusterverfahrenein Wissenüberdie
Form oderVerteilungder zugrundeliegendenCluster. In all diesenFällenmußdasClusterverfahren
selbständigsowohl dieAnzahlbzw. MittelwertealsauchdieVerteilungderEingabemodiermittelnkön-
nen.In fastallenFällenkannmandavonausgehen,daßClusternichtnotwendigerweisenormal-verteilt
vorliegen.Der Beschreibung der Clusterverteilungkommt also zunächsteine wichtige Aufgabezu.
Währendviele Verfahren die Clusterverteilung gut repräsentierenkönnen,vernachlässigensie es
jedoch,dieAnzahlderClusterexaktwiederzugeben.Mansagtauch,daßeineechteVektorquantisierung
derMaximierungderEntropieentgegenläuft(vgl. a. [HeRo98],S. 30 ff. und[Fritz97]). DieserEffekt
ist sowohl bei demuntersuchtenstatistischenVerfahren,demSingle-PassSMART-Retrieval, alsauch
beimunüberwachtlernendenodersich selbstorganisierendenneuronalenNetz,derSelbst-Organisie-
rendenKarte(SOM),zubeobachtenundmachtsichinsbesondersbeinichtnormal-verteiltenoder„irre-
gulär“ geformtenEingabemodi,wie z. B. bei modes12 (s. Abb. 2.7. (b)), bemerkbar. Die SOM darf
dabeiim engerenSinnenichtalsClusterverfahrenbezeichnetwerden,dasieessichvorrangigzurAuf-
gabegenommenhat,NachbarschaftsbeziehungendesEingabevektorraumsnachbarschaftserhaltendauf
eineAusgabekarteabzubilden(s.[Koh82,Koh84]bzw. [HeRo98],S.33 ff.). AusGründenderVisuali-
sierungdererhaltenenNachbarschaftsbeziehungenwerdenoft zwei-dimensionaleAusgabekartenver-
wendet,auchwenndieseKartendimensionnichtimmeroptimalin BezugzurEingabeist (nämlichdann,
wenndie InformationsdimensiondesEingaberaumsgrößeralszwei ist; vgl. [SRR94,Speck95]).Die
SOM wird schließlich oft dazu benutzt, Cluster aus der selbst-organisierten Karte herauszulesen.

Die Clusterergebnisse,dieanhanddermulti-modalenkünstlichenEingabenerzieltwerdenkonntenund
für dasSMART-Retrieval in Abschnitt3.2., für die SOM in Abschnitt3.3. gezeigtwurden,belegen
offensichtlichobigeAussage:Sowohl dasSMART-Retrieval, alsauchdieSOM4 plaziereneineAnzahl
von Cluster-Prototypenbzw. NeuronenanOrtehoherWahrscheinlichkeitsdichten,könnenjedochnor-
mal-verteilteClusternicht durchnur ein einzigesNeuron(Cluster-Prototyp)repräsentieren(vgl. Abb.
2.8.sowie Abb. 2.10.undAbb. 2.11.für modes1). DaalsokeineechteVektorquantisierungstattfindet
(für dieSOMu. a.ausdemGrund,weil siesicheheraufeinetopologischkorrekteAbbildungderEin-
gabevektorenkonzentriert),mußdie AnzahlderzugrundeliegendenClusterin einemweiterenSchritt
ausdem„Clusterergebnis“herausgelesenwerden,bzw. diesmüssengeeigneteWerkzeuge(wiez.B. das
in Abschnitt 3.3. erwähnte„Clusot“) nachträglichvornehmen.Darüberhinausist das statistische
SMART-Retrieval, wie schonvon denAutorendesVerfahrensin [SaMc83],S.235(s.a. [HeRo98],S.
15)erwähnt,starkvonderReihenfolgederseriellzuverarbeitendenEingabevektorenabhängigundpla-
ziert auchCluster-PrototypenanaußenliegendeModusdaten,sogenannte„Ausreißer“.Ersteresmacht
sichvorallemdadurchbemerkbar, daßdererwarteteQuantisierungsfehlerEQEsichauchnachBeenden
derAdaptionnichtstabilisierenkann(s.Abb. B.1.), letzteresbeeinflußtdeutlichdieEntropie,dienicht
maximiert werden kann (d. h. ENT kann nicht minimiert werden; s. Abb. B.2.).
Die SOMwiederumplaziertzwarNeuronenanOrtehoherWahrscheinlichkeitsdichten,jedochauchan
Stellenmit nur sehrgeringenDichten,z. B. zwischenallenEingabemodi(s.Abb. 2.10.undAbb. 2.11.

4. DiesbeziehtsichaufeineSOM,diemehrNeuronenbesitztalsModi im Eingabedatensatzvorhandenensindund
tritt also in vielen realen Fällen auf, in denen die Anzahl (und Verteilung) der Eingabemodi unbekannt ist.
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für modes1). Diesmachtsichzwarnichtim erwartetenQuantisierungsfehlerbemerkbar, daSOM-Neu-
ronenangeringenWahrscheinlichkeitsdichtennur unwesentlichzumerwartetenQuantisierungsfehler
beitragen,jedochverbleibtderEntropiewert ENT nachBeendendesSOM-Trainingsauf einemrelativ
hohenWert und variiert deutlichvon Trainingslaufzu Trainingslauf(s. Abb. B.4. (b)). Ein weiterer
NachteildesSOM-Verfahrenist es,daßzumeinendie AnzahlderSOM-NeuronendemVerfahrenim
vorausbekanntgegebenwerdenmüssen,und zum anderenSOM-Neuronenwährendodernachdem
Trainingnicht verworfenwerdenkönnen.Dadurchist derSOM-Algorithmusgezwungen,die zur Ver-
fügungstehendenNeuronenmöglichstgleichverteiltüberalleModi zuverteilen,auchwenneinegerin-
gere Anzahl von Neuronen zur Beschreibung der Anzahl und Verteilung der Modi genügen würde.

Setztmannun vereinfachendvoraus,daßdie Eingabedatensätzegrundsätzlichausnormal-verteilten
Modi gleicherKovarianzenbestehen,so lassensich durchausdie Anzahl der vorhandenenCluster
bestimmenundalsoeineechteVektorquantisierungvornehmen.Dieswird im Ansatzdeshier vorge-
stelltenHierarchischenRadius-basiertenCompetitive Learning(HRCL) versucht.Dabeiapproximiert
die n-dimensionalehyperkubischeUmgebung um jedesHRCL-Neuron,abhängigvom durch den
BenutzervorzugebendenRadius,die Kovarianz, zugleich nähertdas HRCL-Neuronengewicht die
Erwartungs-oderMittelwerteder zugrundeliegendenModi an. Da nicht davon ausgegangenwerden
kann,daßalle Modi des(skalierten)EingaberaumesdenapproximiertenKovarianzendesHRCL-Ver-
fahrensgenügen,werdendienurgroberkanntenModi im Top-Down HRCL weiterverfeinert,umderen
Detailszuerkennen.Detailssindentwedertatsächlichim EingabedatensatzexistierendeSubclustervor-
handener„primärer“ Cluster(wie siein modes9 vorliegen; vgl. Abb. 2.7.(a)),oderaberRepräsenta-
tionenderVerteilungexistierender(Sub-)Cluster(vgl. modes12, Abb. 2.7.(b)).DieserHRCL-Ansatz,
der eineHierarchievon detektiertenClustern,Subclustern,Subsubclusternbzw. Clusterverteilungen
generiert,kannalseineArt „Multiresolutions-Clusterung“angesehenwerden:NachdererstenHRCL-
Hierarchiestufe,die einenur grobegeclusterteAnsichtdesEingabedatensatzesliefert, werdendie nur
groberkanntenClusterin weiterenHierarchiestufenzu ihrenDetails„aufgelöst“,bis schließlichin der
letztenmöglichenHRCL-Hierarchiestufe(Sub-)Clusterverteilungenbeschriebenwerdenkönnen(s.
Abb. 2.16. und Abb. 2.17. bzw. Abb. 2.18., Abb. 2.19. und Abb. 2.20.).
DerHRCL-AlgorithmusbrichtdabeiautomatischdiehierarchischeAuflösung,aufgrundderModalität
der (zur jeweiligen Hierarchiegehörigen)Eingabe,ab. Auf jeder HRCL-Hierarchiestufebleibt der
erwarteteQuantisierungsfehlerniedrig,undENT kannschonnachwenigenHRCL-Trainingsschritten
minimiert werden(s. Abb. B.7., Abb. B.8. und Abb. B.9.). Im Gegensatzzur Selbst-Organisierenden
Karte ermittelt dasHRCL die Anzahl der initialen Neuronen(Seeds)mit Hilfe einer modifizierten
Zellenclusterungselbständigundverwirft automatischauf jederHierarchiestufesolcheNeuronen,die
nicht zur Vektorquantisierungbeitragen.Zudemwird dasHRCL-Trainingbereitszu einemZeitpunkt
abgebrochen,wennsichdererwarteteQuantisierungsfehlernichtmehrmerklichändert,d. h.wennver-
mutet werdenkann, daß ein (lokales) Fehlerminimumgefundenwurde. Vergleicht man in diesem
Zusammenhangdie TrainingszeitendesSMART-Retrievals, der SOM (in der Implementierungdes
„kisom“) und desHRCL (bis zum Beendender 0. Hierarchiestufe)für denselbenEingabedatensatz
modes1, sowird deutlich,daßaufgrunddera-priori festzulegendenAnzahlvonTrainingsschritten,das
SMART-Retrieval unddie SOM in etwa die gleichenTrainingszeitenbenötigen,nämlich1 min 25 sec
(SMART; vgl. Abschnitt3.2.) bzw. 1 min 37 sec(10x10SOM; vgl. Abschnitt3.3.),das(Top-Down)
HRCL jedochnachca.7,6secbereitsdasTrainingder0. Hierarchiestufebeendenkann(vgl. Abschnitt
3.4.). Die Trainingszeitender SOM sind dabeiquadratischvon der zuvor festzulegendenAnzahl an
Neuronenabhängig,unddie 5x5 SOM benötigtfür denselbenDatensatzmodes1 lediglich ca.26 sec.
Die TrainingszeitendesHRCL wachsenmit derAnzahlanautomatischgeneriertenHierarchiestufen.
Für denmultimodalenglobulärenDatensatzmodes9 ergebensichfür die 10x10SOM unddasHRCL
folgendeTrainingszeiten:33min 30sec(bei7.000SOM-Lernschritten)bzw. 12min (für alle3 HRCL-
Hierarchiestufen).Vergleicheder Laufzeitverhaltensolltenjedochimmer unterBerücksichtigungder
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eingesetztenImplementierungbetrachtetwerden:In der aktuellenArbeit wurdedie relativ langsame
SOM-Implementierung„kisom“, sowie ein Byte-Codeerzeugendes(undalsoebensolangsames)Perl-
Skript für dasSMART-Retrieval unddasHRCL benutzt.Die Performanzallerdrei Implementierungen
lassen sich sicherlich optimieren.
Cluster(mittelwerte) müssenschließlich im HRCL-Verfahrennicht zusätzlichaus den Ergebnissen
errechnet werden, sondern stehen sofort dem Benutzer zur Verfügung.

Ist dasAuflösungsvermögender erstenHRCL-Hierarchiestufe,aufgrunddeseingegebenenRadius’
oderEingabedatensatzes,ungenügend,sokönnenauchin weiterenHRCL-AuflösungsstufendieErgeb-
nissedererstenStufenichtverbessertwerden.FürdiesenFall wurdedieTop-Down VariantedesHRCL
durchdasBottom-UpHRCL ersetzt:DasBottom-UpHRCL versucht,im Gegensatzzur Top-Down
Variante,kleinsteWahrscheinlichkeitsdichtendesEingabedatensatzeszu detektieren,d. h. die Vertei-
lungoderaber(Sub-)SubclusterderzugrundeliegendenClusterwiderzuspiegeln.Solcherartdetektierte
„primäreCluster“(oderbesser:die RepräsentationenderClusterverteilungen)werdenin einerfolgen-
denHRCL-Hierarchiestufesinnvoll zusammengefaßt,sodaßjederClusterprototypderfolgendenHier-
archiestufedenErwartungswerteinesModus’ repräsentiert,dessenVerteilungoderSubclusterbereits
durchdie primärenClusterbeschriebenwurde.SolcheClusterprototypenwerdenauchals „Superclu-
ster“bezeichnet,diegenannteArt derHierarchisierungauchals„Abstraktion“ (vgl. Abb. 2.23.undins-
besonders Abb. 2.24. bis Abb. 2.28.).
DasBottom-UpHRCL ist, im GegensatzzumTop-Down HRCL, nichtsosehrabhängigvonderrichti-
genWahl desRadius’undkanneventuelleProblemedesSkalierensderEingabezu jederneuenHier-
archeistufevermeiden,dadasBottom-UpHRCL immeraufdemselbenEingabedatensatzoperiert.Aus
demgleichenGrundhat jedochdasBottom-UpHRCL ein schlechteresLaufzeitverhaltenalsdie Top-
Down VarianteundläßtsichzudemaufprozeduralerEbenenichtparallelisieren.Insgesamtkannjedoch
gesagtwerden,daßdasBottom-UpHRCL dieVerteilungderzugrundeliegendenModi nochbesserwie-
derspiegeln kann als das Top-Down HRCL.
Für dasBottom-UpHRCL wird besondersdeutlich,daßdererwarteteQuantisierungsfehlerEQEnicht
in derLageist, die tatsächlicheGütedererreichtenVektorquantisierungzumessen.EineoptimaleVek-
torquantisierungist bereitsdannerreicht,wennfür jedes(globuläre)ClustereineinzigesNeuronin des-
senZentrumplaziertwird. DerQuantisierungsfehlerist jedochabhängigvonderAnzahldergenerierten
Neuronenund nimmt mit dieserab. Dies bedeuteteinerseits,daßder Quantisierungsfehlerverfälscht
wird, je mehrNeuronengeneriertwerden,andererseitswird der Quantisierungsfehlerverschlechtert,
wennwährenddesTrainingsNeuronenverworfen werden(s. a. Abschnitt3., S. 14 ff.). Aus diesem
Grundwurdeinsbesondersfür dasBottom-UpHRCL, dasbis zu 82 % derinitialen Neuronenverwirft
(s. Ergebnissefür modes1 in Abschnitt3.5.)ein normierterQuantisierungsfehlerNQE eingeführt,in
dessenBerechnungdie Anzahl der existierendenHRCL-Neuronenmit eingeht(s. Gl. (1.14)und Gl.
(1.15)).Der normierteQuantisierungsfehlerNQE ermöglichtees,die visualisiertenVektorquantisie-
rungsergebnisse durch ein objektives Maß zu quantifizieren (s. Abb. B.11. und Abb. B.14.).

Das HierarchischeRadius-basierteCompetitive Learningist, trotz desNamens,keine hierarchische
Clusterungim SinnederKategorisierungnachLanceundWilliams [LaWi67] (s.a. [JaDu88],S.55 ff.
und[HeRo98],S.20),sondernläßtsichalsneuronalesCompetitiveLearningVerfahrenderexklusiven,
intrinsischen, partitionierenden Klassifikation (Clusterung) zuordnen: Das Clusterergebnis jeder
„HRCL-Hierarchie-oderAuflösungsstufe“dientalsEingabezu einerpartitionierendenKlassifikation
der nächstenHRCL-Hierarchiestufe.Als Eingabezur ClusterungjederHRCL-Auflösungsstufedient
einemx n - Matrix, bestehendausmEingabe-oderDokumentenvektorenderDimensionn. DasHRCL
kombiniertdabeidie Vorteile der partitionierendenKlassifikation,die vor allem bei großenEingabe-
mengenihre Stärke zeigt,mit denhierarchischenAuflösungseigenschaftenderhierarchischenCluste-
rung, die es dem Benutzer ermöglicht, rasch das Clusterergebnis auszuwerten.
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Abschließendsollen beispielhafteErgebnisseweitererCompetitive LearningVerfahrenanhanddes
multimodalenDatensatzesaus[HeRo98],Abb. 1.10.(a), S. 43 gezeigtwerden,um siemit denzuvor
behandeltenVerfahrenzu vergleichen.Alle Competitive LearningVerfahrensind Implementierungen
desByte-Codeerzeugenden„DemoGNGv1.3“ JavaAppletsvonH. S.LoosundB. FritzkederSystems
Biophysics,Institutefor NeuralComputation,Ruhr-UniversitätBochum[LoFr97]. Essollenlediglich
dievisualisierbarenClusterergebnissediskutiertwerden,ohneaufdieAuswirkungenaufden(normier-
ten)erwartetenQuantisierungsfehlerEQEbzw. NQE,dieEntropie(ENT) oderdiebenötigteTrainings-
zeit näher einzugehen.5

DasNeuronaleGas(NG; s. [HeRo98],Abschnitt6.2.5.,S. 41) mit denEingabeparametern ,
, , , und20 Eingabeneuronenplaziert,wie die SOM, ihre

20NG-Neuronensowohl andichtealsauchanwenigerdichteOrtedesEingabevektorraums,wobei,im
Vergleich zur SOM, die zugrundeliegendenModiverteilungendeutlichbesserwiedergegebenwerden
können.Neuronenkönnenjedochnichtverworfenwerden,wasunterandermzurFolgehat,daßnormal-
verteilteModi nicht durchnur ein einzigesNG-Neuroncharakterisiertwerdenkönnen.Esfindetalso
keine echteVektorquantisierungstatt,und dasVerfahrenbenötigtfür ein akzeptablesErgebniseine
inakzeptable Rechenzeit von ca. einer Stunde (vgl. Abb. 2.29. (a) und (b)).

FürdasGrowing Grid (GG;vgl. [HeRo98],Abschnitt6.2.2.)mit 50EingabeneuronenunddenParame-
tern , , , und könnendieErgebnisseausAbb. 2.30.
(a) und(b) erzieltwerden.DasfinaleErgebnis,dargestelltin Abb. 2.30.(b) kannmit denenderSOM
verglichenwerden:Auch dasGG konzentriertsicheherauf einetopologischkorrekteAbbildungdes
(möglicherweisehochdimensionalen)Eingabevektorraumsaufeinezwei-dimensionaleAusgabekarten-
Struktur. DabeiwerdenGG-Neuronennicht nur anOrtehoher, sondernauchanOrtenniedrigerWahr-
scheinlichkeitsdichten(z.B. zwischenallenEingabemodi)plaziert.DasGGbenötigtnuretwa20% der
NG-Trainingszeiten.

5.DieangegebenenTrainingszeitensindbesondersstarkvondergraphischenVisulisierungderErgebnisseabhängig
und sollen darum lediglich als Vergleichswerte innerhalb der DemoGNG-Umgebung verstanden werden.

λi 10=
λf 1= εi 0,3= εf 0,05= t max 40.000=

Abb. 2.29.: Er gebnisse für das Neur onale Gas (NG) mit 20 Eingabeneu-
ronen nac h (a) ca. 30 min und (b) ca. 1 h T rainingsz eit.

(a) (b)

λg 30= λf 100= εi 0,1= εf 0,005= σ 0,9=
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DasGNG(s.[HeRo98],Abschnitt6.2.3.),dessenErgebnissein Abb. 2.31.(a)- (c)dargestelltsind,kann
sowohl eineechteVektorquantisierungdesEingabedatensatzes,alsaucheinesinnvolle Repräsentation
derModiverteilungvornehmen:DasGNGmit maximalerNeuronenzahl50undParametern ,

, , und plaziertnachca.20min
(s.Abb. 2.31.(b)) ungefährsoviele Neuronenin denEingaberaumwie normal-verteilteModi vorhan-
densind.Die Neuronengewichtesindnach20 min Trainingszeitsoadaptiert,daßsieungefährmit den
Modizentrenzusammenfallen. Dies entsprichteineroptimalenVektorquantisierung.Wird dasGNG-
Training fortgesetztund nachca. 50 min erneutunterbrochen,so repräsentierendie GNG-Neuronen
bzw. derenGewichtedieVerteilungenderzugrundeliegendenModi (s.Abb. 2.31.(c)). BeideAufgaben
könnenjedochnicht zugleicherzielt werden,sondernsind abhängigvom Zeitpunkt desGNG-Trai-
ningsabbruchs:Wird dasGNG-Trainingfrühzeitigabgebrochen,sorepräsentierendieGNG-Neuronen
Modizentren,wird dasGNG-Trainingspäterabgebrochen,sorepräsentierendieNeuronendieModiver-
teilungen.

Abb. 2.30.: Er gebnisse des Gr owing Grids (GG) mit 50 Eingabeneur onen
nach (a) ca. 3 min und (b) ca. 20 min Trainingsz eit (inkl. 100 % Fine-Tuning).

(a) (b)

λ 600=
age_maxs1 s2,( ) 88= εb 0,05= εn 6,0 E -4= α 0,5= β 5,0 E -4=

Abb. 2.31.: Ergebnisse des Growing Neural Gas (GNG) mit 50 Eingabeneu-
ronen nac h (a) ca. 2 min, (b) ca. 20 min und (c) ca. 50 min T rainingsz eit.

(a) (b) (c)
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5. Zusammenfassung

DieseArbeit stelltedasHierarchischeRadius-basierteCompetitiveLearning(HRCL) in zweiVarianten,
demTop-Down HRCL sowie demBottom-UpHRCL,vor. DasHRCL detektiertalsneuronalesCluster-
analyse-Verfahrendie einemEingabedatensatzzugrundeliegendenModi oderCluster, d. h. Ortehoher
Wahrscheinlichkeitsdichten.Die Clusteranalysewird automatischdurchdasHRCL in weiterenHierar-
chiestufenverfeinert:Im Top-Down HRCL werdensomit weitereDetailsder (nur grob) detektierten
„primären Cluster“ erkannt,bis schließlichin einer letztenHierarchiestufedie Cluster-Verteilungen
repräsentiertwerdenkönnen.DasBottom-UpHRCL hingegenversuchtkleinsteWahrscheinlichkeits-
dichteneinererstenHRCL-Hierarchiestufein weiterenhierarchischenSchrittensinnvoll zu sogenann-
ten Superclustern zusammenzufassen.

BeideVariantendesHRCL zeichnensich dadurchaus,daßdenVerfahrenkeine initiale Anzahl von
HRCL-Neuronenbekanntgegebenwerdenmuß.Zudemverwirft dasHRCL automatischsolcheNeuro-
nen,die nicht zur Vektorquantisierungbeitragenundbricht dasHRCL-Training jederHierarchiestufe
schonzueinemZeitpunktab,wennsichdererwarteteQuantisierungsfehlernichtmehrmerklichändert,
d. h. wenn erwartet werden kann, daß das Verfahren ein (lokales) Fehlerminimum gefunden hat.

Die Vorteile des HRCL zum untersuchtenstatistischenSingle-PassClusteranalyse-Verfahren,dem
SMART-Retrieval, lassen sich stichpunktartig folgendermaßen wiedergeben:

• Keine Abhängigkeit von der Reihenfolge der einzugebenden Eingabevektoren

• EchteVektorquantisierung:Das SMART-Retrieval kann lediglich die Verteilungder Cluster
wiedergeben, nicht die Erwartungs- oder Mittelwerte der Cluster.

Die vektorquantisierenden Vorteile des HRCL gegenüber der Selbst-Organisierenden Karte sind:

• Echte Vektorquantisierung: Die SOM bietet keine echte Vektorquantisierung

• Direkte Ausgabe der Clustermittelwerte zu jeder Auflösungsstufe

• DerEingabedatensatzmußnichtnotwendigerweiseeineInformationsdimensionvonmaximal2
haben (bei Verwendung zwei-dimensionaler SOM-Ausgabekarten).

• Nachteilgegenüberder SOM: keineVisualisierungder Nachbarschaftsbeziehungenzwischen
Eingabevektoren möglich

Zusätzlich bietet das HRCL folgende Eigenschaften:

• „Multiresolutions-Clusterung“: Automatische hierarchische Ausgabe der verschiedenen
„Auflösungen“ des Eingabedatensatzes:Globuläre Cluster können von Clusterzentrenüber
Subclusterzentren bis hin zu Subclusterverteilungen aufgelöst werden.

• AutomatischerAbbruchsowohl deshierarchischenAufbausals auchdesHRCL-Trainingszu
jeder hierarchischen Stufe

• Automatische Initialisierung und Pruning aller HRCL-Neuronen
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6. Ausb lic k

Da dasHierarchischeRadius-basierteCompetitive Learningdazubenutztwerdensoll, eine Daten-
sammlungzu clustern,die auseinigentausendHTML-Seitenbestehenmag,mußdasHRCL Cluster
auchin Eingaberäumendetektierenkönnen,derenEingabedimensionensehrviel höherals zwei ist.
HTML-DokumentewerdennämlichüberTermindizierverfahrenkodiert,diegewöhnlichbiszu10.000-
dimensionaleDokumentenvektoren(auch„Dokumenten-Profile“oder „profiles“ genannt)erzeugen.
Vor allemausGründenderEffizienzwerdendiesesehrhoch-dimensionalenEingabevektorräumemit
Hilfe geeigneter Komprimierverfahren auf Dimensionen von ca. 10-100 verkürzt.

Um dieEinsetzbarkeit desHRCL beihöherdimensionalenRäumenaneinemBeispielzuverdeutlichen,
werdenandieserStelleErgebnissegezeigt,diemit einemkünstlich-erzeugten10-dimensionalenmulti-
modalenEingabedatenstzerzieltwerdenkann:Der Eingabedatensatzmodes13 bestehtdabei,als10-
dimensionaleErweiterungvon modes1 (vgl. Abb. 2.2.undAbb. 2.3.),ausdrei deutlichvoneinander
separierten10-dimensionalenEingabemodi.Modes13 besitztfolgendein Abschnitt3.1.beschriebene
Parameter:

, , , sowie folgendedrei Modusmittelwerteund-varianzen:((1, 7, 1, 7, 1, 7,
1, 7, 1, 7)t, (1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1)t), ((-7, 0, -7, 0, -7, 0, -7, 0, -7, 0)t, (1, 1, 1, 1, 1, 1, 1, 1, 1, 1)t)
und((7, -7, 7, -7, 7, -7, 7, -7, 7, -7)t, (1, 1, 1, 1, 1, 1, 1, 1, 1, 1)t. ProjiziertmanjeweilsdieDimensionen

und orthogonalauf ein zwei-dimensionalesKoordi-
natensystem,soerhältmandie in Abb. 2.32.(a)undAbb. 2.32.(b) wiedergegebenenAusgabenfür den
Eingabedatensatzmodes13.

DemHRCL werden initiale Neuronenmit Radius0,3vorgegeben,diezufällig aufEingabe-
vektoren ausmodes13 gesetztwerden.DasHRCL reduziertim VerlaufdesTrainingsundca.140
Lernschritten(ca.60 sec)die 6 initialenHRCL-Neuronenzu 3 Neuronen,die soadaptiertwerden,daß
siemit den10-dimensionalenModizentrendesEingabedatensatzeszusammenfallen.Abb. 2.33.(a)und
Abb. 2.33.(b) zeigenjeweilsdasErgebnisdesHRCL-TrainingsalszweidimensionaleorthogonalePro-

m 3= n 2= M′ 100=

d d 1+,( ) d ungerade, d d 2+,( ) d ungerade,
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jektionenvonmodes13, deradaptiertenHRCL-Neuronen,sowie derenprojizierten10-dimensionalen
hyperkubischenUmgebungen.Der erwarteteQuantisierungsfehlerEQE kann von ca. 0.1681nach
0.1244, der Entropiewert ENT kann von ca. 2.4 nach 0 reduziert werden.
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Abb. 2.33.: Er gebnis des HRCL-T rainings als zweidimensionale or thogo-
nale Pr ojektionen v on modes13 und der adaptier ten HRCL-Neur onen

(vgl. Abb. 2.32.).
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Anhang  A

A.1. Notation

Symbole Bedeutung

n-dimensionaler Vektorraum

Dimension desn-dimensionalen
Vektorraums

diskrete Eingabedatenmenge

Anzahl der Eingabevektoren

kontinuierliche Wahrscheinlich-
keitsdichte-Funktion

Eingabevektoren

Neuroni

Menge der Neuronen

Anzahl der Neuronen

Referenz-/Gewichtsvektor von
Neuron

n-dimensionale hyperkubische
Umgebung um Neuronc mit
Radiusr

Erwartungswert um Vektor  als
Schätzwert für den statistischen
Mittelwert des Clusters

Clustermittelwert

Kovarianz des Clusters mit Mittel-
wert

gewinnendes Neuron
(Gewinner)

Tabelle 1:  Erklärung ben utzter Symbole

Rn

d 1 ... n, ,{ }∈

D ξ1 ... ξM, ,{ }= ξi Rn∈,

M D=

p ξ( ) ξ Rn∈,

ξ ξi Rn∈,

c i

A c1 c2 ... cN, , ,{ }=

N A=

w c i
Rn∈

c i

U c r( ) := 2r( )n

E ξ( ) ξ

µ

Σ E ξ µ–( ) ξ µ–( )t( )=
µ

sw
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Gewicht des Gewinners

Gleichverteilungsschwelle für
Radiusr

Neuronengewicht für Neuron
zum Trainingsschrittt

Zelle i der Zellenclusterung

, Zellengrenzen einer Zelle für
Dimensiond

Trainingschritt

maximale Anzahl von Trainings-
schritten

Ordnung von  relativ zur
Distanz von  zur aktuellen Ein-
gabe

Adaptions-/Abstoßfunktion
bezüglich der Neuronenordnung

Adaptions-/Abstoßfunktion
bezüglich der Trainingszeitt

erwarteter Quantisierungsfehler
bezüglich einer kontinuierlichen
Signalverteilung

erwarteter Quantisierungsfehler
bezüglicheinerdiskretenundendli-
chen Eingabe-DatenmengeD

Voronoi-Umgebung um Neuronc

Voronoi-Menge um Neuronc

normierter Quantisierungsfehler

Entropie

j-te Zufallszahl zwischen 0 und 1

Vektortransposition

Symbole Bedeutung

Tabelle 1:  Erklärung ben utzter Symbole

w w

Θ r( )

w c i
t( ) c i

Z i , i 0 ... 2n 1–, ,{ }∈

zmin d( ) zmax d( )

t

t max

k i ξ A,( ) c i A∈
w c i

ξ

f λ1 λ2, k i ξ A,( )( )

k i ξ A,( )

gλ3 λ4, t( )

EQE p ξ( ) A,( )

p ξ( )

EQE D A,( )

V c

Rc := ξ ξ w c– ξ w i–<{ }
i c≠∀

NQE D A,( )

ENT D A,( )

randj 1( )

 .( )t
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B.1. Ergebnisse SMAR T
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B.2. Ergebnisse SOM
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Abb. B.3.: (a) EQE und (b) ENT einer 3x1 SOM für 2.000
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B.3. Ergebnisse T op-Do wn HRCL

0.02

0.025

0.03

0.035

0.04

0.045

0.05

0.055

0.06

0.065

0 20 40 60 80 100 120 140

EQE0
EQE1
EQE2
EQE3
EQE4

0

0.5

1

1.5

2

2.5

3

3.5

4

0 20 40 60 80 100 120 140

ENT0
ENT1
ENT2
ENT3
ENT4

Abb. B.7.: (a) EQE und (b) ENT v on 5 HRCL Top-Do wn Läuf en
der 0. Hierar chiestuf e für modes1

(a) (b)

0.025

0.03

0.035

0.04

0.045

0.05

0.055

0.06

0.065

0.07

0.075

0 100 200 300 400 500 600 700 800 900

EQE0
EQE1
EQE2
EQE3
EQE4

0

1

2

3

4

5

6

7

8

9

10

0 100 200 300 400 500 600 700 800 900

ENT0
ENT1
ENT2
ENT3
ENT4

Abb. B.8.: (a) EQE und (b) ENT v on 5 HRCL Top-Do wn Läuf en
der 0. Hierar chiestuf e für modes9

(a) (b)



B.4. Ergebnisse Bottom-Up HRCL

49

B.4. Ergebnisse Bottom-Up HRCL
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