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ZusammenfassungNavigation ist eine alltäglihe Aufgabe für Menshen und Tiere, dennoh sind viele Fra-gen bezüglih der grundlegenden Mehanismen der Navigation noh niht beantwortet.Eine essentielle Navigationsleistung ist das Zurük�nden zu bekannten Orten (�Heim�n-dung", �Homing�'). Für eine robuste Heim�ndung werden im Tierreih oft untershiedliheNavigationsstrategien kombiniert, wodurh möglihe Fehler minimiert werden. In dieserDiplomarbeit erhält ein virtueller Roboter die Navigationsaufgabe zu einem bekanntenOrt zurük zu kehren. Hierzu stehen ihm drei lokale Navigationsstrategien zur Verfügung:visuelles Homing, Wegintegration und Hindernisvermeidung. Diese Strategien liefern inder Regel inkonsistente Bewegungsentsheidungen, weshalb eine Integration der Strate-gien erfolgen muÿ. Der in dieser Diplomarbeit beshriebene Ansatz ermögliht es demRoboter die Gewihtung zwishen den einzelnen Navigationsstrategien kontinuierlih zubestimmen. Der Roboter soll dabei eigenständig die Gewihtungen der einzelnen Navi-gationsstrategien situations- und zeitabhängig setzen. Das Ziel der dieser Arbeit ist es,eine Entsheidungsstrategie zu ermitteln, welhe es ermögliht die Gewihtung der Navi-gationsstrategien zeit- und situationsabhängig zu wählen. Hierzu wird ein ReinforementLearning Ansatz verwendet, der den kontinuierlihen Zustands-Aktionsraum mittels einesRadialen-Basisfunktionen Netzwerks approximiert.
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Kapitel 1EinleitungNavigation ist eine Leistung, die Menshen und Tiere täglih erbringen. Viele Tiere - sogarAmeisen mit einem Gehirn niht gröÿer als ein Steknadelkopf - zeigen ein erstaunlihesNavigationsverhalten. Da Tiere sehr auf zuverlässige Navigation angewiesen sind, habensih mit der Zeit robuste Navigationsstrategien herausgebildet. Diese ermöglihen es, diezur Navigation nötige Information aus der Umgebung zu extrahieren und zu verarbeiten,so dass das Tier optimal an seine Umgebung angepasst ist. Trotz erhebliher Forshungin diesem Bereih sind noh viele Fragen bezüglih der zugrundeliegenden Mehanismenunbeantwortet.Zur Beantwortung dieser Fragestellung werden neben Methoden der Verhaltensbiologieauh autonome Roboter als Modell zur Überprüfung biologisher Hypothesen verwen-det. Die Robotik stellt dabei eine gute Möglihkeit dar, die kognitiven Mehanismender Navigation zu untersuhen. Ein mögliher Ansatz besteht darin komplexes Verhalten(komplexe kognitive Leistungen) als Kombination von einfahen �elementaren� Verhal-tensweisen (Modul) zu beshreiben. Als Modul bezeihnet man einen Teil des Systems,der auh isoliert betrahtet eine eigenständige Funktion erfüllt. Ausgangspunkt für die-se inverse Herangehensweise - Aufbau eines kognitiven Systems zur Untersuhung vonHypothesen - sind die Gedankenexperimente von V. Braitenberg [3℄. In diesem Experi-ment stellt er einfahe �Vehikel� vor und diskutiert ihr Verhalten und die Shlüsse, dieein Beobahter aus ihrem Verhalten ziehen könnte. Aus dieser Diskussion geht hervor,dass sih auf Grund von Beobahtung des Verhaltens kein Bauplan ableiten lässt. Dahersollte man umgekehrt (invers) beginnen, indem man einen Bauplan auf einem Roboterrealisiert und überprüft, ob der Roboter das gewünshte Verhalten zeigt. Hierbei gehtman davon aus, dass die einfahste Lösung die wahrsheinlihste Lösung darstellt. DiesesPrinzip wird auh Prinzip von Okham genannt.Die einzelnen Verhaltensmodule werden in der Robotik oft über eine Subsumptionsarhi-tektur integriert [4℄. Hierbei erfolgt die Verhaltensauswahl durh eine diskrete Fallabfra-ge. Allerdings besteht das Problem, dass die Anpassung des Verhaltens an die jeweiligeSituation über einen Auÿenstehenden (den Programmierer) erfolgt. Dies entspriht nurbedingt dem biologishen Vorbild. Es wäre näher am biologishen Vorbild, wenn der Ro-boter lernen würde, wann er welher Navigationsstrategie folgt. Dieser Ansatz wurde inden letzten Jahren immer stärker berüksihtigt. Hierbei stand niht zwangsläu�g die bio-1



KAPITEL 1. EINLEITUNG 2logishe Motivation im Vordergrund, sondern oftmals das Problem, dass die Feineinstel-lung/Feinjustierung des Kontrollsystems eines autonomen Roboters eine sehr aufwendigeAufgabe darstellt [18℄. Ein Lernansatz, der für Navigationsaufgaben oftmals eingesetztwird, ist das Reinforement Learning [18℄, [14℄, [12℄, [13℄. Der Vorteil dieses Lernansatzesist, dass der Roboter über Erfahrungen selbstständig lernt. Allerdings bezogen sih diebisherigen Ansätze mehr auf die Verwendung einzelner Navigationsstrategien als auf dieIntegration der Strategien, beispielsweise die Hindernisvermeidung [18℄, [14℄. In dieserDiplomarbeit soll nun ein Ansatz vorgestellt werden, in dem ein autonom navigierenderRoboter die Gewihtung seiner vorhandenen Navigationsstrategien situations- und zeit-abhängig lernen soll. Dadurh soll die Subsumptionsarhitektur ersetzt werden und somitauh potentielle Problemquellen dieses Verfahrens verhindert werden.Kapitel 2 - Grundlagen In diesem Kapitel wird zunähst die Navigation, insbeson-dere die hierarhishe Einteilung der Navigationsstrategien, vorgestellt. Der zweite Ab-shnitt beshäftigt sih sowohl mit der biologish/psyhologishen Seite als auh mit derinformatishen Seite des Lernens. Der Shwerpunkt liegt hierbei auf dem LernverfahrenReinforement Learning. Die Ausführung der psyhologishen Sihtweise soll dabei hel-fen die Ideen und Herangehensweise des informatishen Reinforement Learning besser zuverstehen. Abshlieÿend wird die Funktionsapproximation mit Hilfe von einem Radiale-Basisfunktionen-Netz (RBF-Netz) vorgestellt.Kapitel 3 - Problemstellung Im dritten Kapitel wird die eigentlihe Problemstellungder Diplomarbeit vorgestellt. Als Navigationsaufgabe wurde in dieser Arbeit das Heim-�ndungsverhalten ausgewählt. Nahdem die lokalen Navigationsstrategien - das visuelleHoming, die Wegintegration und die Hindernisvermeidung - kurz vorgestellt wurden, wirddie Integration dieser Strategien mittels der Subsumptionsarhitektur erläutert und derenProblemquellen ausgeführt. Am Ende des Kapitels wird der in dieser Diplomarbeit neuentwikelte Ansatz zur situations- und zeitabhängigen Gewihtung der Navigationsstrate-gien dargestellt und die Gründe der Verwendung des Reinforement Learnings aufgezeigt.Kapitel 4 - Reinforement Learning Problem Die situations- und zeitabhängigeGewihtung soll nun durh den Roboter selbst erfolgen. Es soll eine kontinuierlihe Ent-sheidungsstrategie gelernt werden. Zur Verwendung von Reinforement Learning muÿ dieLernaufgabe dazu in ein Reinforement Learning Problem umformuliert werden. Hierzuwerden die Grundelemente des Reinforement Learning für die vorliegende Aufgabenstel-lung de�niert und die verwendete Methodik besprohen.Kapitel 5 - Radiale-Basisfunktionen Netz (RBF-Netz) Die Verwendung einesFunktionsapproximators ist aufgrund des kontinuierlihen Zustands-Aktionsraumes un-abdingbar. Zur Funktionsapproximation wird ein RBF Netzwerk verwendet. Die genaueImplementierung und die entwikelten Algorithmen zur Bestimmung der Koe�zientenund sowie der Suhe der Maxima wird in diesem Kapitel vorgestellt und anhand vonein- und zweidimensionalen Fallbeispielen ausgeführt. Am Ende des Kapitels wird auf die



KAPITEL 1. EINLEITUNG 3Problematik der Messpunktauswahl eingegangen.Kapitel 6 - Lernexperiment und Ergebnisse In Kapitel 6 wird das Lernexperimentvorgestellt. Hierzu wird zunähst die Simulationsumgebung beshrieben. Im Anshlussdaran wird die Parametrisierung des Reinforement Learning Problems erläutert. Auf dieEinstellung und Anpassung des RBF Netzwerkes wird danah ausführliher eingegangen,da die Approximation in einem hohdimensionalen Raum eine e�ziente Implementierungerfordert. Nahdem der Ablauf des Lernexperimentes erläutert ist, werden die Ergebnissevorgestellt.Kapitel 7 - Diskussion und Ausblik Im letzten Kapitel erfolgt die abshlieÿendeDiskussion der Ergebnisse. Zudem wird erläutert, weshalb die in diesem Ansatz realisier-te Approximation der Q-Funktion gegenüber bisherigen Approximationsversuhen vieleVorteile aufweist. Im Ausblik werden Vorshläge für möglihe Verbesserungen und wei-terführende Arbeiten vorgestellt.



Kapitel 2Grundlagen
2.1 NavigationDie Navigationsleistungen, die Menshen und Tiere vollbringen, sind erstaunlih. Jedohsind bis jetzt viele Fragen zu den grundlegenden Mehanismen noh unbeantwortet. Ei-ne Möglihkeit biologishe Hypothesen über Navigation zu testen, ist, sie mit Hilfe vonbiologish-motivierten mobilen Robotern zu überprüfen. Zugleih helfen die biologishbegründeten Mehanismen bei der Konstruktion neuer Methoden in der Robotik auto-nom navigierende Agenten zu entwikeln oder zu verbessern.Navigation ist de�niert als �ein Prozess der Bestimmung und Beibehaltung eines Kursesoder einer Trajektorie zu einem Zielpunkt� [9℄1. Notwendige Fähigkeiten für die Naviga-tion sind die Fortbewegung und die Fähigkeit bestimmen zu können, ob der Zielpunktshon erreiht wurde. Für die Wiedererkennung des Zielpunktes muss man Merkmale zurErkennung dieses Ortes abspeihern können, d.h. das Tier oder der Roboter muss eineOrtsrepräsentation besitzen. Wenn das Tier oder der Agent zudem fähig ist sih mehrereOrte merken zu können und diese Orte durh - im einfahsten Fall - Aktionen miteinan-der zu verbinden, spriht man von einer kognitiven Karte. Bestimmte Grundfähigkeitender Navigation sind beispielsweise die Hindernisvermeidung, die Exploration oder dieKursstabilisierung.2.1.1 NavigationsstrategienDie Einteilung der Navigationsstrategien rihtet sih nah der Klassi�zierung von M.O.Franz & H.A. Mallot [7℄. Im Folgenden wird der Navigierende, ob Mensh, Tier oderRoboter, als Agent bezeihnet. Grundsätzlih kann man zwishen zwei Gruppen vonNavigationsstrategien untersheiden: lokale Navigationsstrategien und globale Navigati-onsstrategien oder auh Weg�ndungsstrategien genannt. Der Untershied zwishen diesenbeiden Gruppen ist, dass bei den lokalen Strategien der Agent in der Lage sein muss sihnur an einen Ort zu erinnern, um diesen wieder zu erkennen. Bei Weg�ndungsstrategien1Aus dem Englishen: �Navigation is the proess of determining and maintaining a ourse or trajetoryto a goal loation.� 4



KAPITEL 2. GRUNDLAGEN 5hingegen muss der Agent mehrere Orte speihern können und zudem eine Verbindungzwishen den untershiedlihen Orten aufbauen. Die Verbindung könnte beispielsweiseaus Regeln der Form: �Am roten Haus rehts� bestehen. Die Navigation von einem Ortzu einem anderen wird durh lokale Strategien bewältigt, und durh die Erweiterung mitglobalen Strategien ist es möglih, dass mehrere Zielpunkte (Teilziele) dargestellt undauh die Zusammenhänge zwishen den Orten gespeihert werden können.Sowohl die lokalen als auh die globalen Navigationsstrategien lassen sih nah der Kom-plexität der Aufgabenstellung einteilen. Die lokalen Navigationsstrategien lassen sih vierKomplexitätsstufen zuordnen: Suhe (�Searh�), Zielanfahrt (�Diretion-following�), Ziel-führung (�Aiming�) und Wegweisung (�Guidane�). Die globalen Navigationsstrategiengliedern sih in drei Ebenen: �Reognition-triggered response�, �Topologial navigation�und �Survey navigation�. Hierbei stellt die unterste Ebene die Strategie mit der niedrig-sten Komplexität dar. Durh diese Einteilung in die untershiedlihen Ebenen folgt, dassein Agent, der die Fähigkeiten einer Strategie besitzt, auh in der Lage ist, die Strate-gien auszuüben, die unter dieser Ebene liegen. Dennoh benötigt man bei den globalenStrategien niht notwendigerweise alle lokalen Navigationsstrategien.2.1.1.1 Lokale NavigationsstrategienSuhe Diese Strategie stellt die einfahste Form der Navigation dar. Der Agent benötigthierfür nur die Fähigkeit der Fortbewegung und Zielerkennung, aber keine Orientierungoder räumlihe Repräsentation des Raumes. Die Suhe kann nun nah einer systemati-shen Strategie erfolgen oder auh zufällig sein.Zielanfahrt Diese Strategie basiert entweder auf externen Informationen, wie beispiels-weise Orientierung nah einem Magnetfeld oder an einer Pheromonspur, oder auf internenInformationen, wie zum Beispiel die Stellung des Körpers im Raum durh propriozeptiveund vestibuläre Signale. Diese Strategie wird wesentlih e�zienter, wenn zudem noh dieDistanz zum Zielort bekannt ist. Eine Strategie, für die man sowohl die Information derRihtung als auh der Distanz benötigt, ist die Wegintegration.Wegintegration Unter Wegintegration versteht man die kontinuierlihe Shätzungder Eigenbewegung. Dadurh ist der Agent in der Lage, kontinuierlih die Veränderungender Distanz und der Rihtung bezüglih des Zieles zu integrieren und kann so zu jedemZeitpunkt seine relative Position zum Startpunkt bestimmen. Die Shätzung der Eigen-bewegung erfolgt in der Robotik über die Odometrie. Hierbei werden über die Radständedie Bewegungen des Roboters berehnet.Allerdings eignet sih die Wegintegration nur für kurze Steken, da sih fehlerhafte Shät-zungen der Eigenbewegung shnell akkumulieren, was den Heimvektor stark verfälsht.



KAPITEL 2. GRUNDLAGEN 6Zielführung Bei der Zielführung muss der Agent in der Lage sein, seine Körperahsenah einem Hinweis auszurihten, so dass das Ziel vor ihm liegt. Dieser Hinweis kannbeispielsweise eine Duftspur sein, ein Geräush oder auh ein visueller Reiz. Nah diesemHinweis rihtet sih das Tier aus und versuht die Quelle des Hinweises zu erreihen. DerBereih um den Zielpunkt, in dem das Erreihen des Zielpunktes durh diesen Hinweismöglih ist, wird auh Fangbereih oder �Cathment Area� genannt.Wegweisung Bei dieser Strategie ist das Ziel niht durh einen Hinweis markiert, son-dern der Zielort wird durh die räumlihe Anordnung von sih in der Umgebung be�n-denden Objekten identi�ziert. Der Agent muss seine eigene Position nun relativ zu diesenObjekten ausrihten. Um den Zielpunkt wieder�nden zu können, muss er dann die Po-sition einnehmen, die er bei der Speiherung der Objektkon�guration des Zielpunktesinne hatte. Die Objekte, die zur Wieder�ndung des Ortes genutzt werden, werden auhLandmarken genannt. Ein Beispiel für eine solhe Navigationsstrategie ist das visuelleHoming.Visuelles Homing Bei der visuellen Navigation ist der Zielpunkt durh eine An-ordnung von lokalen, sihtbaren Landmarken de�niert. Man konnte experimentell nah-weisen, dass Insekten, wie beispielsweise Bienen und Ameisen die Kon�guration der Land-marken um den Zielpunkt nutzen um diesen wiederzu�nden. Wird nun diese Kon�gurati-on von Landmarken umgesetzt, suht das Tier an dem durh die Landmarken bestimmtenOrt nah seinem Nest.Ein Modell hierzu wurde von Cartwright & Collett [5℄ formuliert. Ein Ort in diesem Mo-dell wird harakterisiert durh ein 360◦ Panoramabild (Snapshot). Von einem besuhtenOrt wird ein Bild aufgenommen. Das Ziel ist nun, den Zielpunkt zu erreihen, indem mandie aktuelle Aufnahme mit dem gespeiherten Bild vergleiht und auf Ähnlihkeit analy-siert. Ein Algorithmus, der für das visuelle Homing genutzt werden kann, ist der �ImageWarp�-Algorithmus von M. Franz [8℄. Dieses Modell sagt voraus, wie sih das aktuelleBild verändern wird, wenn man eine bestimmte Bewegung ausübt. Dies wird für den ak-tuellen Standpunkt in diskreten Rihtungen bestimmt und die Rihtung gewählt, die diehöhste Ähnlihkeit mit den Zielbild besitzt. Die genaue mathematishe Formulierungwird in Abshnitt 3.1.1.1 noh ausführlih vorgestellt.2.1.1.2 Globale Navigationsstrategien�Reognition-triggered response� Diese Strategie wird auh Routennavigation ge-nannt. Hierbei werden zwei Orte, die mit Hilfe einer lokalen Navigationsstrategie gefundenwurden, durh eine Aktion miteinander verbunden, beispielsweise: �Bin an Ort 3, mussjetzt rehts gehen�. Dadurh entsteht eine Liste von Orten, die mit solhen Anweisungeneine Route ergeben. Das bedeutet, man erhält an einem bestimmten Ort eine sensorisheEingabe und reagiert darauf mit einer bestimmten Aktion. Dieses Verhalten ist un�exibelund niht in der Lage, auf neue Hindernisse zu reagieren.



KAPITEL 2. GRUNDLAGEN 7�Topologial navigation� Bei der topologishen Navigation benötigt der Agent eineRepräsentation der Orte mit ihren Verbindungen untereinander. Durh diese Repräsen-tation ist der Agent in der Lage, eine geplante Route abzuändern, falls diese blokiertist und einen alternativen Weg zu nehmen oder die gespeiherte Repräsentation auh fürandere Routen zu nutzen.�Survey navigation� Die letzte vorgestellte Navigationsstrategie erfordert niht nurwie bei der topologishen Navigation eine Repräsentation der Orte und ihrer Verbindun-gen, sondern zudem wird bei dieser Strategie ein Überblikswissen benötigt. Überbliks-wissen bedeutet hierbei, dass der Agent in seiner Raumrepräsentation alle bekanntenOrte in einen räumlihen Bezug setzt (in das gleihe Koordinatensystem). Diese Reprä-sentation ermögliht es, eine Abkürzung über einen noh niht erkundeten Bereih zunehmen.2.1.1.3 Subsumptionsarhitektur vs. �exible VerhaltensauswahlZur Lösung einer Navigationsaufgabe können mehrere lokale Navigationsstrategien ge-nutzt werden. Durh die Kombination von Navigationsstrategien können so Fehlerquellender einzelnen Strategien durh die anderen ausgeglihen werden. Ein Beispiel aus demTierreih stellt die Wüstenameise Cataglyphis fortis dar, die durh die Kombination vonWegintegration und visuellem Homing ihren Fangbereih vergröÿert. Als erstes folgt die-se Ameise ihrer Wegintegration. Wenn der Wegintegrationsvektor abgelaufen ist und derZielpunkt noh niht erreiht wurde, wird versuht das Ziel über ein visuelles Homing zuerreihen. Misslingt auh dies, benutzt die Ameise eine spezielle Suhstrategie um ihrenZielpunkt wieder zu �nden [23℄.Die Integration der Navigationsstrategien erfolgt bei autonomen mobilen Robotern überein Kontrollsystem. Das Kontrollsystem muss dabei in der Lage sein untershiedlihesensorishe Informationen auszuwerten und die entsprehende Verhaltensweise auszuwäh-len. Allgemein werden diese komplexen Systeme, die auh ein mobiler Roboter darstellt,modular aufgebaut. Als ein Modul fasst man dabei eine Teilverarbeitung auf, die auhisoliert betrahtet und verstanden werden kann. Bei der Integration dieser Module kannman zwishen zwei Ansätzen untersheiden: der horizontalen Modularisierung a.) und dervertikalen Modularisierung b.), die in Abbildung 2.1 dargestellt ist [4℄.
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b.)Abbildung 2.1: Modularisierung [4℄ a.) zeigt die shematishe Darstellung der horizontalenModularisierung. In b.) wird eine vertikale Modularisierung dargestellt (Bsp.: Subsumptionsarhitektur)Die Subsumptionsarhitektur stellt eine vertikale Modularisierung dar [4℄. Bei dieser Ar-hitektur werden die einzelnen Module in Form einer Falluntersheidung miteinanderverknüpft, beispielsweise: �Wenn ein Hindernis detektiert wird, dann wird die Hindernis-vermeidung aktiv, wenn niht, aktiviere die Wegintegration�. Die Fallabfrage ist dabeihierarhish aufgebaut, so dass �wihtige� Aufgaben, zum Beispiel die Hindernisvermei-dung eine höhere Priorität habe. Durh diese Fallabfrage kann man ein sehr robustes Kon-trollsystem aufbauen, das auh mit den untershiedlihsten Situationen zureht kommt.In dieser Diplomarbeit wird ein Ansatz vorgestellt, der die diskrete Falluntersheidungder Subsumptionsarhitektur durh eine kontinuierlihe Integration ersetzt. Die kontinu-ierlihe Integration der Navigationsstrategien soll dabei vom Agenten selbständig gelerntwerden. Hierzu wird ein Reinforement Learning Ansatz verwendet. Der Agent soll nunlernen, die gegebenen Navigationsstrategien, das visuelle Homing, die Wegintegration unddie Hindernisvermeidung, bezogen auf die jeweilige Situation untershiedlih zu gewih-ten und so die Strategien zu integrieren. Hierzu sollen im folgenden Kapitel zunähst dieGrundlagen des Lernens und insbesondere des Reinforement Learning erläutert werden,sowohl aus biologish/psyhologisher Sihtweise, als auh vom informatishen Ansatzher.



KAPITEL 2. GRUNDLAGEN 92.2 LernenDas Forshungsgebiet Lernen als Gegenstand der Psyhologie entwikelte sih vor unge-fähr 120 Jahren. Sowohl aus dem Bereih der Philosophie als auh aus der Biologie kamenhierbei Anstöÿe. Gerade die Bewegungen der Empiriker und der Rationalisten aus demsiebzehnten und ahtzehnten Jahrhundert und die Entwiklung der Evolutionstheorie imneunzehnten Jahrhundert begründeten das Forshungsinteresse am Thema Lernen. Einerder zentralen Punkte war dabei die Frage, ob ein Verhalten �angeboren oder gelernt�(�nature-nurture�) ist, das heiÿt: Wieviel wird durh unsere Natur festgelegt und wievielist anerzogen durh unsere Gesellshaft? Viele Philosophen wie zum Beispiel Rousseauoder Candland beshäftigten sih mit dieser Fragestellung. Aus dieser Gedankenwelt kri-stallisierte sih die Epistemologie heraus, die Frage nah dem Wissenserwerb. Dies stelltnoh heute in einem weitergefassten Rahmen den zentralen Punkt des Thema Lernensdar [21℄. Erlangen wir unser Wissen nun durh logishe Shlussfolgerungen, wie es shonDesartes vorgeshlagen hat (Rationalismus) oder erlangen wir es über Erfahrungen, sodass wir eine Kausalität zwishen Ereignissen erlernen (Empiriker), wie es beispielsweiseLoke postuliert hat? Diese philosophishe Fragestellung beein�usste die frühe psyho-logishe Forshung stark und spiegelt sih beispielsweise deutlih bei den Experimentenvon Iwan R. Pavlov oder auh Edward L. Thorndike wieder [21℄.Biologish betrahtet, brahte Darwin eine entsheidende Wende. In seinem Werk �On theOrigin of Speies� aus dem Jahre 1859 präsentierte er eine Theorie über die Evolution,die beshrieb, dass Organismen über Generationen hinweg besser an ihre Umgebung ad-aptieren. Er war einer der Ersten, der betonte, dass es Untershiede zwishen Individueneiner Generation gab. Manhe dieser Untershiede führten zu besseren Überlebens- undFortp�anzungshanen, was über Generationen hinweg zu einer Spezialisierung führte.Die Fähigkeit zu Lernen wird zu einer solhen Spezialisierung gezählt, und viele Psyho-logen vertreten die Meinung, dass Lernen eine Adaption an die Umgebung bedeutet [21℄.In der heutigen Zeit beshäftigen sih die untershiedlihsten Disziplinen mit dem ThemaLernen. Hierunter fallen niht nur die Psyhologie und die Biologie, sondern auh andereBereihe wie die Informatik. In der Informatik beshäftigen sih Bereihe wie zum Bei-spiel künstlihe Intelligenz und mashinelles Lernen stark mit abstrakteren Formen desLernens. Über Bereihe wie Neuroinformatik wird die Zusammenarbeit mit den Kogniti-onswissenshaften auf der biologish-psyhologishen Seite immer stärker.So breit wie die Interessensfelder beim Thema Lernen gestreut sind, so untershiedlihsind auh die möglihen De�nitionen von Lernen. So spriht ein Kognitionswissenshaft-ler von Lernen als dem Erwerb von Wissen. Psyhologish betrahtet spriht man vonLernen als einer relativen Verhaltensänderung oder Veränderung des Verhaltensrepertoirsals basierend auf Erfahrung. In der Biologie ist Lernen allgemein gesehen als Adaptationan die Umgebung/Reiz de�niert [21℄. Die Diskussion über die De�nition von Lernen kannman je nah Bereih des Forshungsinteresses noh ausführliher behandeln. Aus diesemGrund möhte ih im Folgenden einen kurzen Abriss über die Teilbereihe wie Konditio-nierung geben und im Besonderen auf das Reinforement Learning eingehen.



KAPITEL 2. GRUNDLAGEN 102.2.1 Biologishe/psyhologishe SihtweiseDie Forshung im Bereih Lernen versuht die fundamentalen Prozesse des Lernens zuergründen. Hierbei steht im Vordergrund aufzuklären welhe Kausalität zwishen denShlüsselvariablen besteht. Bei den klassishen Versuhen werden aus diesem Grunde alleVariablen bis auf eine kontrolliert, um so die Ein�ussnahme dieser einen zu untersuhen-den Variable zu erforshen.Die Forshungsbereihe spalten sih dabei auf in Verhaltensforshung, Kognitionswis-senshaft und neuropsyhologishe Forshung, die aus Teilbereihen von Disziplinen wieNeurologie und Neurophysiologie zusammengesetzt sind.Lernen lässt sih in zwei Hauptgruppen unterteilen, niht-assoziatives Lernen und asso-ziatives Lernen [6℄. Unter einfahem, niht-assoziativem Lernen versteht man eine Ge-wöhnung an einen wiederholten, gleihartigen Reiz. Kommt es zu einer Abnahme derReaktion auf diesen shwahen Reiz spriht man von einer Habituation. Durh starkeund bedeutungsvolle Reize kann die Habituation rükgängig gemaht werden (Dishabi-tuation). Im Falle einer verstärkten Reaktion und höheren Reizemp�ndung auf einenstarken und bedeutungsvollen Reiz handelt es sih um eine Sensitisierung. Am Beispielder Meeresshneke Aplysia alifornia sind die zellulären Grundlagen der Habituati-on, Dishabituation und Sensitisierung weitgehend aufgeklärt worden. Habituation undSensitisierung werden als niht-assoziative Lernformen bezeihnet, weil keine neuen Be-deutungsverknüpfungen zwishen vershiedenen Reizen oder Reizen und Reaktionen ent-stehen, sondern existierende Verknüpfungen ihre Wirkung vorübergehend verlieren oderverstärken [6℄.Wenn man von assoziativem Lernen spriht, versteht man darunter beispielsweise die Kon-ditionierung eines Tieres auf einen Reiz. Man untersheidet dabei zwishen der klassishen(Pavlov�shen) Konditionierung und der operanten (instrumentellen) Konditionierung [6℄.Bei der klassishen Konditionierung wird ein �neutraler� Stimulus (CS = onditioned sti-mulus) mit einem bedeutungsvollen Stimulus (US = unonditioned stimulus) gepaart.Der US dient dabei als Belohnung oder Bestrafung. Nah der Konditionierung wird zwi-shen dem CS und dem US eine neue Beziehung assoziiert. Das klassishe Beispiel hierfürist der Pavlov�she Hund, der auf einen Ton konditioniert wurde. Ein hungriger Hundreagiert mit Speihel�uss (unkonditionierte Reaktion, UR), wenn man ihm Fleishpulverin den Mund bläst (unkonditionierter Stimulus, US). Wird mehrmals der US kurz nahdem Erklingen eines Tones gegeben (zu konditionierender Stimulus, CS), dann löst späterder CS alleine den Speihel�uss aus [6℄.Die operante oder instrumentelle Konditionierung setzt im Untershied zur klassishenKonditionierung eine aktive Beteiligung des Tieres voraus. Im Englishen wird diese Formdes Lernens auh als Reinforement Learning bezeihnet. Entsheidend dabei ist, dassdie Aktion eines Tieres zu einem Ergebnis führt. Das Ergebnis sollte für das Tier einangestrebtes Ziel darstellen und erhält damit eine Bewertung. Das Tier lernt dabei dieBeziehung zwishen der eigenen Aktion, Bewertung und die darauf hinweisenden Stimu-li. Da die grundlegenden Konzepte des informatishen Reinforement Learnings aus derPsyhologie stammen, werden die psyhologishen Grundlagen im folgenden Kapitel aus-führliher erläutert [6℄.



KAPITEL 2. GRUNDLAGEN 11Höhere Formen assoziativen Lernens haben gemeinsam, dass die Antriebe und bewer-tenden Ergebnisse niht äuÿere Stimuli, sondern innere Zustände sind, wie beispielsweiseErwartungen und Neugier. Hierunter fallen Formen des Lernens wie Orientierungslernen,beobahtendes Lernen und spielendes Lernen. In einer neuen Umgebung zeigen Tiere sehrhäu�g ein Erkundungsverhalten, durh das sie lernen sih besser zu orientieren und ziel-siher zu einem Ausgangspunkt zurükzukehren, was auh als Homing bezeihnet wird.Beim beobahtenden Lernen und beim Nahahmungslernen, das vor allem bei Primatenhoh entwikelt ist, wird durh die gerihtete Aufmerksamkeit auf die Tätigkeit einesanderen Tieres ein Verhalten gelernt. Ähnlih verhält es sih auh beim spielerishen Ler-nen, das bei Primaten von besonderer Bedeutung für die Entwiklung sozialen Verhaltensist. Häu�g manifestiert sih die Sozialkompetenz, gelernt durh das Spiel im Kindesalter,später im adulten Alter [6℄.Auf der obersten Ebene - kognitiv gesehen - lassen sih einsihtiges Lernen, bewuÿt-werdendes und sprahabhängiges Lernen einordnen. Einsihtiges Lernen ist bislang nurbei Primaten nahgewiesen. Darunter versteht man, dass das Tier in der Lage ist eineshwierige Aufgabe, zum Beispiel eine hoh hängende Banane, niht durh Ausprobieren,sondern durh �Nahdenken� zu lösen, indem es beispielsweise Stühle aufeinander stelltoder Rohre zusammenstekt [6℄.Bewuÿtwerdendes und sprahabhängiges Lernen sind harakteristish für den Menshen.Man spriht hierbei von der Bewuÿtwerdung von Lerninhalten, so dass dieses Wissen ineinem anderen Kontext wieder angewendet werden kann. Lerninhalte können auh überdie Sprahe vermittelt werden [6℄.Natürlih stellt diese kurze Einordnung nur einen sehr knappen Abriss dar, was Ler-nen bedeutet und in welhe Bereihe es einzuordnen ist. Das folgende Kapitel beshäf-tigt sih ausführlih mit dem Gebiet des Reinforement Learnings (RL) und führt diepsyhologishen Hintergründe dieses Bereihes ein. Später werden diese Grundlagen iminformatishen Kontext wieder aufgegri�en und für mashinelles Lernen genutzt.2.2.1.1 Reinforement Learning - in der PsyhologieMan versteht unter Reinforement Learning oder auh instrumentellem Lernen das Ler-nen einer Verbindung von Verhalten und seiner Konsequenz. Geshihtlih gesehen, be-deutete die Entdekung dieser Form von Lernen einen Umstoÿ der vorhergehenden For-shung [21℄. Bislang nahm man an, dass nur bereits bestehende Verhaltensweisen oderRe�exe mit einem zusätzlihen Reiz konditioniert werden können, wie beispielsweise imExperiment von Pavlov. Eines der ältesten und bekanntesten Experiment zu diesem The-ma, von Thorndike Anfang des 20 Jahrhundert entworfen, zeigte jedoh, dass auh neueVerhaltensweisen gelernt werden können.In dem Experiment von Thorndike wurde eine Katze in eine hölzerne Kiste gesetzt, derenTür nur mit einem verstekten �Tip�-Mehanismus geö�net werden konnte. Diese Kistewird auh �Puzzle-Box� genannt. In dem Versuh wird die Katze in diese Kiste gesetzt,und kann immer dann �iehen, wenn sie den Hebel zur Ö�nung der Tür in Bewegunggesetzt hat. Während des Versuhes wurde die Zeit genommen, bis die Katze ge�ohen



KAPITEL 2. GRUNDLAGEN 12war. Nah jedem Durhlauf wurde die Katze wieder in die Kiste gesetzt. Man sollte dabeihervorheben, dass Thorndike ganz gezielt ein Verhalten ausgewählt hat, dass niht zumnatürlihen Verhaltensrepertoire einer Katze gehört.Nahdem die Katze am Anfang an den Wänden der Kiste kratzte und versuhte die Kisteirgendwie zu verlassen, berührte sie durh Zufall den Hebel und die Tür ö�nete sih. Ausdiesem Grunde wird diese Form auh als�Trial and Error�- Lernen bezeihnet. Nah einergewissen Zeit wurde dieses Verhalten immer häu�ger von der Katze gezeigt und wurdestereotyp.Thorndike untersuhte die Lernkurven der Katze nah mehren Durhläufen dieses Ver-suhes und stellte dabei fest, dass die Katze niht wie vorher angenommen einen �Aha�-Moment erlebte und dann das gewünshte Verhalten (Hebel drüken) ausübte, sondernüber �Trial and Error� den Hebel berührte und durh die gelungene Fluht (Belohnung)dieses Verhalten immer häu�ger zeigte [21℄. Er erklärte dieses Verhalten über - wie eres nannte - das �law of e�et�. Hierunter verstand er, dass untershiedlihe Verhalten,die in einer bestimmten Situation ausgeübt werden, häu�ger auftreten, wenn nah derAusübung dieser Verhalten eine Belohnung/positive Bewertung erfolgt. Je gröÿer dieBelohnung, desto stärker ist die Verbindung zur jeweiligen Aktion in einer bestimmtenSituation. Das �law of e�et� gehört zu den grundlegenden Prinzipien des ReinforementLearnings. Die Prinzipien lassen sih wie folgt zusammenfassen: Ein Verhalten in seinerAusprägung, Auftreten und Wahrsheinlihkeit des Auftretens lässt sih verändern durhdie Konsequenz des Verhaltens [21℄.B.F. Skinner setzte diese Forshung 1938 fort und entwikelte Tehniken um die Grund-lagen des Reinforement Learnings aufzuklären. Am berühmtesten ist wohl die von ihmentwikelte �Skinner-Box�, in der er Tiere wie zum Beispiel Ratten und Tauben kondi-tionierte. Dieser Aufbau erlaubt es, Konditionierungsexperimente sehr genau zu kontrol-lieren und zu überwahen. Häu�g wurden in dieser Box �bar press-to-food� Experimentedurhgeführt, in denen das Versuhstier einen Hebel bewegte und daraufhin Futter be-kam. Nah einer gewissen Zeit zeigt das Tier dieses Hebel-Drük- Verhalten häu�ger. Manspriht hierbei von positivem Reinforement Learning oder auh Belohnungstraining.Skinner legte die Grundlage für die theoretishe Formulierung von Reinforement Lear-ning. Er postulierte, dass man das Reinforement Learning als eine Funktion zwishen derHäu�gkeit der Antwort (ein bestimmtes Verhalten) und der Höhe der Belohnung (positi-ves Reinforement) oder seiner Verzögerung oder seines Ablaufs ansehen kann [21℄. Bevornun die wihtigsten Parameter des Reinforement Learnings eingeführt werden, sollteman die Belohnung oder auh das positive Reinforement Signal genauer de�nieren. Einepositive Bestärkung (Reinforement) liegt dann vor, wenn zwishen der Verhaltensant-wort und der Präsentation der Bestärkung eine höhere Auftretenswahrsheinlihkeit vor-liegt. Man sollte sih dabei vor Augen führen, dass eine Belohnung niht unbedingt et-was materielles wie beispielsweise Futter sein muss, sondern dass auh ein Verhalten einpositives Reinforement Signal darstellen kann. Diesen speziellen Fall nennt man auhsoziales Reinforement. Es ist bei sehr vielen sozialen Verhaltensweisen der grundlegendeLernmehnanismus. Auh bei uns Menshen werden bestimmte Verhaltensweisen von derGesellshaft bevorzugt und dadurh mit mehr Aufmerksamkeit, Liebe oder Anerkennung



KAPITEL 2. GRUNDLAGEN 13belohnt.Die wihtigsten Parameter beim Reinforement Learning sind Stärke der Belohnung, dieMotivation des Lernenden und in welher Zeitrelation zum Verhalten die Belohnung gege-ben wurde. Die Stärke und die Qualität der Belohnung stehen natürlih in einem starkenZusammenhang mit der Motivation des Tieres. Wenn zum Beispiel eine Ratte ihren Wegin einem Labyrinth zum Ausgang �nden soll, so wurde gezeigt, dass sie shneller am Zielist, wenn ihr das dargebotene Futter zusagt und sie zudem hungrig ist. Die wihtigsteVariable bei dieser Form von Lernen ist jedoh der zeitlihe Ablauf. Die besten Lerner-gebnisse erzielt man, wenn der Reward immer genau nah dem zu lernenden Verhaltengegeben wird. Sobald die Belohnung mit einer Verspätung gegeben wird oder regelmäÿignah dem erwünshten Verhalten erfolgt, sinkt die Häu�gkeit des gewünshten Verhal-tensmusters.Wie bestärkt eine Belohnung das Lernen? Wenn man beahtet, wie untershiedlih dieBelohnungen hierbei sein können, fällt die Erklärung niht leiht. Ob es nun Futter beiTieren, das Spielzeug bei Kindern oder bei Erwahsenen soziale Anerkennung ist, allediese Dinge können als Belohnung im Reinforement Learning eingesetzt werden. Aberworin besteht ihre Gemeinsamkeit? Thorndike meinte dazu, dass als Reinforer alles ein-gesetzt werden kann, was den Lernenden in einen �zufriedenen� Zustand versetzt. Skinnerbrahte eine noh allgemeinere Erklärung und postulierte, dass all das, was die Häu�gkeitdes Verhaltens erhöht, einen Reinforer darstellt.Zudem sollte man sih vor Augen führen, dass niht alles durh instrumentelles Lernengelernt werden kann. Zum Beispiel konnte gezeigt werden, dass man zwar einem Hamsterbeibringen kann einen Hebel zu drüken, um an Futter zu gelangen, aber es konnte nihtkonditioniert werden, dass das Tier sih öfter das Gesiht wäsht [21℄.Es gibt mehrere Theorien, die versuhen dieses Form von Lernen zu erklären. Die gröÿtenUntershiede bei diesen Theorien �ndet man in der Kategorisierung der Belohnung ansih. Ob nun die Belohnung als reiner Stimulus gesehen wird, wie beispielsweise Futteroder Spielzeug, oder als eine Aktivität eingestuft wird, wie das Konsumieren oder Spielen,oder wiederum als eine Information, durh die man sein Verhalten einshätzen kann, wares gut oder shleht, was man gemaht hat. Bis heute konnte keine Theorie bewiesen wer-den. Zudem konnte Tolman zeigen, dass auh ohne Belohnung die Ratten das Labyrinthdurh Erkundung lernten.Es sei noh erwähnt, dass in diesem Kapitel niht auf negatives Reinforement Learningeingegangen wurde. Allerdings sind die grundlegenden Theorie für beide Lernmethodengleih, nur dass bei negativem Reinforement Learning dieses Verhalten nah einer be-stimmten Zeit vermieden wird.2.2.2 Mashinelles LernenIm Allgemeinen spriht man von mashinellem Lernen, wenn man anhand von Beispiel-daten oder Erfahrungen die Leistung des Rehners (Programms) optimiert [1℄. Dies istimmer dann von Vorteil, wenn zwar Beispiele oder Erfahrungen existieren, aber nihtgenau beshrieben werden kann, wie ein Problem zu lösen ist. Ein Beispiel hierfür istdie Spraherkennung. Wir alle verstehen gesprohene Sprahe unabhängig davon wer die-



KAPITEL 2. GRUNDLAGEN 14se Wörter gesprohen hat, wie shnell er sie gesprohen hat oder wie alt der Spreherwar. Dennoh können wir niht erklären, wie genau dieser Prozess des Verstehens abläuftund wie man ein Programm entwikeln könnte, das ebenfalls diese Fähigkeit besitzt. Einweiterer Grund für mashinelles Lernen ist, dass das Programm oder der Roboter �exi-bel auf Änderungen seiner Umgebungen reagieren sollte, das bedeutet, ein System solltesih an veränderte Umstände anpassen können. Das Ziel bei mashinellem Lernen istes, ein Modell mit Hilfe von Beispieldaten oder Erfahrungen zu entwikeln, das in derLage ist auh unbekannte Daten oder Erfahrungen rihtig zu bearbeiten oder in einerneuen Situation adäquat zu handeln. Abstrahiert betrahtet, wird das Wissen, das manaus der Welt erlangt hat, durh die erhaltenen Modelle dargestellt. Mashinelles Lernenist aus untershiedlihen Disziplinen zusammengesetzt. Zu diesen Disziplinen gehörenbeispielsweise Mustererkennung, künstlihe Intelligenz, Neuronale Netzwerke, Signalver-arbeitung und Data Mining. Grundlegend für all diese Disziplinen ist die statistisheAnalyse der gegebenen Daten [1℄. Prinzipiell kann man mashinelles Lernen in drei Ler-nansätze aufteilen: überwahtes Lernen, unüberwahtes Lernen und bestärkendes Lernen(Reinforement Learning). Bei überwahtem Lernen ist immer eine Menge von Eingabe-daten gegeben und zu diesen auh eine entsprehende Ausgabe. Die Ausgabe kann beieiner Interpolation einer Funktion beispielsweise ihr Funktionswert sein, es kann aberauh eine Klassenzuweisung sein. In einer Klassi�zierungsaufgabe soll über mashinellesLernen eine Regel gefunden werden, die vershiedene Klassen untersheiden kann. DieseRegel oder die Menge an gefundenen Regeln wird Diskriminante genannt. Durh sie solles möglih sein auh Daten, die niht zur Extrahierung der Regel genutzt wurden ihrenGruppen nah rihtig einzuteilen. Bei einer Regression versuht man eine Funktion zu�nden, die die gegebenen Datenpunkte möglihst genau beshreibt und darüber hinausin der Lage ist Funktionswerte an neuen Orten vorauszusagen.Im Gegensatz dazu steht das unüberwahte Lernen, bei dem zwar eine Menge von Einga-bedaten bereitsteht, zu denen jedoh keine Ausgaben vorliegen. Das Ziel ist hierbei eineRegelmäÿigkeit, Ähnlihkeit oder ein Muster in den Daten zu entdeken [1℄. Ein Beispielhierfür wäre ein Clusteralgorithmus, der die Eingabemenge in Gruppen aufteilt.Beim Reinforement Learning liegt eine Menge von Eingaben vor, wobei zu diesen nihtwie bei überwahtem Lernen ein exakter Ausgabewert existiert, sondern nur die Ein-ordnung, ob das, was beispielsweise der Roboter gemaht hat, gut oder shleht war. Indiesem Bereih ist die Eingabemenge meist eine Sequenz von Aktionen und der Robotererhält am Ende eines Durhlaufes eine Bewertung, ob sein gezeigtes Verhalten gut odershleht war. Durh dieses Verfahren soll der Roboter sein Wissen durh Erfahrungen mitseiner Umgebung erlangen [1℄. Auf Reinforement Learning wird im folgenden Abshnittnoh ausführlih eingegangen.Viele Ideen und Grundlagen für des mashinelle Lernen entstammen Modellen aus derPsyhologie oder haben ihr Vorbild in den Neurowissenshaften, beispielsweise das Re-inforement Learning oder die Neuronalen Netzwerke. Niht alle Methoden haben ihrVorbild in der Biologie oder Psyhologie oder versuhen gar die Grundlage des Lernensauf diese Weise zu erforshen. Aber die Erforshung der Grundlagen des Lernens warshon immer ein Antrieb auh im mashinellen Lernen.



KAPITEL 2. GRUNDLAGEN 152.2.2.1 Reinforement Learning - in der Informatik�Es ersheint leihter und viel intuitiver für einen Programmierer zu spezi�zieren was derRoboter tun sollte und ihn die genauen Details (wie) er es tun soll, lieber selbst lernenzu lassen.�[18℄2.Im Gegensatz zum überwahten Lernen muss der �Lehrer� niht alle Aktionen des Ro-boters bewerten und dem Roboter das Eingabe-Ausgabe-Paar zum Lernen vorgeben,sondern den Erfolg einer Sequenz von Aktionen bewerten. Dies ist bei manhen Problem-stellungen wesentlih einfaher. Ein gutes Beispiel hierfür sind Spiele. Bei einem Spiel wieShah ist es sehr shwer einen einzelnen Spielzug zu bewerten, da er im Kontext vonbereits ausgeführten und den noh kommenden Spielzügen steht. Beim ReinforementLearning ist die Bewertung der Sequenz von Aktionen sehr intuitiv, wenn der Roboterdas Spiel gewonnen hat, erhält er eine Belohnung. Ähnlih wie die Katze in der �PuzzleBox� lernt der Roboter über Ausprobieren (�Trial-and-Error Learning�). Jeder erlaubteSpielzug stellt eine Aktion dar. Wenn das Spiel gewonnen wird, erhält der Roboter eineBelohnung. Durh seine Erfahrung lernt der Roboter, welhe Aktionen in welher Situa-tion erfolgreih waren. Hierzu ordnet er jedem Zustands-Aktionspaar einen numerishenWert zu, der angibt, wie gut diese Aktion in diesem Zustand war.Die Idee dahinter ist, wie auh shon in der psyhologishen Sihtweise erläutert, dassVerhalten, die durh eine Belohnung bestärkt werden, häu�ger auftreten. Im Reinfore-ment Learning lernt man eine Entsheidungsstrategie - welhe Aktion in welher Situationerfolgen soll - um die maximale Belohnung zu bekommen.Die nun folgenden Ausführungen über Reinforement Learning orientieren sih stark amBuh �Reinforement Learning� von Sutton und Barto [20℄ ℄. Falls andere Quelle genutztwurden, wird explizit darauf hingewiesen.Um nun diese Grundelemente und -methoden vorstellen zu können, sollen vorweg eini-ge De�nitionen erfolgen. Hierzu wird das allgemeine Reinforement Problem de�niert.Anshlieÿend werden die einzelnen Grundelemente und Methoden erläutert.Reinforement Learning Problem Unter dem Reinforement Learning Problem ver-steht man die Formulierung der Lernaufgabe in einer solhen Form, dass die Aufgabe mitReinforement Learning gelöst werden kann. Hierzu ist es notwendig das Problem so zuformulieren, dass es möglih ist, über Interaktion mit der Umgebung Erfahrungen zusammeln und damit die Lernaufgabe zu lösen.Der Entsheidungstre�ende wird Agent genannt und der Raum seiner ausgeübten Aktio-nen Umgebung. Die Interaktion mit der Umgebung erfolgt über Aktionen, die vom Agen-ten ausgeübt werden. Durh jede Aktion erreiht der Agent einen neuen Zustand. DieUmgebung liefert je nah gewählter Aktion eine Bewertung der Aktion. Diese Belohnungeiner Aktion wird im Folgenden als Returnwert rt bezeihnet. Durh diesen Returnwert
rt wird die erwünshte Lernaufgabe de�niert.Ein Durhlauf erfolgt in diskreten Zeitshritten t = 0, 1, 2, 3.... In jedem Zeitshritt t er-2Aus dem Englishen: �It seems easier and muh more intuitive for the programmer to speify whatthe robot shoud be doing, and to let it learn the �ne details of how to do it�



KAPITEL 2. GRUNDLAGEN 16hält der Agent die Information über den jetzigen Zustand st ∈ S durh die Umgebung,wobei S die Menge der möglihen Zustände ist. Auf Grund dessen übt der Agent eineAktion, at ∈ A(st) aus, wobei A(st) die Menge der möglihen Aktionen in diesem Zustand
st ist. Einen Zeitshritt später erfolgt die Konsequenz der Folgeaktion at, der Returnwert
rt+1 ∈ R für diese Aktion. Der Agent be�ndet sih nun in Zustand st+1. Abbildung 2.2zeigt shematish diesen Ablauf.

Return

Abbildung 2.2: Agent-Umgebung InteraktionIn jedem Zeitshritt muss sih der Agent nun entsheiden, welhe Aktion er im jetzigenZustand ausüben will. Die Auswahl der Aktion ist abhängig von der Entsheidungsstra-tegie π(s, a). πt(s, a) gibt dabei die Wahrsheinlihkeit an die Aktion a zu wählen, wennman in Zustand s ist. Die Strategie ändert sih während der Lernphase und passt sihden Erfahrungen des Agenten an.Die Formulierung des Reinforement Learning Problems ist so abstrakt und �exibel, dassviele Probleme entsprehend beshrieben werden können. Aktionen können je nah Pro-blemstellung einfahe Kontrollaufgaben, wie die Spannung für einen Motorarm, darstellenoder anspruhsvolle Entsheidungen, wie zum Beispiel die Interaktion mehrerer Roboterbeim Roboup. Auh die Wahl, wie ein Zustand dargestellt ist, ist in diesem Rahmen sehr�exibel wählbar. Ob es nun einzelne Sensordaten oder wie im Fall dieser Diplomarbeitdie Auswertung von Navigationsstrategien sind, obliegt dem Entwikler. Allgemein kannman sagen, alles was nützlih sein könnte, kann als Zustand de�niert werden und alles waseine Entsheidung darstellt, kann als Aktion gewählt werden. Für die Anwendung vonReinforement Learning müssen somit drei Informationssignale, die Aktion, der Zustandund die Belohnung de�niert sein, die die Lernaufgabe möglihst gut beshreiben.Grundlegende Elemente des Reinforement Learnings Die Grundelemente desReinforement Learnings sind: die Strategie, die Belohnung, die Rewardfunktion und dieValuefunktion. Für den theoretishen Hintergrund wird zudem die Markov-Eigenshaftvorgestellt. Dabei werden die englishen Fahtermini verwendet, wenn eine adäquateÜbersetzung shwierig ist.Strategie Die Strategie beim Reinforement Learning de�niert das Verhalten desAgenten. Allgemein kann man sagen, dass die Strategie eine Zuordnung darstellt, diebeshreibt welhe Aktion der Agent in welhem Zustand wählen sollte, um eine Belohnungzu erhalten. Korrespondierend mit dem psyhologishen Ansatz wäre die Strategie dieAssoziationsregel zwishen Verhalten und Konsequenz. Die Strategie stellt somit den



KAPITEL 2. GRUNDLAGEN 17Kern des Reinforement Learnings dar, da sie darüber entsheidet ob der Agent dasrihtige Verhalten gelernt hat. Ziel der Lernaufgabe ist es die optimale Strategie π∗ zubestimmen. Beshrieben wird die Strategie mit πt. Sie gibt die Wahrsheinlihkeit an,wie wahrsheinlih es ist im Zeitshritt t und im Zustand st die Aktion at auszuführen,
πt(s, a).Belohnung Beim Reinforement Learning ist es entsheidend, was das Ziel derLernaufgabe darstellt und welhes Verhalten der Agent somit lernen soll. Die einzigeInformation, die der Agent zur Lösung seiner Lernaufgabe erhält, ist die Belohnung.Hierzu liefert die Umgebung in jedem Zeitshritt einen Zahlenwert rt ∈ R, der Returngenannt wird. Der Agent hat nun das Ziel die Summe an Belohnungen über die Zeit zumaximieren.Die Beshreibung des Lernziels durh Belohnung stellt in vielen Fällen eine Vereinfahungdar. Zum Beispiel kann man so das Durhqueren eines Labyrinths leiht als Lernaufgabeformulieren. Immer wenn der Roboter den Ausgang �ndet, erhält er eine Belohnung von
rt = +1. Läuft er gegen eine Mauer erhält er eine Bestrafung von rt = −1 und ansonstenist rt = 0.Allerdings sollte man bei dem Versuh Vorwissen in die Belohnung mit ein�ieÿen zulassen vorsihtig sein. Beim Shah beispielsweise könnte man als geübter Shahspielerbestimmte Zwishenziele de�nieren und diese belohnen. Dies könnte allerdings dazufüh-ren, dass der Agent nur lernt die Zwishenziele zu erreihen, dennoh aber niht gutShah spielt.Rewardfunktion Die Rewardfunktion ordnet jedem Zustands-Aktionspaar einenWert zu, der die erwartete Belohnung dieses Paares beshreibt. Dieser numerishe Wertwird Reward Rt genannt. Das Ziel des Agenten ist nun den über eine Sequenz summiertenReward zu maximieren. Die Rewardfunktion beshreibt somit den Wert eines Zustands-Aktionspaares, bezogen auf die gesamte Sequenz.Die Berehnung des Rewards hängt davon ab, ob die Lernaufgabe in Episoden unterteiltwerden kann, wie beispielsweise beim Shah, oder ob es sih um eine zeitlih unbegrenzteLernaufgabe handelt. Ein Beispiel einer zeitlih unbegrenzten Lernaufgabe ist das Balan-ieren eines Stabes (pole-balaning task). Bei dieser Aufgabe soll ein bewegliher Robotereine auf ihm befestigte Stange balanieren. Diese Aufgabe ist auh dann niht abgeshlos-sen, wenn der Agent die Stange über sih balaniert, da die Stange immer wieder, je nahBewegung des Roboters, instabil werden kann. Somit kann man zwar ein Zeitfenster de-�nieren, wie lange der Agent diese Aufgabe lösen soll, aber man kann niht, wie bei derDurhquerung eines Labyrinths davon sprehen, dass die Aufgabe abgeshlossen ist. Umauh zeitlih unbegrenzte Aufgaben durh die Rewardfunktion zu beshreiben, wird eineweitere Variable eingeführt, die Disounting Rate γ. Somit lässt sih die Rewardfunktionwie folgt beshreiben:

Rt = rt+1 + γrt+2 + γ2rt+3 + · · · =
∞∑

k=0

γkrt+k+1 0 ≤ γ ≤ 1 (2.1)



KAPITEL 2. GRUNDLAGEN 18Dieser Parameter de�niert ob der Agent �kurzsihtig� in die Zukunft shaut, das bedeutet,dass später erhaltene Returns niht in der Beurteilung berüksihtigt werden oder ob derAgent eher weitsihtig auh nahfolgende Returns in seine Bewertung mit aufnimmt.Wirddie Disounting Rate auf eins gesetzt, �ieÿen alle Returns gleih stark in die Berehnungdes Rewards ein. In diesem Fall handelt es sih um einen �normalen� Zeithorizont.Markov-Eigenshaft & Markov-Entsheidungsprozess Für die theoretisheAnalyse des Reinforement Learnings ist die Markov Eigenshaft essentiell. In dieser kur-zen Beshreibung wird hierbei nur der diskrete Fall berüksihtigt. Die Entsheidungsdy-namik im Reinforement Learning besitzt dann die Markov Eigenshaft, wenn gilt, dassin einer gegebenen Umgebung das Erreihen des Zustands st+1 im Zeitshritt t+1 nur vonder Übergangswahrsheinlihkeit Pr des letzten Zustands st mit der gewählten Aktion atabhängt. Die komplette Übergangswahrsheinlihkeit ist de�niert durh:
Pr{st+1 = s′, rt+1 = r|st, at, rt, st−1, at−1 · · · , r1, s0, a0} (2.2)wenn die Markov-Eigenshaft gilt, heiÿt dass:

Pr{st+1 = s′, rt+1 = r|st, at} (2.3)Wenn die Markov Eigenshaft gilt, bedeutet das, dass der nähste Zustand und der näh-ste erwartete Reward nur durh den jetzigen Zustand und die gewählte Aktion bestimmtwird. Das hat zur Konsequenz, dass niht die gesamte Historie benötigt wird, um dennähsten erwarteten Reward vorauszusagen.Gilt die Markov Eigenshaft in einem Entsheidungsprozess kann dieser auh als einMarkov-Entsheidungsprozess verstanden werden. Sind sowohl Zustands- als auh Akti-onsmenge endlih, spriht man von einem endlihen Markov Entsheidungsprozess. Diesist wihtig für die Theorie hinter dem Reinforement Learning. Ein Markov Entshei-dungsprozess ist de�niert durh eine Menge an Zuständen und Aktionen. Bei einem ge-gebenen Zustand s und einer Aktion a, wird die Übergangswahrsheinlihkeit für dennähstmöglihen Zustand wie folgt beshrieben:
Pa

ss′ = Pr{st+1 = s′|st = s, at = a} (2.4)Durh einen Markov Entsheidungsprozess ist niht nur die Übergangswahrsheinlihkeitdes nähsten Zustandes gegeben, sondern es lässt sih auh der Erwartungswert E fürden Reward berehnen:
Ra

ss′ = E{rt+1|st = s, at = a, st+1 = s′} (2.5)Value/Q-Funktion Die Valuefunktion beshreibt den erwarteten Reward eines Zu-standes unter einer gegebenen Entsheidungsstrategie in einer bestimmten Sequenz undstellt somit das erworbene Wissen des Agenten dar. Durh sie bestimmt der Agent dieWahl der nähsten Aktion, so dass die Summe der Rewards maximiert wird. Die Be-rehnung des Values ist im Gegensatz zur Berehnung des Rewards shwierig, da die



KAPITEL 2. GRUNDLAGEN 19Valuefunktion nur über Erfahrungen des Agenten geshätzt werden kann. Nur eine guteShätzung der Valuefunktion führt zu einem Lernerfolg.Die Valuefunktion ist stets über die gelernte Strategie π de�niert und wird wie folgtbeshrieben:
V π(s) = Eπ{Rt|st = s} = Eπ

{
∞∑

k=0

γkrt+k+1|st = s

} (2.6)Hierbei ist Eπ{} der erwartete Rewardwert des Zustands st, der durh die Strategie πgegeben ist. Man bezeihnet somit V π als Zustands-Valuefunktion der Strategie π.Man kann auh diese Funktion für Zustands-Aktionspaare de�nieren. Diese Form derValuefunktion wird Q-Funktion genannt. Auh hier gilt, dass sie für eine Strategie πde�niert ist. Die Q-Funktion ist de�niert als:
Qπ(s, a) = Eπ{Rt|st = s, at = a} = Eπ

{
∞∑

k=0

γkrt+k+1|st = s, at = a

} (2.7)
Qπ wird auh als Aktions-Valuefunktion der Strategie π bezeihnet.
V π oder Qπ, werden über Erfahrungen des Agenten mit seiner Umgebung abgeshätzt. ZurBestimmung der Value/Q-Funktion können untershiedlihe Methoden wie Monte-Carlooder dynamishes Programmieren benutzt werden. Diese Methoden werden im folgendenAbshnitt vorgestellt.Die Lernaufgabe ist gelöst, wenn man eine Strategie gefunden hat, die den maximalenReward liefert. Mit Hilfe von V π(s) lassen sih alle möglihen Strategien π durh ihreAbshätzung des maximalen Rewards ordnen, da gilt, dass eine Strategie π nur dannbesser ist als π′ wenn und nur wenn V π(s) ≤ V π′

(s)∀s ∈ S ist. Die optimale Strategiewird als π∗ bezeihnet, somit ist die optimale Zustands-Valuefunktion V ∗ folgendermaÿende�niert:
V ∗(s) = max

π
V π(s) (2.8)Entsprehend hierzu ist auh die optimale Aktions-Valuefunktion de�niert:

Q∗(s, a) = max
π

Qπ(s, a) (2.9)Über die Bellmann-Optimalitätsgleihung kann man beweisen, dass die optimale Strate-gie über iteratives Verbessern der Valuefunktion gefunden werden kann. Die Bellmann-Optimalitätsgleihung besagt, kurz formuliert, dass eine optimale Lösung aus optimalenTeillösungen zusammengesetzt werden kann. Dieser Optimalitätsbeweis ist für die theore-tishe Analyse der Reinforement Learning-Verfahren unabdingbar. Für die genaue Aus-führung dieses Beweises wird auf das Buh �Reinforement Learning� von R. Sutton undA. Barto [20℄ verwiesen.



KAPITEL 2. GRUNDLAGEN 20Lösungsmethoden Um das Reinforement Learning-Problem zu lösen können dreigrundlegende Methoden verwendet werden: das dynamishe Programmieren (DP), dieMonte Carlo-Methode (MC-Methode) und das Temporal-Di�erene Learning (TD(λ)-Learning). Diese drei Methoden sollen im Folgenden kurz beshrieben und ihre Vor- undNahteile herausgearbeitet werden.Dynamishes Programmieren Voraussetzung für die Anwendung von Dynami-shem Programmieren ist die Markov-Eigenshaft der Umgebung. Für die theoretisheAnalyse waren und sind die DP-Algorithmen sehr wihtig. Allerdings ist die praktisheAnwendung auf Grund ihres hohen Rehen- und Speiheraufwands sehr shwierig.Die Grundidee bei allen DP-Ansätzen ist, dass man durh die Valuefunktion die Suhenah der optimalen Strategie organisiert. Alle DP-Ansätze basieren auf der Bellmann-Optimalitätsgleihung. Ein grundlegender Algorithmus ist hierbei die Strategie Evalua-tion (E), mit der man iterativ die Valuefunktion für eine gegebene Strategie berehnenkann:
Vk+1(s) = Eπ{rt+1 + γVk(st+1|st = s)} (2.10)(2.11)Durh diese iterative Formel ist es möglih die Valuefunktion für diese Strategie anzunä-hern. Hierbei ist V0 frei wählbar.

V0 → V1 → V2 · · · → Vk → Vk+1 → · · ·V π (2.12)Für k → ∞ kann gezeigt werden, dass die Funktion gegen V π konvergiert. Wenn mannun die Valuefunktion V π für eine gegebene Strategie π berehnet hat, stellt sih dieFrage, ob es noh eine bessere Strategie π′ gibt. Um dies zu berehnen, wendet man dieStrategie Überprüfung (I) an. Hierbei wird überprüft, ob es in einem gegebenen Zustandbesser ist, eine andere Aktion zu wählen. Um nun die verbesserte Strategie π′ zu �nden,überprüft man für jeden Zustand s, ob es eine bessere Aktion gibt:
π′(s) = arg max

a
Qπ(s, a) (2.13)(2.14)Werden nun Strategie Evaluation und Strategie Überprüfung hintereinander ausgeführt,spriht man von der allgemeinen Strategie Iteration (engl: Generalized Poliy Iteration= GPI). Hierbei erfolgt zunähst die Auswertung der gegebenen Strategie π, woraufhinüberprüft wird, ob es eine bessere Strategie π′ gibt. Wenn dies der Fall ist, wird mit derneuen Strategie weiter gerehnet.

π0
E→ V π0

I→ π1
E→ V π1

I→ π2
E→ · · · π∗ E→ V ∗ (2.15)
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V

Evaluation (E)

Überprüfung (I)

pi

pi* V*Abbildung 2.3: Shematisher Ablauf der Strategie IterationAbbildung 2.3 zeigt den shematishen Ablauf der Strategie Iteration.Das Problem bei DP ist, dass die Berehnung der optimalen Strategie polynominal mitAnzahl der Zustände zunimmt und somit für groÿe Zustandsräume auf Grund der ho-hen Rehenzeit und des groÿen Speiheraufwands niht genutzt werden kann. Ein wei-terer groÿer Nahteil ist, dass diese Methode darauf basiert, dass man einen perfektenMarkov-Entsheidungsprozess vorliegen hat, da durh das iterative Verfahren immer dieShätzung des k-ten Shrittes von der Shätzung des k − 1-ten Shrittes abhängt. Wirdnun in einem Iterationsshritt der Wert ungenau geshätzt, summiert sih dieser Fehlerauf. Dies ist oft der Fall wenn kein Markov-Entsheidungsprozess vorliegt.Monte Carlo-Methode Im Untershied zum Dynamishen Programmieren, erfor-dert die Monte Carlo-Methode kein Wissen über die Dynamik der Umgebung. Die MonteCarlo-Methode benötigt nur Erfahrungen, die der Agent bislang gesammelt hat. Die Lö-sung des Reinforement Learning-Problems basiert nun auf der Mittelung der gesammel-ten Returns. Um siher zu stellen, dass die erhaltenen Returns auh wohl de�niert sind,ist die Monte Carlo-Methode nur für episodishe Aufgaben de�niert.Ähnlih wie beim Dynamishen Programmieren erfolgt auh bei dieser Methode zuerstdie Strategie Evaluation. Die Grundidee bei dieser Methode ist nun, die Valuefunktionüber die Erfahrungen abzushätzen, was in diesem Falle bedeutet, die einzelnen Returnsin einem Zustand zu mitteln. Je häu�ger dieser Zustand besuht wurde, desto genauerbeshreibt das gemittelte Ergebnis den Wert der Valuefunktion für diesen Zustand.Es gibt zwei Ansätze die Returns zu mitteln. Der erste wird �Every-Visit MC� genannt.Bei diesem Ansatz werden alle Returns, die einem Zustand zugeordnet sind, gemittelt. Bei�First-visit MC� werden nur die Returns für die Mittelung benutzt, die erhalten wurden,als der Zustand in einer Episode das erste Mal besuht wurde. Für beide Ansätze kanngezeigt werden, dass sie asymptotish gegen den Mittelwert konvergieren. Im Gegensatzzum DP ist hier die Shätzung der erwarteten Returns für ein Zustand unabhängig vonden Shätzungen der anderen Zustände. Dies stellt einen groÿen Vorteil gegenüber demDP dar, da hierfür die Markov-Eigenshaft niht notwendig ist.Bei der MC-Methode ist das Ziel die Abshätzung der Q-Funktion. Hierdurh kann wie-derum, wie auh beim DP, das Prinzip der allgemeinen Strategie Iteration (GPI) verwen-



KAPITEL 2. GRUNDLAGEN 22det werden. Ähnlih wie beim DP ergibt sih daraus das Wehselspiel zwishen StrategieEvaluation - und Überprüfung :
π0

E→ Qπ0
I→ π1

E→ Qπ1
I→ π2

E→ · · ·π∗ E→ Q∗ (2.16)Bei der Strategie Überprüfung wird für jeden Zustand die Aktion gewählt, die den Wertder Q-Funktion maximiert (�greedy-poliy�):
π(s) = arg max

a
Q(s, a) (2.17)Temporal-Di�erene Learning Temporal-Di�erene Learning (TD-Learning) stellteine neuere Entwiklung des Reinforement Learnings dar. Es beinhaltet Ideen sowohl ausdem Dynamishen Programmieren als auh von der Monte Carlo-Methode. Wie bei MClernt diese Methode nur aufgrund von Erfahrungen. Allerdings werden, wie beim DP, dieShätzungen über die Valuefunktion über einen Lernvorgang berehnet und niht wie beiMC durh eine Mittelung der Returnwerte.Wie bei MC und DP steht auh hier das Zusammenspiel zwishen Strategie Evaluationund Überprüfung im Vordergrund. Bei der Strategie Evaluation wird ähnlih wie bei MCdie benötigte Information aus den gewonnenen Erfahrungen des Agenten extrahiert. Aller-dings muss niht wie bei MC die Episode abgewartet werden bevor man den Durhgangauswerten kann, sondern die Auswertung im nähsten Zeitshritt. Bei der einfahstenForm von TD Learning, auh TD(0) Learning genannt, wird die Auswertung wie folgtberehnet:

V (st) = V (st) + α[rt+1 + γV (st+1) − V (st)] (2.18)Dadurh hat dieses Verfahren den Vorteil, dass es niht eine Episode abspeihern muÿ,sondern shon während des Lernens die Erfahrung auswerten kann. Auh hier konntegezeigt werden, dass dieses Vorgehen gegen die Valuefunktion konvergiert. Die Konver-genzgeshwindigkeit ist dabei von der Wahl des Lernshrittes α abhängig.Ein bekannter Algorithmus für das online Lernen der Q-Funktion wird Sarsa genannt.Der Name stammt von dem benötigten Quintupel, das für das Update der Q-Funktionnötig ist, (st, at, rt+1, st+1, at+1). Die Q-Funktion wird folgendermaÿen berehnet:
Q(st, at) = Q(st, at) + α[rt+1 + γQ(st+1, at+1) − Q(st, at)] (2.19)Ein anderes bekanntes o�ine Verfahren wird Q-Learning genannt. Hierbei wird die Q-Funktion wie folgt berehnet:

Q(st, at) = Q(st, at) + α[rt+1 + γ max
a

Q(st+1, at+1) − Q(st, at)] (2.20)Nah Berehnung der Q-Funktion, erfolgt die Überprüfung der Strategie. Beim Temporal-Di�erene Learning wird hierbei der TD-Fehler zur Formalisierung der Lernregel verwen-det:
δt = rt+1 + γQ(st+1, at+1) − Q(st, at) (2.21)



KAPITEL 2. GRUNDLAGEN 23Wenn der Fehler positiv ist, zeigt dies, das die ausgewählte Aktion at im Zustand stbevorzugt in diesem Zustand genommen werden sollte, wenn er negativ ist sollte diePräferenz p(st, at) für diese Aktion sinken. Über diese Angabe kann man die gegebeneStrategie verbessern:
πt(s, a) = Pr{at = a|st = s} =

ep(s,a)

∑

b ep(s,b)
(2.22)Die Präferenz p(st, at) wird am Anfang zufällig initialisiert und während des Lernens wiefolgt neu umgeändert:

p(st, at) ← p(st, at) + βδt (2.23)Die Lernrate β de�niert hierbei, wie stark ein neuer Wert berüksihtigt werden soll.Die Vorteile dieser Methode sind zum einen, dass sie gegenüber MC einen geringerenSpeiheraufwand besitzt, da man niht einen gesamten Durhlauf abspeihern muss. Zumanderen konnte gezeigt werden, dass diese Verfahren shneller konvergieren. Allerdingstritt ähnlih wie beim DP das Problem auf, dass die Shätzungen eines Shrittes vomvorherigen abhängen, so dass sih durh fehlerhafte Shätzungen ein systematisher Fehlerakkumuliert.Erweiterung auf den kontinuierlihen Raum Im traditionellen Reinforement Lear-ning wurde bislang nur mit diskreten Zustands- und Aktionsräumen gearbeitet. Dies stelltfür viele Anwendungen ein Problem dar. Gerade im Bereih Navigation, wo sih Reinfor-ement Learning sehr gut als Kontrollsystem eignet, sind die Zustands- und Aktionsräumehäu�g kontinuierlih. Eine möglihe Lösung ist den kontinuierlihen Raum zu diskreti-sieren. Allerdings sollte man hierbei bedenken, dass man durh eine �shlehte� bzw. zugrobe Diskretisierung des Zustands-Aktionsraumes Zustände verdeken kann, was dazuführt, dass die optimale Strategie niht gefunden werden kann [17℄. Wenn der Raum zugenau abgetastet wird, verliert das System die Fähigkeit der Generalisierung und dieMenge an Trainingsdaten wähst sehr stark an [17℄. Gerade bei multidimensionalen Räu-men ist das der Fall. Hier steigt die Anzahl der diskretisierten Zustände exponentiell mitden Dimensionen des Raumes.Eine andere Möglihkeit besteht darin, die Valuefunktion kontinuierlih zu approximieren.Im Folgenden soll nun ein Verfahren zur Funktionsapproximation detailliert vorgestelltwerden. Für die Approximation wird ein Radiale-Basisfunktionen-Netzwerk verwendet.



KAPITEL 2. GRUNDLAGEN 242.2.2.2 Radiale-Basisfunktionen Netzwerk (RBF-Netzwerk)Mashinelles Lernen wird häu�g als Funktionslernen beshrieben. Gerade in der Appro-ximation von Funktionen werden sehr häu�g künstlihe neuronale Netze eingesetzt. Manversuht durh diese Netzwerke herauszuarbeiten, welhe Zusammenhänge zwishen denEingabe- und Ausgabepaaren bestehen.Ein Radiale-Basisfunktionen-Netzwerk ist ein vorwärts gerihtetes Netzwerk, das nur eineShiht verdekter Neurone besitzt. Diese Neurone besitzen radialsymmetrishe Aktivie-rungsfunktionen. Ein RBF-Netz kann das Interpolationsproblem lösen:Interpolationsproblem: Gegeben N untershiedlihe Eingabepunkte {xj ∈ IRN | j =
1, · · ·n} und N Ausgabewerte {yj ∈ IR|j, · · ·N}. Gesuht ist nun die Funktion F aus
IRN → IR die die folgende Interpolationsbedingung erfüllt:

F (xj) = yj (2.24)Zur Lösung des Interpolationsproblems benötigt man die gleihe Anzahl N von Basis-funktionen wie Datenpunkte. Das radiale Basisfunktionsnetzwerk besteht dann aus einerLinearkombination von Basisfunktionen:
F (x) =

N∑

i=1

ciφi(x) (2.25)Man hat nun ein Gleihungssystem mit N Gleihungen zu lösen:
yj =

N∑

i=1

ciφi(xj) j = 1, · · · , N (2.26)De�niert man nun die Vektoren y und c und die Matrix H wie folgt:
(y) = yj, (c) = ci, (Hij) = φi(xj) (2.27)Dann läÿt sih das Gleihungssystem somit folgendermaÿen beshreiben:

c = H−1y (2.28)Abbildung 2.4 zeigt eine Beispielapproximation. Man sieht in dieser Abbildung, wie dieLinearkombination der Basisfunktionen (dünne shwarze Linien) die ursprünglihe Funk-tion (in rot dargestellt) approximiert.
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-10 -8 -6 -4 -2 0 2 4 6 8 10Abbildung 2.4: Beispiel für ein Approximation Die gegebenen Datenpunkte sind als blauePunkte dargestellt. Die Ursprungsfunktion ist rot, die approximierte Funktion shwarz gekennzeihnet.Zudem sind die einzelnen Basisfunktionen (Gauÿkurven) durh dünnere shwarze Linien eingezeihnet.Die Basisfunktionen müssen die Eigenshaft besitzen, dass man die Inverse der Matrix
H berehnen kann. Dies erreiht man beispielsweise, wenn man verlangt, dass die Ba-sisfunktionen positiv de�nite Funktionen sind. Die nun aufgelisteten Funktionen könnensomit als Basisfunktion eingesetzt werden:

φ(r) =
1

σ
√

2 π
e

||µ−r||

2σ2 (2.29)
φ(r) =

1

(c2 − r2)α
α > 0 (2.30)

φ(r) = (c2 + r2)beta 0 < β < 1 (2.31)
φ(r) =

√
r2 + c2 (2.32)

φ(r) = r (2.33)Allerdings liegt oft der Fall vor, dass der gegebene Datensatz viel gröÿer als die Anzahl anBasisfunktionen ist. Ein weiterer Grund ist, dass die Datenpunkte verrausht sind, so dasseine Interpolation niht erwünsht ist. In diesem Falle kann man das RBF auh für eineApproximation nutzen. Hierzu wird ein überbestimmtes Gleihungssystem aufgestellt,wobei es N Gleihungen für K Unbekannte gibt:
F (x) ≈

K∑

i=1

= ciφi(x) (2.34)Zu lösen sind nun die Gleihungen:
yj =

K∑

i=1

ciφi(xj) j = 1, · · · , N (2.35)



KAPITEL 2. GRUNDLAGEN 26Daraus ergibt sih folgende Matrixshreibweise:
c = H+y (2.36)

H+ wird auh Moore-Penrose Pseudoinverse von H genannt und wie folgt berehnet:
H+ = (H⊤H)−1H⊤ (2.37)Die Berehnung der Koe�zienten über die Inverse ist sehr zeitintensiv, da die Komplexi-tät polynominal mit der Anzahl der Datenmenge N zunimmt (a N3). Daher greift manoft zur Koe�zientenbestimmung auf Relaxationsverfahren wie z.B. Gradientenabstiegs-verfahren oder konjugierte Gradientenabstiegsverfahren zurük.



Kapitel 3ProblemstellungAusgangspunkt für die Diplomarbeit ist die Fragestellung, ob eine Subsumptionsarhi-tektur zur Integration von lokalen Navigationsstrategien durh einen Lernansatz ersetztwerden kann. Der Grund für diese Fragestellung ist, dass die SubsumptionsarhitekturProbleme aufweist, die dem System innewohnen und nur shwer vermieden werden kön-nen. Die Ursahen der Probleme lassen sih auf die einzelnen verwendeten Navigations-strategien zurükführen. In der Subsumptionsarhitektur ist es vorgesehen stets nur eineNavigationsstrategie als Bewegungsentsheidung zu wählen, daher können die Fehler dergewählten Strategie niht durh die anderen Strategien ausgeglihen werden. Dieses Vor-gehen führt zu un�exiblen Verhaltensweisen. Um dies zu vermeiden, soll die Subsumpti-onsarhitektur durh ein Lernverfahren ersetzt werden. Hierfür wurde ein ReinforementLearning-Ansatz gewählt, da bei diesem Verfahren der Agent über Erfahrung lernen kanndie Navigationsstrategie situationsabhängig zu gewihten.In diesem Kapitel wird die Navigationsaufgabe vorgestellt und erläutert, wie die Sub-sumptionsarhitektur die Navigationsstrategien integriert. Danah werden die Fehlerquel-len der einzelnen Navigationsstrategien kurz besprohen und ihre Auswirkungen auf dieNavigationsleistung werden aufgezeigt. Am Ende des Kapitels wird die Wahl des Rein-forement Learning-Ansatzes als Alternative zur Subsumptionsarhitektur begründet.3.1 NavigationsaufgabeDie Basis für die Navigationsaufgabe stammt aus der Doktorarbeit von W. Hübner [10℄.In dieser Doktorarbeit wurde ein System vorgestellt, in dem ein autonom navigierenderRoboter ein Ortsgedähtnis aufbaut. Dieses Ortsgedähtnis wird als ein metrish einge-betteter Ansihtsgraph repräsentiert. Der Aufbau des Ortsgedähtnisses wird durh dieKombination von drei lokalen Navigationsstrategien ermögliht: dem visuellen Homing,der Wegintegration und der Hindernisvermeidung. Diese Strategien erlauben die Explo-ration und Kartierung von unbekannten Gebieten. Durh diesen Aufbau kann der Agentkomplexere Navigationsleistungen wie zum Beispiel das Planen von Routen oder das Fin-den von Abkürzungen durh unbekanntes Gebiet zeigen [10℄.Eine zentrale Rolle beim Aufbau des Graphmodells hat dabei ein robustes Heim�ndungs-27



KAPITEL 3. PROBLEMSTELLUNG 28verhalten. Das Heim�nden - auh Homing genannt - wird über die Integration der dreiNavigationsstrategien ermögliht. Durh die Kombination von Wegintegration und visu-ellem Homing kann der Wegintegrationsfehler mittels visueller Landmarkeninformationkorrigiert werden. Die Integration dieser Navigationsstrategien geshieht über eine Sub-sumptionsarhitektur. Durh diese Subsumptionsarhitektur folgt der Roboter in einemZeitshritt nur dem Bewegungsvorshlag einer Navigationsstrategie. Durh dieses Vorge-hen entsteht allerdings das Problem, dass Fehlerquellen einer Strategie niht durh andereStrategien ausgeglihen werden können.Diese Diplomarbeit stellt nun einen Ansatz vor, bei dem der Agent die Integration derlokalen Navigationsstrategien selbstständig lernt. Das Ziel ist hierbei das Heim�ndungs-verhalten e�zient zu gestalten. Im Untershied zur Subsumptionsarhitektur sollen nunin jedem Zeitshritt die Bewegungsentsheidungen der einzelnen Navigationsstrategienzueinander gewihtet werden. Die Ermittlung der Gewihtung erfolgt hierbei über Re-inforement Learning. Die Gewihtung der Navigationsstrategie entspriht der Entshei-dungsstrategie des Reinforement Learning-Problems. Bevor nun der Lernansatz vorge-stellt wird, werden die einzelnen Navigationsstrategien und die Subsumptionsarhitekturerläutert.3.1.1 Lokale NavigationsstrategienFür ein robustes Heim�ndungsverhalten werden drei lokale Navigationsstrategien verwen-det. Jede Navigationsstrategie liefert in jedem Zeitshritt einen egozentrishen Polarvek-tor px
t = (ρt, dt) als Bewegungsentsheidung. Der Polarvektor kodiert die von der Strategieberehnete Rihtung ρt und Distanz dt zum Zielpunkt in egozentrishen Koordinaten.3.1.1.1 Visuelles HomingDas visuelle Homing ermögliht dem Agenten durh den Vergleih zweier Bildaufnahmenzurük zu einem bekannten Ort zu gelangen. Hierzu wird die aktuelle Aufnahme der Um-gebung (It) mit dem gespeiherten Bild des Zielortes (Ih) verglihen.Um die räumlihe Anordnung der Landmarken, die den Zielpunkt harakterisieren, zuerhalten, besitzt der Agent eine Panoramakamera (360◦ Sihtfeld). Durh die Panorama-kamera ist die Ausrihtung des Agenten niht entsheidend, da er stets alle sihtbarenObjekte der Umgebung wahrnehmen kann. Jeder Ort ist somit durh die Landmarken-kon�guration de�niert. Das Kamerabild wird in einem Verarbeitungsshritt auf 72 Pixelreduziert und stellt den Horizont des Panoramabildes dar. Um nun eine Bewegungsent-sheidung aus den Bildaufnahmen zu extrahieren, wird der �Image Warp� Algorithmusvon M. O. Franz [8℄ verwendet. Dabei wird, ausgehend vom aktuellen Bild, für eine be-stimmte Bewegung ein erwartetes Bild (Ic) kreiert. Dies erfolgt in diskreten Rihtungenum den aktuellen Ort. Aus der entstandenen Menge an erwarteten Bildern wird nun je-nes Bild ausgewählt, das zum gespeiherten Bild die höhste Ähnlihkeit aufweist, wiedie folgende Formel beshreibt:

ph
t = (ρh

t , d
h
t )

⊤ = arg min
ρ,d

(Ih − Ic(ρ, d))2 (3.1)



KAPITEL 3. PROBLEMSTELLUNG 29Die Bewegungsentsheidung wird über den Polarvektor ph
t = (ρh

t , d
h
t ) beshrieben, wobei

ρ die Rotation und d die Distanz angibt. Ic(ρ, d) ist das Bild, das man nah der Bewegung
(ρ, d) erwartet, hierbei wird angenommen, dass alle Landmarken gleih weit entfernt sind.

a.) b.)Abbildung 3.1: Visuelles Homing: Darstellung a.) zeigt, wie der Roboter ausgehend von seineraktuellen Position (hell-grau dargestellter Roboter links oben) die erwarteten Bilder vorausberehnet.Die Punkte zeigen die Positionen an, für die die Bilder erzeugt werden. Eines dieser Bilder weist nun diehöhste Ähnlihkeit zum Zielpunkt auf (hell-grauer Roboter unten rehts). Die Ringe um die aktuellePosition und um die Zielposition zeigen die shematishe Abbildung des Panoramabildes der Umgebung.Im zweiten Bild b.) sieht man die gefahrene Streke, die durh das Homing berehnet wurde.In Abbildung 3.1 ist der Ablauf des visuellen Homings dargestellt. Darstellung a.) zeigtshematish den �Image Warp� Algorithmus. In b.) sieht man die Trajektorie, die durhdas visuelle Homing gefahren wurde.Der gesamte Homing-Durhlauf setzt sih iterativ aus der Vorausberehnung der erwar-teten Bilder und der folgenden Bewegungsentsheidung zusammen. Somit erhält man eineSequenz aus Bewegungsentsheidungen, gespeihert als Polarvektoren Sh = {ph
0 ,p

h
1 · · ·ph

n}.Nah einem erfolgreihen Homing-Durhlauf wird angenommen, dass der Zielpunkt er-reiht ist, wenn ph
n ≈ (ρh

n, 0)⊤ gilt. Wenn allerdings der Agent nah einer festgelegtenAnzahl von Iterationen das Ziel noh niht erreiht hat, wird das Homing abgebrohenund als gesheitert angesehen.3.1.1.2 Homing über WegintegrationDie Wegintegration bietet dem Agenten die Möglihkeit über die Shätzung seiner Eigen-bewegung zu einem Zielpunkt zurükzukehren. Der Wegintegrator ist hierbei de�niert als
Pt = (xt, yt, φt)

⊤, wobei (xt, yt) die aktuell geshätzte Position, relativ zum Startpunkt,darstellt und φt die Orientierung des Agenten ist.Bei der Wegintegration muss der Agent den Wegintegrator nah jedem Shritt aktua-lisieren. Hierzu berehnet man, wie der letzte Bewegungsshritt die jetzige Position imVerhältnis zum Startpunkt verändert hat. Aus dieser Shätzung kann der Heimvektor als
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p
t = (ρt, dt)

⊤ berehnet werden. Der Heimvektor gibt dabei an, in welherDistanz und in welhem Winkel der Zielort bezogen auf die aktuelle Position liegt. JedeBewegungsentsheidung wird in Teilshritte unterteilt, abhängig von der Au�ösung desShrittzählers des verwendeten Roboters. Wenn der Wegintegrator abgelaufen ist, wenngilt P0 = (0, 0, 0), ist der geshätzte Zielpunkt erreiht. Abbildung 3.2 zeigt shematishdie Heim�ndung über Wegintegration. Die Position Pt stellt die aktuelle Position desRoboters dar, P0 die Position des Zielortes. Der Heimvektor wird hier als Pfeil auf denZielpunkt dargestellt. Die gestrihelte Linie ist die Trajektorie von Pt zu P0.

Abbildung 3.2: Wegintegration Pt stellt die aktuelle Position des Roboters dar und P0 denZielpunkt. Der Heimvektor ist als Pfeil auf den Zielpunkt angedeutet. Die gestrihelte Linie zeigt dieTrajektorie zum Zielpunkt, in hell-grau sind dabei Zwishenshritte auf der Trajektorie eingezeihnet3.1.1.3 HindernisvermeidungIn dieser Arbeit wurde eine einfahe Form der Hindernisvermeidung gewählt. Hierzuwerden die Infrarotsensoren des simulierten Roboters ausgelesen. Je nah sensorishemEingang werden vorde�nierte Motorkommandos direkt an die Räder übertragen. UmHindernisse vermeiden zu können, ist das Verhalten so aufgebaut, dass der Agent, sobalder ein Hindernis detektiert, sih von diesem Hindernis abwendet und eine kurze Strekevom Hindernis wegfährt. Um �Dead Lok�-Situationen zu vermeiden, ist die Länge derStreke zufällig auf einem Intervall von (0, 5) gewählt. Auh dieser Mehanismus liefertals Bewegungsentsheidung einen Polarvektor po
t = (ρt, dt)

⊤, wobei ρt die Rotation desAgenten vom Hindernis beshreibt und dt die Länge angibt. Abbildung 3.3 zeigt denAblauf der Hindernisvermeidung. Die Infrarotsensoren des Roboters werden durh o�eneDreieke am Roboter gekennzeihnet.
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Abbildung 3.3: Hindernisvermeidung: Ein Hindernis wird als Rehtek dargestellt. Detektiertein Sensor (o�enes Dreiek am Roboter) ein Hindernis, dreht sih der Roboter vom Hindernis weg undfährt weg3.1.2 SubsumptionsarhitekturDer Ablauf des Gesamtsystems erfolgt in diskreten Zeitshritten. Jede der Navigations-strategien liefert im Zeitshritt t einen Polarvektor px
t . Dieser Polarvektor stellt die vor-geshlagene Bewegungsentsheidung der jeweiligen Navigationsstrategie dar. Allerdingswidersprehen sih die einzelnen Strategien in ihrer Bewegungsentsheidung. Die Sub-sumptionsarhitektur [4℄ stellt eine häu�g verwendete Entsheidungsstrategie zur Lösungdes Integrationsproblems der Navigationsstrategien dar.Eine möglihe Organisation der drei Navigationsstrategien sieht beispielsweise wie folgtaus: Zuerst wird überprüft, ob ein Hindernis detektiert wurde. In diesem Fall wird dieBewegungsentsheidung der Hindernisvermeidung po

t ausgeführt. Falls kein Hindernis denWeg zum Zielpunkt blokiert, folgt der Agent zunähst der Wegintegration mit der Be-wegungsentsheidung p
p
t . Wenn der Wegintegrator abgefahren ist (pp

t = (0, 0) ), wird mitHilfe des visuellen Homings kontrolliert, ob das Ziel shon erreiht ist. Stimmt das Bildder jetzigen Position niht mit dem gespeiherten Bild überein, wird die Bewegungsent-sheidung des visuellen Homings ph
t ausgeführt.Abbildung 3.4 zeigt den beshriebenen Ablauf.
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Abbildung 3.4: Subsumptionsarhitektur - shematish Darstellung3.2 Probleme der SubsumptionsarhitekturAnhand von zwei Beispielen soll gezeigt werden, wie durh die un�exible Organisationder Subsumptionsarhitektur eine e�ziente Navigation verhindert wird. Das erste Bei-spiel stellt die Kombination von Wegintegration und visuellem Homing dar. Wie shon imvorherigen Abshnitt ausgeführt, folgt der Roboter, solange kein Hindernis seinen Wegblokiert, seinem Wegintegrator und überprüft nah Abfahren des Heimvektors, ob dasZiel shon erreiht wurde. Wenn der Zielpunkt noh niht erreiht ist, versuht der Ro-boter diesen über visuelles Homing zu erreihen.Die Wegintegration ist jedoh sehr fehleranfällig. Ungenaue Shätzungen der Eigenbewe-gung addieren sih in jedem Zeitshritt auf und können dazu führen, dass der Heimvektorniht mehr auf den Zielpunkt weist, sondern durh die akkumulierten Fehler eine falshePosition als Zielort angibt. Abbildung 3.5 zeigt shematish den Ablauf der Kombinationvon Wegintegration und visuellem Homing. Hierbei stellt P0 die vom Roboter geshätztePosition und Orientierung dar und die Position Pw
0 seine wirklihe Position in Weltkoor-dinaten. Das Ziel des Roboters ist nun, den Zielpunkt Pn zu erreihen. Zuerst folgt derRoboter seinem Wegintegrator. Da shon der Startpunkt Pw

0 fehlerhaft geshätzt war, istauh der Heimvektor fehlerbehaftet. Aus diesem Grund be�ndet sih der Roboter nahAbfahrt seines Wegintegrators (blau gepunktete Spur) noh niht an seinem eigentlihenZielort. Von der Position Pw
n gelangt der Roboter nun über visuelles Homing in die Nähe(Pw′

n ) seines eigentlihen Zielortes Pn. Die Ellipse Z kennzeihnet den Bereih, in demdie Bildähnlihkeit zwishen aktuellem Bild und dem Bild des Zielortes zu groÿ ist. Indiesem Bereih Z kann über visuelles Homing niht navigiert werden. Die zweite Ellipse Cgibt den Fangbereih, auh Cathment Area genannt, des Zielortes Pn an. Nur in diesemBereih ist die Navigation über visuelles Homing überhaupt möglih. Gröÿe und Formdes Fangbereihs C und der Ellipse Z hängen von der Bildqualität der Umgebung ab undsind shwer abzushätzen [19℄.
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Abbildung 3.5: Kombination von Wegintegration und visuellem Homing [10℄ P
w
0ist der Ausgangspunkt des Agenten. Durh fehlerhafte Shätzung entspriht dieser Ort niht der geshätz-ten Position P0. Von Ort P

w
0

gelangt der Agent über Homing durh Wegintegration zu Ort P
w
n
. Diegestrihelte Linie zeigt die gefahrene Trajektorie. Ausgehend von diesem Punkt gelangtder Agent über visuelles Homing in die Nähe seines Zielortes Pn. Das visuelle Homingendet im Punkt Pw′

n . Näher kann der Agent niht zum Zielpunkt kommen, da in diesemBereih Z die Bildähnlihkeit shon zu hoh ist. Die Ellipse Z zeigt den Fangbereih desZielpunktes an.Ein erfolgreihes Heim�nden hängt vor allem davon ab, ob der Fehler, der durh die We-gintegration entstand, durh das visuelle Homing ausgeglihen werden kann. Dies ist nurdann möglih, wenn die durh die Wegintegration angefahrene Position noh im Fangbe-reih des visuellen Homings liegt. Ansonsten sheitert die Heim�ndung.Durh die starre Kopplung der Wegintegration und des visuellen Homings durh dieSubsumptionsarhitektur kommt es zu einem �Zik-Zak�-Kurs. Abbildung 3.6 zeigt einegefahrene Route, gestartet von Ort Pstart zum Ort Pziel. Man sieht an dieser Abbildungdeutlih, dass der Wegintegrationsfehler mit der Länge des gefahrenen Weges stark zu-nimmt. Dies zeigt sih durh die starke Abweihung des Roboters auf dem Weg zumZielort. Wenn der Wegintegrator abgefahren ist, erfolgt durh das visuelle Homing derAusgleih der fehlerhaften Positionsshätzung. In Abbildung 3.6 zeigt sih dies durheinen abrupten Rihtungswehsel (�Zik-Zak�) des Roboters.
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Abbildung 3.6: Zik-Zak-Kurs aufgrund der starren Kopplung zwishen We-gintegration und vis. Homing [10℄ Diese Abbildung zeigt eine gefahrene Route, gestartet vonOrt Pstart zu Ort Pziel. Alle blauen Punkte zeigen Orte, die der Roboter auf seiner Route angefahrenhat. Der in grau dargestellte Graph ist das bis zu diesem Zeitpunkt aufgebaute Ortsgedähtnis, wobeibekannte Orte als graue Punkte gekennzeihnet sind und über Kanten miteinander verbunden sind. EinOrt ist nur dann mit einem anderen Ort über eine Kante verbunden, wenn von diesem Ort aus der andereOrt shon erreiht wurde. Hindernisse werden als dik gezeihnete graue Polygone abgebildet. Die roteSpur über den hervorgehobenen blauen Punkten zeigt den gefahrenen Weg des Roboters.Sobald sih der Roboter im Fangbereih des aktuellen Zielpunktes be�ndet, liefern ihmsowohl die Wegintegration als auh das visuelle Homing Informationen darüber, wo sihder Zielpunkt be�ndet. Auf Grund dessen entstehen Abweihungen von den eigentlihenZielpunkten.Neu am Ansatz dieser Diplomarbeit ist, beide Navigationsstrategien gleihzeitig zu nut-zen, das heiÿt, die beiden Bewegungsentsheidungen zueinander zu gewihten und zu einereinzigen Bewegungsentsheidung zusammenzufassen. Durh die Gewihtung der Naviga-tionsstrategien soll der Roboter in der Lage sein, den �Zik-Zak�-Kurs zu vermeiden,nahdem er gelernt hat, wann er welhe Navigationsstrategie wie gewihten muss. In die-sem Beispiel wäre es von Vorteil shon früher die Information des visuellen Homings indie Bewegungsentsheidung mit aufzunehmen.Das zweite Beispiel beshäftigt sih mit dem Fall der Hindernisvermeidung. Wenn derRoboter ein Hindernis in einer bestimmten Distanz detektiert, ist es in der Hindernisver-meidung so vorgesehen, dass er sih vom Hindernis abwendet und eine gewisse Strekevom Hindernis wegfährt. Abbildung 3.7 zeigt die Auswirkung der Hindernisvermeidungauf den Ablauf der Navigationsaufgabe. Die Aufgabe des Roboters ist hierbei vom Start-



KAPITEL 3. PROBLEMSTELLUNG 35punkt Pstart einer Route bis zum Zielpunkt Pziel zu folgen. Auf seinem Weg stöÿt derRoboter auf ein Hindernis, und die Hindernisvermeidung wird aktiviert. Dies führt dazu,dass der Roboter von seiner eigentlihen Route abweiht. Nahdem der Roboter dem Hin-dernis ausgewihen ist, muss sih der Roboter neu lokalisieren und kann dann versuhenseine Route fortzusetzen.
P
start

PzielAbbildung 3.7: Auswirkung der Hindernisvermeidung auf die Navigation [10℄ DieAufgabe ist hierbei, vom Startpunkt Pstart einer Route bis zum Zielpunkt Pziel zu folgen. Die auf demWeg liegenden Punkte sind blau markiert. Auf seinem Weg stöÿt der Roboter auf ein Hindernis, in Abbil-dung 3.7 durh einen gestrihelten orangefarbenen Kreis gekennzeihnet, und die Hindernisvermeidungwird aktiviert. Dies führt dazu, dass der Roboter von seiner eigentlihen Route abweiht. Nahdem erdem Hindernis ausgewihen ist und eine gewisse Streke gefahren ist, muss sih der Roboter neu lokalisie-ren und kann dann versuhen seine Route fortzusetzen. Die Orte in der Abbildung, die grün dargestelltsind, zeigen die Orte, die durh die Hindernisvermeidung angefahren wurden.Durh diese un�exible Hindernisvermeidung kommt der Roboter zu weit von der eigent-lihen Route ab und muss sih neu lokalisieren. Um dies zu verhindern, könnte man auhbereits während der Hindernisvermeidung in die Bewegungsentsheidung Informationenvon der Wegintegration und dem visuellen Homing ein�ieÿen lassen.Durh Gewihtung der Navigationsstrategien in jedem Zeitpunkt soll die Navigationslei-stung verbessert werden und Fehler oder gefahrene Umwege durh die anderen Navigati-onsstrategien ausgeglihen werden.



KAPITEL 3. PROBLEMSTELLUNG 363.3 Integration über eine gewihtete SummeIn dieser Diplomarbeit wird ein neuer Ansatz zur Integration lokaler Navigationsstrategi-en vorgestellt. Das Ziel ist es dabei, die einzelnen Bewegungsentsheidungen pt der Navi-gationsstrategien in jedem Zeitpunkt situationsabhängig zueinander zu gewihten um soeine Bewegungsentsheidung pm
t zu formulieren. Gleihung 3.2 beshreibt die gewihteteSumme, über die die einzelnen Bewegungsentsheidungen zu einer Bewegungsentshei-dung zusammengefasst werden:

pm
t = αph

t + βp
p
t + (1 − α − β)po

t 0 ≤ α − β ≤ 1 (3.2)Die Linearkombination in der Gleihung 3.2 setzt sih aus den Polarvektoren der einzelnenNavigationsstrategien zusammen. Jeder Vektor stellt eine möglihe Bewegungsentshei-dung dar: ph
t = visuelles Homing, p

p
t = Wegintegration und p

p
t = Hindernisvermeidung.Je nah Gewihtung der einzelnen Vektoren ergibt sih die Bewegungsentsheidung pm

t .Durh die Beshreibung 0 ≤ α+β ≤ 1 entsteht der Raum der möglihen Entsheidungen.Es kann somit nur einer Strategie komplett gefolgt werden. Zudem ist die Hindernisver-meidung nur dann aktiv, wenn die Summe von α und β niht 1 ist. Abbildung 3.8 zeigtshematish den Raum der möglihen Gewihtungen.
vis. Homing

Hindernisvermeidung Wegintegration

(1,0)

(0,0) (0,1)Abbildung 3.8: Raum der gewihteten NavigationsstrategienIn der Subsumptionsarhitektur sind die möglihen Entsheidungen auf den Eken desDreieks repräsentiert, da hierbei immer nur der Bewegungsentsheidung einer Strategiegefolgt wird. Die Wahl der Gewihte muss situations- und zeitbedingt erfolgen, da bei-spielsweise der Wegintegrator mit zunehmender Streke immer ungenauer wird. Ebensohat die Hindernisvermeidung höhste Priorität, allerdings kann die Dringlihkeit variieren,je nah Abstand des Roboters zum Hindernis. Aus diesem Grund wurde zur Ermittlungeiner Entsheidungsstrategie ein Reinforement Learning-Ansatz gewählt, der im folgen-den Kapitel vorgestellt wird. Der Vorteil bei der Anwendung von Reinforement Learningist, dass der Roboter durh Erfahrungen selbst die Gewihtung der Navigationsstrategienlernt.



Kapitel 4Reinforement Learning ProblemDie Gewihtung der Navigationsstrategien zueinander soll situations- und zeitabhängigso gesetzt werden, dass der Roboter in der Lage ist seinen Zielort siher wiederzu�nden.Die Ermittlung der Entsheidungsstrategie, d.h. die Auswahl der α und β Werte, erfolgtdurh Reinforement Learning. Der Agent soll durh seine eigenen Erfahrungen lernen,zu welhem Zeitpunkt und in welher Situation er welhe Strategie wie gewihtet. Hierzumuss die Lernaufgabe in ein Reinforement Learning-Problem umformuliert werden. Ent-sheidend ist dabei (siehe 2.2.2.1) die Wahl der einnehmbaren Zustände und Aktionen.Als Zustände werden die von den lokalen Navigationsstrategien gelieferten Bewegungs-entsheidungen gewählt. Die Aktionen sind durh die Problemstellung vorgegeben undwerden somit durh α und β Werte dargestellt.Die Lernaufgabe des Roboters ist de�niert als Heim�ndung zum Zielort. Erreiht derAgent seinen Zielort in einer vorgegebenen Zeitspanne, erhält er eine Belohnung. Sha�t eres niht in der vorgegebenen Zeit bekommt er keine Belohnung. Die Wahl der Aktionen inder Lernphase erfolgt randomisiert. Durh das gezeigte Verhalten in der Lernphase kannder Roboter Erfahrungen sammeln. Erfahrungen bedeutet hierbei den Zusammenhangzwishen Belohnung und einer Sequenz von Zustands-Aktionspaaren. Diese Erfahrungenwerden durh die verwendete Q-Funktion widergespiegelt. Diese Funktion berehnet fürjedes Zustands-Aktionspaar den erwarteten Reward. Der Reward ist eine reelle Zahl, diedem Roboter vorgibt, wie wahrsheinlih es ist, mit diesem Paar eine Belohnung zu er-halten (siehe 2.2.2.1). Nahdem die Lernphase abgeshlossen ist, kann der Agent durhdie Q-Funktion bestimmen, in welhem Zustand er welhe Aktion ausführen muss umseinen Zielpunkt wiederzu�nden. Die Wahl der Aktion in einem Zustand wird über dieMaxima der Q-Funktion bestimmt. Hierfür wird das lokale Maximum des Zustands unterden möglihen Aktionen gesuht. Diese Aktion stellt die erfolgversprehendste Aktiondar.Im folgenden Kapitel soll nun das Reinforement Learning-Problem genauer besprohenwerden.
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KAPITEL 4. REINFORCEMENT LEARNING PROBLEM 384.1 LernansatzZur Aufstellung des Reinforement Learning-Problems müssen die grundlegenden Ele-mente de�niert werden. Die grundlegenden Elemente sind der Zustandsraum, der Akti-onsraum, die Belohnung, die Rewardfunktion und die Valuefunktion.4.1.1 Zustands-AktionsraumZustände: Die Zustände werden über die Bewegungsentsheidung der lokalen Naviga-tionsstrategien de�niert. Jede Bewegungsentsheidung ist als Polarvektor pt = (ρt, dt)kodiert und beinhaltet einen Rihtungsvorshlag ρt und eine Distanzshätzung dt. DerZustandsraum setzt sih somit aus der Bewegungsentsheidung des visuellen Homings(ph
t ), der Bewegungsentsheidung der Wegintegration (pp

t ) und der Bewegungsentshei-dung der Hindernisvermeidung (po
t ) zusammen. Durh die Wahl des Zustandsraums istes dem Roboter möglih, die �Dringlihkeit� der einzelnen Bewegungsentsheidungen inseiner Entsheidung zu berüksihtigen. Die Stärke des Bewegungsvorshlags einer Navi-gationsstrategie spiegelt sih wider in der Rihtung ρt und der Distanz dt. Wenn ρt = 0 ist,liefert die jeweilige Strategie keine Rotationsinformation, da sie mit der eingenommenenAusrihtung des Roboters übereinstimmt. Ähnlih verhält es sih auh mit der Distanz dt:wenn beispielsweise der Wegintegrator die geshätzte Ausgangsposition annimmt, liefertdie Bewegungsentsheidung eine Distanz dt = 0. Somit ist es dem Roboter möglih zulernen, wie er die einzelnen Navigationsstrategien situationsabhängig zu gewihten hat.Durh die Verwendung der Monte Carlo-Methode wird zusätzlih ein diskreter Zeitshritt

t als Dimension in den Zustandsraum aufgenommen, wodurh jeder Zustand in der Se-quenz einzigartig wird. Dadurh wird auh das Problem umgangen, gleihe Zustände einerSequenz entweder zu mitteln oder nur den ersten Zustand in die Berehnung des Rewardein�ieÿen zu lassen (siehe 2.2.2.1). Entsheidender dabei ist allerdings, dass durh diesesVorgehen jede Bewegungsentsheidung einen Zeitstempel erhält, so dass der Roboter dar-über hinaus lernen kann, die Gewihtung der Strategien zeitabhängig zu wählen. Somitsetzt sih der Zustandsraum wie folgt zusammen:
• ρh

t = vorgeshlagene Rihtungsentsheidung des visuellen Homings
• dh

t = vorgeshlagene Distanz des visuellen Homings
• ρ

p
t = vorgeshlagene Rihtungsentsheidung der Wegintegration

• d
p
t = vorgeshlagene Distanz der Wegintegration

• ρo
t = vorgeshlagene Rihtungsentsheidung der Hindernisvermeidung

• do
t = vorgeshlagene Distanz der Hindernisvermeidung

• t = Zeitshritt



KAPITEL 4. REINFORCEMENT LEARNING PROBLEM 39Aktionen: Die Wahl der Aktionen wird durh die Problemstellung vorgegeben. Da die
α und β Werte die Aktionen darstellen, kann der Agent lernen, welhe Aktion in welhemZustand zum Erfolg führt. In der Lernphase kann der Agent in jedem Zustand den α und
β Wert frei wählen, wobei gilt, dass die Summe von α und β kleiner gleih 1 sein muss.In der Verhaltensphase werden die Aktionen über die Q-Funktion bestimmt. In dieserPhase wird für den aktuellen Zustand diejenige Aktion gewählt, welhe das Maximumder Q-Funktion in diesem Zustand darstellt.4.1.2 Belohnung und RewardfunktionDer Roboter erhält eine Belohnung, wenn er in einer vorgegebenen Zeit seinen Zielpunktwieder erreiht. Die vorgegebene Zeitspanne für die Heim�ndungsaufgabe ist dabei derEntfernung des Agenten zu seinem Zielort angepasst. Die genauen Parameter werden inKapitel 6 ausführlih besprohen.Bei der Belohnung handelt es sih um eine reelle Zahl. Zur Berehnung der Rewardfunkti-on erhält der Agent in jedem Zeitshritt einen Returnwert rt, der die aktuelle Belohnungder jeweiligen Aktion darstellt. Diese beträgt im Falle des Erreihens des Zielpunktes 1, 0.Falls der Zielpunkt niht erreiht ist, aber die Zeitgrenze noh niht übershritten wurde,wird der Agent mit −0, 015 bestraft.

rt =

{

1, 0 ,wenn Ziel erreiht
−0, 015 ,sonst (4.1)Durh diese leihte Bestrafung wird ein Zeitdruk erzeugt. Zudem sha�t dieser Bestra-fungsterm eine bessere Bedingung für die Approximation der Q-Funktion durh das RBF.Auf die Bestrafung und ihre Konsequenz bezogen auf das Approximationsverhalten wirdin Kapitel 6 noh ausführlih eingegangen.Mit Hilfe der Returnwerte rt wird am Ende eines Durhlaufs der Reward R(s,a) fürjedes Zustands-Aktionspaar der gegebenen Sequenz gebildet. Die Rewardfunktion setztsih wie folgt zusammen:
R(s,a) =

T∑

k=0

γkrt+k+1 (4.2)Die berehneten Rewardwerte der Zustands-Aktionspaare werden später für die Appro-ximation der Q-Funktion verwendet.4.1.3 Q-FunktionAls Valuefunktion wurde in diesem Lernansatz die Q-Funktion gewählt. Die Gleihung4.3 zeigt die mathematishe Formulierung der Q-Funktion:
Qπ(s,a) = Eπ{Rt|st = s, at = a} = Eπ

{
T∑

k=0

γkrt+k+1|st = s, at = a

} (4.3)



KAPITEL 4. REINFORCEMENT LEARNING PROBLEM 40Die Q-Funktion stellt ein Zustands-Aktionspaar in Verbindung mit dem erwarteten Re-ward dar (siehe 2.2.2.1). Die Entsheidungsstrategie π, unter der die Q-Funktion Qπ(s,a)betrahtet wird, ist in der Lernphase eine Zufallsstrategie. In der Verhaltensphase wirddann π die Q-Funktion wie folgt bestimmt:
π(s,a) = arg max

a
Q(s,a) (4.4)4.2 Anwendung der Monte Carlo MethodeZur Lösung des Reinforement Learning-Problems wird die Monte Carlo-Methode ver-wendet. Der Vorteil dieser Methode ist, dass für ihre Anwendung niht verlangt wird,dass die Dynamik des Lernproblems zwangsläu�g einem Markov-Entsheidungsprozessentspriht. Dieser Faktor spriht für die Verwendung der Methode, da die Dynamik hin-ter dem Lernproblem niht analysiert wurde.Für die Monte Carlo Methode benötigt man Sequenzen von erhaltenen Zustands-Aktionspaarenmit ihren Rewards aus der Lernphase. Aus diesen Erfahrungen/Informationen kann in derVerhaltensphase mit Hilfe der Q-Funktion diejenige Strategie berehnet werden, welheden höhsten Erfolg unter den gegebenen Daten verspriht (siehe 2.2.2.1).Bei dieser Anwendung der Monte Carlo Methode werden die Lernphase und die Verhalten-sphase, das Zeigen des gelernten Verhaltens, aufgespalten, worauf im nähsten Abshnitteingegangenen wird.4.2.1 LernphaseDie Lernphase setzt sih aus einer vorde�nierten Anzahl von Durhläufen der Lernauf-gabe zusammen. In einem Durhlauf hat der Roboter die Aufgabe zu seinem Zielpunktzurükzukehren. Am Anfang der Lernphase be�ndet sih der Roboter an einem zufälligausgewählten Punkt in der Umgebung. Jeder Durhgang startet mit der Initialisierung.Als erstes speihert der Agent ein Bild seiner aktuellen Umgebung und setzt seinen We-gintegrator zurük auf Null. Der Ort stellt nun den Zielort P0 dar. Als nähstes wirdder Agent auf eine zufällig gewählte Position, die sih in einem bestimmtem Abstandund einer bestimmten Rihtung vom Startpunkt be�ndet, gefahren. Ausgehend von derneuen Position Pn hat der Agent nun die Aufgabe in einer vorgegebenen Zeit den Zielort

P0 wieder zu �nden.Während der Heim�ndungsphase sammelt der Roboter Erfahrungen, welhe Wahl derGewihte zum Erfolg führt. Hierzu werden alle Zustands-Aktionspaare und ihr zugehöri-ger Return gespeihert. Die Aktionen werden zufällig gewählt, wobei die Bedingung gilt,dass 0 ≤ α + β ≤ 1. Die Heim�ndungsphase ist dann beendet, wenn der Agent denZielpunkt wiedergefunden hat oder die Zeit abgelaufen ist. Nah der Heim�ndungsphasefolgt die Auswertung der Sequenz von Zustands-Aktionspaaren indem die Rewards dereinzelnen Paare nah der Gleihung 4.2 berehnet werden.



KAPITEL 4. REINFORCEMENT LEARNING PROBLEM 41Approximation der Q-Funktion Die Approximation der Q-Funktion ist notwen-dig, da sowohl der Aktionsraum als auh der Zustandsraum kontinuierlih sind. Fürdie Approximation wird ein Radiale-Basisfunktionen-Netzwerk (RBF-Netzwerk) verwen-det. Im nahfolgenden Kapitel werden der Aufbau und die Implementierung des RBF-Netzwerks ausführlih besprohen und die verwendeten Algorithmen vorgestellt. Durhdie Approximation der Q-Funktion ist es dem Agenten in der Verhaltensphase möglih,auh in noh niht besuhten Zuständen den erwarteten Reward durh die Q-Funktionabzushätzen. Dazu wird das RBF-Netz auf dem Zustands-Aktionsraum de�niert und dieBasisfunktionen so im Raum verteilt, dass diese äquidistant den Raum abtasten. Die ge-naue Beshreibung der Parameterwahl und De�nition des RBF-Netzes erfolgt in Kapitel6.4.2.2 VerhaltensphaseIn der Verhaltensphase wendet der Agent zur Lösung der Navigationsaufgabe sein er-langtes Wissen an. Um das gelernte Verhalten zu testen, wird dem Agenten die gleiheAufgabe gestellt wie in der Lernphase. Hierzu erfolgt die gleihe Initialisierung wie in derLernphase: der Agent wird an einen zufälligen Ort gesetzt, maht ein Bild und setzt denWegintegrator zurük. Von diesem Ort wird er auf ein andere Position gefahren, von deraus die Heim�ndungsaufgabe startet.In der Heim�ndungsphase wird in jedem Zustand die Aktion ausgewählt, die einem Ma-ximum der Q-Funktion entspriht. Das Maximum der Q-Funktion stellt die Aktion dar,die den höhsten erwarteten Reward verspriht. Somit lässt sih die Strategie π der Ver-haltensphase wie folgt beshreiben:
π(s,a) = arg max

a
Q(s,a) (4.5)Die Zustände können lediglih beobahtet werden, da sie von der Umgebung und derAuswertung der einzelnen Navigationsstrategien festgelegt werden. Die Aktionen hinge-gen sind in jedem Zustand wählbar.Die Maximumssuhe wird in Kapitel 5 vorgestellt. Bei der Maximumssuhe wird ausge-nutzt, dass der Zustand nur beobahtet werden kann und damit eine Maximumssuhenur bezogen auf die α und β erfolgen muÿ.



Kapitel 5Radiale-Basisfunktionen-Netz(RBF-Netz)Mit Hilfe eines Radialen-Basisfunktionen-Netzwerkes soll die Q-Funktion approximiertwerden. Wie in den Grundlagen (siehe 2.2.2.2) shon ausgeführt, handelt es sih dabeium eine Linearkombination aus radial-symmetrishen Basisfunktionen. Diese Form vonFunktionsapproximator eignet sih besonders gut für die Approximation höher dimen-sionaler Funktionen [16℄. Im folgenden Abshnitt wird der allgemeine Grundaufbau unddie Implementierung des RBF-Netzes ausgeführt. Die genaue Anpassung und die Para-meterwahl für die Approximation der Q-Funktion wird in Kapitel 6 beshrieben. AmEnde dieses Kapitels werden mit Hilfe ein- und zweidimensionaler Beispiele die für dasReinforement Learning maÿgeblihen Eigenshaften des RBF-Netzes beshrieben.5.1 GrundaufbauRBF-Netzwerke werden dazu verwendet das allgemeine Interpolationsproblem zu lösen.In shwäherer Form können RBF-Netzwerke auh zur Funktionsapproximation genutztwerden. Diese geshieht über eine Linearkombination von radialen Basisfunktionen, diemit Hilfe von Koe�zienten an die Funktion angepasst werden. Die folgende Gleihungbeshreibt diesen Grundaufbau:
f(x) =

N∑

i=0

ciφi(x) (5.1)Als Basisfunktionen werden hier normierte Gauÿ-Kernels verwendet:
φ(x) =

1

σ
√

2 π
e

||µi−x||

2σ2 (5.2)Die Zentren der Basisfunktionen sind dabei so ausgewählt, dass sie den Eingangsraumin äquidistanten Abständen abtasten. Der Abstand zwishen zwei Zentren ist durh dieWahl der Standardabweihung (σ) der Gauÿkurve vorgegeben. Der Abstand ist hier auf42



KAPITEL 5. RADIALE-BASISFUNKTIONEN-NETZ (RBF-NETZ) 43
2σ festgelegt. Nah T. Poggio & F. Girosi [16℄ lässt sih die Approximationsgüte ver-bessern, wenn sih die Basisfunktionen überlappen. Die Wahl der Standardabweihung σbestimmt somit niht nur die Breite der einzelnen Gauÿkurven, sondern auh die Anzahlder Basisfunktionen, die den Raum abtasten.5.2 Bestimmung der Koe�zientenDie Koe�zientenbestimmung stellt den Lernshritt bei diesem Verfahren dar. Man könn-te hierbei nah Aufstellung des Gleihungssystems (siehe 2.2.2.2) die Koe�zienten überMatrixinvertierung berehnen. Allerdings ist die Matrixinvertierung eine sehr rehenin-tensive Operation (N3) und nur bei bis zu ≈ 3000 Basisfunktionen realisierbar [16℄. Daim vorliegenden Fall eine siebendimensionale Funktion approximiert werden soll und dieAnzahl der Basisfunktionen exponentiell mit der Anzahl der Dimensionen ansteigt, ist dieAnwendung einer Matrixinvertierung niht möglih. Deshalb wird hier zur Bestimmungder Koe�zienten ein Relaxationsverfahren angewendet. Hierbei handelt es sih um einVerfahren iterativ die Koe�zienten zu bestimmen. Die folgende Formel beshreibt dasOptimierungsproblem als die Minimierung der Fehlerquadrate:

g(x) =
n∑

j

[

yj −
N∑

i

ciφi(xj)

]2 (5.3)Es stehen zur Lösung n Datenpunkte zur Verfügung um die N Koe�zienten der N Ba-sisfunktionen zu bestimmen. Für die Bestimmung der Koe�zienten wird nun von dieserGleihung die erste Ableitung gebildet:
∂g(x)

∂ck

= −2
n∑

j

[

yj −
N∑

i

ciφi(xj)

]

φk(xj) (5.4)Diese Gleihung wird gleih Null gesetzt, der Faktor -2 ist dabei zu vernahlässigen
0 =

n∑

j

yjφk(xj) −
n∑

j

N∑

i

ciφi(xj)φk(xj) (5.5)Nah der Au�ösung nah einem Koe�zienten ck, kann durh eine Aufspaltung der einzel-nen Summen die Lösung so formuliert werden, dass sie iterativ berehnet werden kann.
ck =

A
︷ ︸︸ ︷

n∑

j

yjφk(xj)−
∑N

i6=k ci

B
︷ ︸︸ ︷

n∑

j

φi(xj)φk(xj)

n∑

j

φ2
k(xj)

︸ ︷︷ ︸

C

(5.6)



KAPITEL 5. RADIALE-BASISFUNKTIONEN-NETZ (RBF-NETZ) 44Die Summen A, B und C sind dabei niht abhängig von den Koe�zienten, sondernlediglih vom aktuellen Messpunkt xj. Aus diesem Grunde können die einzelnen Summenwie folgt iterativ berehnet werden, wobei (n + 1) das Hinzufügen einer neuen Messungbedeutet:
A(n + 1) =

[
n∑

j

yiφk(xj)

]

+ yn+1φk(xn+1) (5.7)
B(n + 1) =

[
n∑

j

N∑

i6=k

φi(xj)φk(xj)

]

+ φi(xn+1)φk(xn+1) (5.8)
C(n + 1) =

[
n∑

j

φ2
k(xj)

]

+ φ2
k(xn+1) (5.9)Relaxation zur Bestimmung der Koe�zienten Die Relaxation bestimmt nah je-der Eingabe eines neuen Datenpunktes die Koe�zienten des RBF-Netzes neu. Hierbeiwird ausgenutzt, dass durh die Verwendung von �lokalisierten� Basisfunktionen auh dieNeubestimmung der Koe�zienten lokal möglih ist. Das bedeutet, dass ein neuer Daten-punkt sih am stärksten auf die Veränderung des Koe�zienten der nähstliegenden Ba-sisfunktion auswirkt. Die Nahbarbasisfunktionen der nähstliegenden Basisfunktion sindvon der Veränderung des Koe�zienten ebenfalls betro�en, da die Gauÿkurven überlap-pen. Weit entfernte Basisfunktionen, d.h. weiter als 4σ, werden durh diese Veränderungnur wenig betro�en, da die Basisfunktionen auÿerhalb von 4σ ≈ 0 sind.Ein Relaxationszyklus besteht aus folgenden Shritten: Zunähst wird die nähstliegendeBasisfunktion zum neuen Datenpunkt bestimmt. Für diese Basisfunktion wird der neueKoe�zient nah Gleihung 5.6 bestimmt. Wenn die Änderung zwishen dem vorherigenund dem neu berehneten Koe�zienten kleiner als eine vorde�nierte Grenze ist, ist dieRelaxation beendet. Falls die Änderung gröÿer als diese Grenze ist, werden alle Basisfunk-tionen gesuht, die im Bereih von 4σ positioniert sind. Diese Basisfunktionen werden ineine Liste geshrieben, welhe auh die gerade geänderte Basisfunktion mit einshlieÿt.Die Relaxation läuft nun so lange, bis sih keine Basisfunktion mehr in dieser Liste be�n-det. In jedem Relaxationsshritt wird der Koe�zient der ersten Basisfunktion in der Listeneu berehnet und überprüft, ob sih dieser maÿgeblih verändert hat. Wenn das nihtder Fall ist, wird diese Basisfunktion aus der Liste gelösht. Falls die Veränderung gröÿerist als ein vorde�niertes Maÿ, werden auh ihre Nahbarbasisfunktionen (4σ-Bereih) indie Liste aufgenommen.



KAPITEL 5. RADIALE-BASISFUNKTIONEN-NETZ (RBF-NETZ) 45Der folgende Pseudoode zeigt die Relaxation shematish, wobei �Basisfunktion� mitBft abgekürzt wird.Abb. 5.3: Pseudoode der Relaxation zur Bestimmung der KoeffizientenInit: Berehnet für nähstliegende Bft Koeffizientenif(|| alt_Koeffizient - neu_Koeffizient || < Vordef. Grenze){ Relaxation ist beendet}else{ Suhe alle Bft im Bereih 4 sigmaSpeihere Bft_relax in Liste Relax_Liste}Relaxation:Initwhile(Relax_Liste niht leer){ Bestimme Koeffizient von Relax_Liste[0℄if(|| alt_Koeffizient - neu_Koeffizient || < Vordef. Grenze){ löshe Element Relax_Liste[0℄ aus der Relax_Liste}else{ Suhe alle Bft im Bereih 4 sigma von Relax_Liste[0℄Speihere gefundene Bft_relax in Liste Relax_Liste}}5.3 Bestimmung der MaximaDie Maximumssuhe ist essentiell, wenn das RBF-Netz für Reinforement Learning ge-nutzt wird, da die Maxima der Q-Funktion das gewünshte Verhalten de�nieren. Ausdiesem Grund wurde bei der Implementierung der RBF besonderes Gewiht auf die Ma-ximumssuhe gelegt. Eine Maximumssuhe bei einer mehrdimensionalen Funktion stellteine niht triviale Aufgabe dar. Zur Bestimmung der Maxima wird auh hier ein iterativesVerfahren verwendet, das parallel zur Approximation die Maxima ermittelt. Hierzu mussvom RBF-Netz:
f(x) =

N∑

i

ciφi(x) (5.10)



KAPITEL 5. RADIALE-BASISFUNKTIONEN-NETZ (RBF-NETZ) 46die erste Ableitung nah x gebildet werden:
∂f(x)

∂xj

= −
N∑

i

ciφi(||µi − x||) · (xj − µij)

σ2
(5.11)und zur Bestimmung der Maxima gleih Null gesetzt werden.Algorithmus zur Maximumssuhe Die Maximumssuhe erfolgt nah Eingabe einesneuen Datenpunktes und der Relaxation der Koe�zienten. Ausgangspunkt für die Suheder neu entstandenen Maxima ist jene Basisfunktion, welhe am nähsten zum neu hinzu-gefügten Datenpunkt liegt. Auh bei diesem Verfahren wird die Lokalität der Gauÿkurvenausgenutzt. Hierbei sollte man bedenken, dass ein neues Maximum nur dann entstehenkann, wenn der Koe�zient maÿgeblih verändert wurde. Diese Eigenshaft wird bei derSuhe der Maxima genutzt um den Raum der Suhe einzushränken.Zur Initialisierung wird dem Suhalgorithmus jene Basisfunktion übergeben, welhe dienähstliegende Basisfunktion zum neu eingegebenen Datenpunkt darstellt. Ausgehendvon dieser Basisfunktion werden nun Startrihtungen für die Maximumssuhe bestimmt.Die Startrihtungen zeigen in die Rihtung der benahbarten Basisfunktionen. Die eigent-lihe Maximumssuhe erfolgt über ein konjugiertes Gradientenverfahren (aus der C++Bibliothek der Numerial Reipes), dem diese Startrihtungen übergeben werden. Daskonjugierte Gradientenverfahren benötigt hierzu die Rihtungsableitung (siehe ??) undden Funktionswert an einer bestimmten Stelle. Anshlieÿend wird überprüft, ob das be-rehnete Maximum bereits gefunden wurde. Dies ist notwendig, da durh Hinzunahmeeines neuen Datenpunktes sowohl neue Maxima auftreten als auh alte Maxima ver-shwinden können. Die Kontrolle der Maxima erfolgt in zwei Shritten. Zuerst werdendie bereits gefundenen Maxima daraufhin überprüft, ob in diesem berehneten Bereih- ungefähr 2σ um die aktuelle Basisfunktion - ein Maximum gefunden wurde. Wenn dasder Fall ist, muss überprüft werden, ob dieses alte Maximum immer noh vorhanden ist.Nah dieser Kontrolle werden alle neu gefundenen Maxima auf Ähnlihkeit zu den altenMaxima untersuht. Wenn ein neu gefundenes Maximum in einem vorde�nierten Abstandzu einem bereits gefundenen Maximum liegt, wird das alte Maximum gelösht.Nahdem alle Datenpunkte eingegeben, relaxiert und die Maxima bestimmt wurden, lie-gen alle Informationen über die approximierte Q-Funktion vor, die man für das Reinfor-ement Learning benötigt.



KAPITEL 5. RADIALE-BASISFUNKTIONEN-NETZ (RBF-NETZ) 47Der folgende Pseudoode zeigt nohmals die Bestimmung der Maxima. �kGradient�steht im Pseudoode für konjugiertes Gradientenverfahren.Abb. 5.3: Pseudoode der MaximumssuheBerehnet für nähstliegende Bft Startposition für kGradientStratposition{ Berehne Startposition für jede benahbarte Basisfunktion}Starte mit diesem Positionen das k. Gradientüberprüfen Alt_Maxima:{ if(Alt_Maxima im akt. Bereih liegt){ überprüfe ob es noh vorhanden istif(niht){ löshe Atl_Maximum}}}überprüfe Neu_Maxima{ if(Neu_Maximum ähnlih zu Alt_maximum){ löshe Alt_Maximum}}
5.4 BeispielapproximationenZum Testen der Koe�zientenbestimmung und der Maximumssuhe wurden eine eindi-mensionale Sinusfunktion und eine zweidimensionale Sinus-Kosinusfunktion verwendet.Für die Approximation des eindimensionalen Sinus wurde ein Datensatz mit 100 Daten-punkten erzeugt. Der vorgegebene Bereih zur Approximation liegt zwishen
[−12, 5 : 12, 5]. Die eingegebenen Datenpunkte wurden aus einem Bereih zwishen
[13, 0 : 13, 0] genommen und ohne Raushen der Approximation zur Verfügung gestellt.Die Standardabweihung σ der Gauÿverteilung wurde auf 0, 5 gesetzt.
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a.) b.)Abbildung 5.1: Approximation einer Sinusfunktion In a.) wird die Approximation derSinusfunktion nah 20 Datenpunkten gezeigt. In b.) sieht man die abgeshlossene Approximation nah100 Datenpunkten.Abbildung 5.1 zeigt die Approximation nah der Eingabe von 20 Datenpunkten(a.) undnah der Eingabe von allen 100 Datenpunkten (b.). Die grünen Kreuze zeigen die ge-fundenen Maxima. An diesem Beispiel kann gezeigt werden, dass das RBF-Netz in derLage ist einen eindimensionalen Sinus ohne Fehler zu approximieren und alle Maxima zuermitteln.Zum Test im mehrdimensionalen Raum wurde die Approximation einer zweidimensiona-len Sinus-Kosinusfunktion vorgenommen:
f(x) = (cos(0, 5 · x1))(sin(0, 5 · x2)) (5.12)Die zweidimensionale Funktion wird auf einem Bereih von [−5, 0 : 5, 0] approximiert. Indiesem Bereih wurden 100 Datenpunkte erzeugt. Das RBF wurde auf einem Bereih von

[−5, 0 : 5, 0] de�niert und die Standardabweihung σ auf 0, 5 gesetzt.
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Abbildung 5.2: Approximation einer zweidimensionalen Sinus-KosinusfunktionHohdarstellung der Sinus-Kosinusfunktion. Die grünen Quadrate zeigen die berehneten Maxima derFunktion.Abbildung 5.2 zeigt die Höhendarstellung der approximierten Funktion. Die Bereihe, diemit einem grünen Rahmen gekennzeihnet sind, stellen die gefundenen Maxima dar.Wie diese Beispielapproximationen zeigen, kann das aufgestellte System diese Funktionapproximieren und alle Maxima bestimmen.5.5 Auswahl der MesspunkteFür die Approximationsgüte ist die Auswahl der Messpunkte von groÿer Bedeutung. Ausdiesem Grund wurde eine Analyse der Auswahl der Messpunkte durhgeführt. Nah T.Poggio & F. Girosi sollten die Messpunkte auf den Zentren der Basisfunktionen liegen[16℄.Um diesen Sahverhalt experimentell zu belegen, wurde die eindimensionale Funktion
f(x)t approximiert. Diese Funktion wurde von M.J.L. Orr [15℄ vorgeshlagen, da sie unter-shiedlihe Qualitäten aufweist, wie z.B. einen konstanten Bereih, ein globales Maximumund einen Sattelpunkt. Es handelt sih dabei um ein �Hermite�-Polynom:

f(x)t = 1 + γ · (1 − x + 2x2)e−ν·x2 (5.13)
γ = 2, 5

ν = 0, 5Dieses Polynom wurde in einem Bereih von [−8, 0 : 8, 0] mit Hilfe von 100 Datenpunktenapproximiert. Hierzu wurde auf die Datenpunkte ein normalverteiltes Raushen mit ei-ner Standardabweihung von 0,25 addiert. Drei untershiedlihe Fälle wurden untersuht.Bei der ersten Approximation wurden die Messpunkte zufällig im vorgesehenen Bereih



KAPITEL 5. RADIALE-BASISFUNKTIONEN-NETZ (RBF-NETZ) 50ausgewählt und dem RBF-Netz zur Verfügung gestellt. Im nähsten Fall wurden nur dieDatenpunkte, die genau zwishen den Zentren des RBF-Netzes liegen, gesammelt, bei derletzten Untersuhung lagen die Datenpunkte immer genau auf den Zentren der Basisfunk-tionen. Abbildung 5.3 zeigt die Approximation mit zufällig gewählten Messpunkten. Inden folgenden Abbildungen 5.3, 5.4, 5.5 werden die einzelnen Basisfunktionen (dünnereshwarze Gauÿkurven), die durh das RBF approximierte Funktion (grüne Funktion), dieUrsprungsfunktion f(x)x (rote Funktion) und die Datenpunkte (blau) dargestellt.

Abbildung 5.3: Approximation mit zufällig gewählten MesspunktenMan sieht in Abbildung 5.3, dass die Approximationsgüte vom Raushen der Daten undder Verteilung der Messpunkte abhängt. In den Bereihen, wo viele Messpunkte auftreten,ist das RBF in der Lage, die ursprünglihe Funktion zu approximieren. Wenn allerdingsnur wenige verraushte Datenpunkte in einem Bereih liegen, besitzt das RBF-Netz zuwenig Information über die Ursprungsfunktion.
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Abbildung 5.4: Approximation mit Messpunkten, die zwishen den Zentren lie-genAbbildung 5.4 zeigt die Approximation der Funktion mit Messpunkten, die genau zwi-shen den Zentren der Basisfunktionen liegen. Es fällt hierbei auf, dass die Approximationmit der gleihen Anzahl an Messpunkten wesentlih shlehter ist, als bei der Approxi-mation mit den zufällig gewählten Messpunkten. Ein Grund für diese shlehte Approxi-mationsgüte ist, dass eine Annäherung der zu approximierenden Funktion nur über dieWahl der Koe�zienten und somit die Höhe der einzelnen Gauÿkurven geshehen kann.Die Wahl eines Koe�zienten einer Basisfunktion ist abhängig von den Messpunkten, diein einem Bereih von 4σ um das Zentrum dieser Basisfunktion liegen. Wenn nun mehrereDatenpunkte mit untershiedlihen Werten im Abstand von σ, bezogen auf das Zentrumder Basisfunktion, zur Bestimmung des Koe�zienten genutzt werden, geht dies als Rau-shen in die Koe�zientenbestimmung ein. Dies führt dazu, dass die Koe�zienten sihshleht an die gegebenen Datenpunkte anpassen können.Den letzten untersuhten Fall stellt Abbildung 5.5 dar. Für diese Approximation wurdenausshlieÿlih Punkte verwendet, die genau auf den Zentren der Basisfunktionen lagen.Bei diesem Vorgehen ist die Approximationsgüte deutlih besser als bei den beiden vor-herigen Approximationen. Im Gegensatz zum vorhergehenden Fall liefert die Lage derDatenpunkte den höhsten Informationsgehalt zur Bestimmung der Koe�zienten, da dieMesspunkte die Wahl der Koe�zienten am genauesten beshreiben.
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Abbildung 5.5: Approximation mit Messpunkten, die auf den Zentren liegenAus diesen Ergebnissen kann man ableiten, dass die Messpunkte für eine Approximationdurh ein RBF-Netz im besten Fall auf den Zentren der Basisfunktionen liegen sollten, umzum einen eine gute Approximation zu erhalten und zum anderen die besten Vorausset-zungen für die Relaxation der Koe�zientenbestimmung zu sha�en. Bei der Verwendungdes RBF-Netzes beim Reinforement Learning Problem ist eine e�ziente Koe�zienten-bestimmung notwendig. Allerdings sind die gegebenen Messpunkte niht frei wählbar, dasih ein Messpunkt aus den Zuständen und den Aktionen des Agenten zusammensetzt.Die Zustände (ph
t ,p

p
t ,p

o
t ) sind durh die Bewegungsentsheidungen der einzelnen Naviga-tionsstrategien vorgegeben. Die Aktionen sind in der Lernphase, d.h. in der Phase, in derdie Q-Funktion approximiert wird, allerdings frei wählbar. Um die Approximationsgütezu verbessern, wurde festgelegt, dass nur Aktionen gewählt werden dürfen, die auf denZentren der Basisfunktion liegen.In einer weiteren Experimentreihe wurde analysiert, wie sih Raushen in Y-Rihtungund X-Rihtung der Datenpunkte, die auf den Zentren von Basisfunktionen liegen, aufdie Approximationsgüte und die Relaxationsgeshwindigkeit auswirkt. Dazu wurde eineFunktion approximiert, die als Datenpunkte stets die Werte 1 oder 0 erhalten hat. Durhdiese Wahl der Messpunkte soll ermittelt werden, ob das RBF-Netz in der Lage ist überden gegebenen Datenpunkten zu mitteln. Die Messpunkte werden hierbei zufällig auf0 oder 1 gesetzt. Die Fähigkeit der Mittelung ist entsheidend, da beim ReinforementLearning-Ansatz die Monte Carlo-Methode verwendet wird. Bei dieser Methode wird dererwartete Reward eines Zustands über Mittelung der erhaltenen Returnwerte dieses Zu-stands berehnet. Die Funktion wird auf einem Intervall von [0:50℄ approximiert. DieDatenpunkte liegen immer auf den Zentren der 25 Basisfunktionen. Jede Basisfunktionhat eine Standardabweihung von σ = 1, 0 und erhält zur Approximation 500 Datenpunk-te, somit ergibt sih eine Gesamtzahl von 12500 Datenpunkten. Es werden im Folgendennun drei Fälle betrahtet: zuerst der Fall, dass kein Raushen auf ein Datenpunkt addiertwird. Abbildung 5.6 zeigt in a.) die Approximation nah 1000 Datenpunkten und in b.)



KAPITEL 5. RADIALE-BASISFUNKTIONEN-NETZ (RBF-NETZ) 53das RBF-Netz nah 12500 Datenpunkten. Man sieht, dass das RBF-Netz in der Lageist die Datenpunkte zu mitteln. Nah 12500 Datenpunkten liegt der Funktionswert desRBF-Netzwerkes bei ungefähr 0,5.

a.) b.)Abbildung 5.6: Mittelung ohne RaushenIm nähsten Fall wird auf die Datenpunkte ein normalverteiltes Raushen in Y-Ahseaddiert. Hierbei werden nun Datenpunkte, die auf 1 gesetzt werden sollten, aus eineIntervall zwishen [0,8:1,0℄ ausgewählt und Datenpunkte, die den Wert Null erhaltensollten, aus einem Intervall von [0:0,3℄ gewählt. Abbildung 5.7 zeigt die Approximation ina.) nah 2000 Datenpunkten und in b.) nah 12500 Datenpunkten. Auh hier zeigt sih,dass das RBF-Netz in der Lage ist durh die Datenpunkte zu mitteln.

b.)a.) Abbildung 5.7: Mittelung mit Raushen in Y-Ahse



KAPITEL 5. RADIALE-BASISFUNKTIONEN-NETZ (RBF-NETZ) 54Zudem lässt sih feststellen, dass die Approximation der verraushten Daten genauso lan-ge benötigt wie ohne Raushen.Beim letzten Fall wird auf die Datenpunkte sowohl ein Raushen auf der Y-Ahse als auhein Raushen auf der X-Ahse addiert. Dies entspriht dem Fall, dass die Datenpunkteaus dem Zustands-Aktionsraum zwar bei der Wahl der Aktion auf den Zentren versho-ben wurden, aber der eingenommene Zustand, der durh die Bewegungsentsheidungder Navigationsstrategie vorgegeben ist, beibehalten wurde. Somit liegen die Messpunkteniht auf den Zentren der Basisfunktionen. Abbildung 5.8 zeigt deutlih, dass das RBF-Netzwerk nah 12500 Datenpunkten noh niht konvergiert ist und somit noh keineMittelung der Datenpunkte erreiht hat. Zudem dauert die Relaxation 0,7 mal länger alsbei den bisher vorgestellten Beispielen.

a.) b.)Abbildung 5.8: Mittelung mit Raushen auf X- und Y-AhseDieses letzte Beispiel zeigt deutlih, wie entsheidend die Lage der Messpunkte für dieApproximationsgüte und Relaxationsgeshwindigkeit ist. Aus diesem Grund werden beider Approximation der Q-Funktion die Messpunkte quantisiert, was bedeutet, dass deraktuelle Zustand auf die nähstliegende Basisfunktion abgebildet wird und so in die Rela-xation eingeht. Durh diese Quantisierung erhält man zwar einen Approximationsfehler,allerdings ist die Approximationsgüte verbessert und die benötigte Rehenzeit der Rela-xation geringer.



Kapitel 6Lernexperiment und ErgebnisseIn diesem Kapitel wird das Lernexperiment vorgestellt, mit dem der Ansatz zur Integra-tion lokaler Navigationsstrategien getestet wird. Wie in Kapitel 4 ausgeführt, wird dasLernexperiment in eine Lern- und eine Verhaltensphase eingeteilt. In der Lernphase erhältder Agent die Möglihkeit Erfahrungen über seine Umgebung zu sammeln. Diese Erfah-rungen werden dann in Form der Q-Funktion gespeihert. Hierzu wird die Q-Funktiondurh ein RBF approximiert, da sowohl der Zustandsraum als auh der Aktionsraum kon-tinuierlih sind. Die Einstellung des RBF erfordert bei dieser hohdimensionalen Funk-tionsapproximation eine sorgfältige und e�ziente Implementierung. Aus diesem Grundewerden Veränderungen des RBF-Netzes ausgeführt, die vor allem die Auswahl der Mes-spunkte und die Maximumssuhe betre�en.In der Verhaltensphase wird nun das erworbene Wissen genutzt um das Verhalten desAgenten zu bestimmen. Die verwendetet Strategie π entspriht dabei einer so genannten�greedy poliy�, d.h. es werden nur Aktionen ausgewählt, die das Maxima der Q-Funktionin einem Zustand darstellen und somit die höhste Erfolgswahrsheinlihkeit besitzen.Zum Abshluss dieses Kapitels werden die Ergebnisse besprohen. Hierbei wird anhandvon drei Trajektorien gezeigt, welhe Entsheidungsstrategie der Roboter in der Lernpha-se gelernt hat.6.1 Simulationsumgebung und RoboterSimulationsumgebung: Bei der Simulationsumgebung handelt es sih um eine 9 qmgroÿe Arena, in der sih der Roboter aufhält. Die Form der Arena ist quadratish. In derArena be�nden sih Hindernisse, die als konvexe Polygone dargestellt sind. Die Hinder-nisse haben einen zufällig gewählten Grauwert, die Arenawände sind weiÿ. Die Farbwertewerden zur Simulation des aktuellen Panoramabildes verwendet. Weiterhin werden vierIR-Sensoren simuliert, so dass Hindernisse und die Arenawände der Umgebung detektiertwerden können [10℄. Abbildung 6.1 zeigt die Benutzerober�ähe der Simulationsumge-bung. Diese ist aufgeteilt in �Environment Map�, die Darstellung der aktuellen Umge-bung, in der der Roboter fährt. Der Roboter wird hier als ein blauer Kreis dargestellt.Die rote Linie markiert seine Ausrihtung (Fahrtrihtung/Heading). Der Bereih �Views�55



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 56zeigt das aktuelle Kamerabild der Panoramakamera. Über den �Control �-Bereih kanndie Simulation mit dem start/stop Shalter aktiviert oder beendet werden. Die anderenShalter werden in dieser Simulation niht verwendet. Über �Sale� kann man die Gröÿeder abgebildeten Simulationsumgebung verändern (Zoom). Durh die Shalter im Bereih�Robot� ist der Benutzer in der Lage den Roboter manuell zu bewegen.

Abbildung 6.1: SimulationsumgebungRoboter: In der Simulation wird ein virtueller Roboter verwendet. Das reale Vorbildist der Khepera Miniatur Roboter (K-Team). Die Basisausstattung des realen Kheperaumfasst aht IR-Sensoren. Der Roboter wird über zwei Räder mit Shrittmotoren an-getrieben. Zusätzlih wurde eine Panoramakamera, entwikelt von Matthias Franz [8℄,simuliert. Der simulierte Roboter wurde so gestaltet, dass die Ansteuerung vom realenRoboter übernommen werden konnte [10℄. Hierzu muss der Antrieb über zwei Räder mitShrittmotor simuliert werden. Jedes Rad wird dabei um einen diskreten Wert bewegt.Durh das Zählen der Radstände kann der Roboter seine Eigenbewegung berehnen, wasdie Basis der Odometrie darstellt.Der simulierte Roboter verfügt über vier Infrarotsensoren. Dadurh ist der Roboter inder Lage möglihe Hindernisse zu detektieren und mit Hilfe der Hindernisvermeidung zuumfahren. Sie sind am Roboter vorne und hinten und an beiden Seiten angebraht.Die virtuelle Kamera wurde nah dem Vorbild der Panoramakamera von Matthias Franz[8℄ aufgebaut. Mit Hilfe eines Traing-Algorithmus wird die virtuelle Aufnahme des Hori-zontbildes modelliert. Hierzu werden 360 radiale Strahlen mit unendliher Länge erzeugt.Jedem Strahl wird der Farbwert zugeordnet, den das nähststehende Objekt aufweist,das von dem Strahl geshnitten wird. Die Objekte der Simulationsumgebung haben einenFarbwert zwishen weiÿ (Arenawände) und Dunkelgrau (Hindernis). Durh diesen Algo-rithmus wird ein ein 72 Pixel-Panoramabild erzeugt. Mit Hilfe dieses Panoramabildes istes möglih das visuelle Homing für die Navigation zu nutzen.



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 576.2 Reinforement Learning-ProblemDas Reinforement Learning-Problem wird analog zu Kapitel 4 formuliert. In diesemAbshnitt soll die Anpassung und Parameterwahl auf das Lernexperiment ausgeführtwerden.Belohnung & Rewardfunktion Erreiht der Agent seinen Zielort in einer vorgege-benen Zeit von 15 Zeitshritten, erhält er eine Belohnung (rt = 1, 0), ansonsten erhält ereine Bestrafung von rt = −0, 015.
rt =

{

1, 0 ,wenn Ziel erreiht
−0, 015 ,sonst (6.1)Durh die Bestrafung wird die Rewardfunktion für eine Sequenz hyperbelförmig. Würdediese Bestrafung niht erfolgen, hätte die Rewardfunktion für einen erfolgreihen Durh-lauf die Form einer Boxfunktion. Dies ist für die Approximation der Q-Funktion hinder-lih, da das RBF-Netz niht ohne weiteres in der Lage ist konstante Bereihe mit niedrigerVarianz zu approximieren. Der Grund hierfür ist, dass das RBF-Netz durh eine Line-arkombination aus Gauÿkurven dargestellt ist, die keine konstanten Bereihe darstellenkönnen.Durh die gegebenen Returns kann nun der Reward eines Zustands-Aktionspaares einerSequenz berehnet werden. Bei der durhgeführten Lernaufgabe wurde die �DisountingRate� γ = 0, 9 gesetzt.
R(s,a) =

T∑

k=0

γkrt+k+1 (6.2)Zustands-Aktionsraum Um die Komplexität des aufgestellten Systems so minimalwie möglih zu gestalten, wurden zwei Zustandsdimensionen, die Distanz des visuellenHomings dh
t und die Distanz der Hindernisvermeidung do

t , niht in das System über-nommen. Die Wahl �el auf diese beiden Dimensionen, da zum einen die Distanz derHindernisvermeidung randomisiert gewählt wird und somit keine Information für das Sy-stem liefert. Zum anderen ist die Distanz des visuellen Homings sehr fehleranfällig. DerZustandsraum ist wie folgt de�niert:
• ρh

t = vorgeshlagene Rihtungsentsheidung des visuellen Homings
• ρ

p
t = vorgeshlagene Rihtungsentsheidung der Wegintegration

• d
p
t = vorgeshlagene Distanz der Wegintegration

• ρo
t = vorgeshlagene Rihtungsentsheidung der Hindernisvermeidung

• t = ZeitshrittDer Aktionsraum wird über die α und β Werte gebildet. Somit ergibt sih ein sieben-dimensionaler Zustands-Aktionsraum.



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 58Gewihtung der Navigationsstrategien Über die Gewihtung der einzelnen Na-vigationsstrategien wird die Bewegungsentsheidung des Roboters für jeden Zeitshrittneu berehnet. In diesem Aufbau wird die Distanz dm
t des integrierten Bewegungsvektors

pm
t = (ρm

t , dm
t ) vorgegeben, die Länge eines einzelnen Shrittes beträgt 2 m. Die Rotation

ρm
t des Bewegungsvektors pm

t wird über die Gewihtung der Strategien festgelegt:
ρm

t = αρh
t + βρ

p
t + (1 − α − β)ρo

t (6.3)Je nah Setzung von α und β gehen die Rihtungsentsheidungen ρx
t untershiedlih starkin die Bewegungsentsheidung des Roboters ein. Die α und β Werte sind die Aktionen,die der Agent in jedem Zustand wählen kann. In der Lernphase werden α und β zufälliggewählt. In der Verhaltensphase werden die α und β Werte über die Q-Funktion bestimmt.Sie stellen das Maxima der Q-Funktion des aktuellen Zustands dar.Lernaufgabe In diesem Lernexperiment hat der Roboter die Aufgabe zu einem Ziel-punkt zurükzukehren. Hierzu wird der Roboter an einen Ort in der Umgebung gesetzt,maht dort mit der Panoramakamera eine Aufnahme der Umgebung und aktualisiertseinen Wegintegrator. Danah wird er 28 m in eine zufällig ausgewählte Rihtung weg-gefahren. Abbildung 6.2 zeigt diese Aufgabenstellung. Das rote Kreuz markiert den Start-punkt, der gleihzeitig den Zielort der Heim�ndung darstellt. Der rote Kreis hat ungefähreinen Radius von 28 m und zeigt die Distanz, über die der Roboter wieder heim�ndenmuss.

Abbildung 6.2: Simulationsumgebung



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 596.3 Einstellung des RBFDie Approximation der Q-Funktion erfolgt durh ein RBF-Netz. Als erstes muss der zuapproximierende Bereih de�niert werden, des weiteren muss die Standardabweihung
σ der einzelnen Gauÿkurven festgelegt werden. Aus E�zienzgründen wurde zudem ei-ne spezielle Messpunktauswahl implementiert und die Maximumssuhe speziell für dieseProblemstellung verbessert.6.3.1 Skalierung des Zustands-AktionsraumesDer Bereih, in dem das RBF de�niert werden soll, ist durh den Zustands-Aktionsraumfestgelegt. Die einzelnen Dimensionen des Zustands-Aktionsraumes stellen gleihzeitig dieDimensionen des RBF dar. Allerdings sind die einzelnen Dimensionen in untershiedlihgroÿen Bereihen de�niert. Die Rotationen ρt sind als Winkel in Bogenmaÿ de�niert. Siesind im Bereih von −π bis π angegeben. Die Distanz d

p
t der Wegintegration ist im Be-reih von 0 bis 5 m de�niert. Die Zeit t hängt von der benötigen Zeit des Agenten fürdie gefahrene Sequenz ab und ist durh die Zeitgrenze zwishen 0 und 15 Zeitshritteneingegrenzt. Die α und β Werte liegen zwishen [0 : 1]. Durh diese untershiedlih groÿenBereihe der Dimensionen ist es notwendig eine Skalierung der Dimensionswerte vorzu-nehmen, so dass die einzelnen Dimensionen auf gleihgroÿe Bereihe abgebildet werdenkönnen. Hierzu werden die einzelnen Dimensionen so transformiert, dass alle Dimensionenin ein Intervall von [0 : 10] fallen.6.3.2 ParametereinstellungDie Gröÿe der einzelnen Gauÿkurven, die die Basisfunktionen des verwendeten RBF dar-stellen, ist abhängig von der Einstellung der Standardabweihung σ. Bei dieser Anwen-dung des RBF ist σ auf 1,0 gesetzt worden. Der Überlapp der einzelnen Basisfunktionenwurde auf σ festgelegt. Durh die Wahl des σ-Wertes und die De�nition des Überlapps istzugleih die Anzahl der Basisfunktionen festgelegt. Das verwendete RBF wird mit einerAnzahl von 78125 Basisfunktionen initialisiert, was bedeutet, dass jede Dimension durhfünf Basisfunktionen abgetastet wird.6.3.3 MesspunktauswahlDie Wahl der Messpunktorte ist entsheidend für die Qualität der Approximation (siehe5.5). Zudem ist die Lage der Messpunkte auh ein maÿgebliher Faktor, wie viel Zeitbenötigt wird, die Koe�zienten durh das Relaxationsverfahren zu bestimmen. Bei denersten Versuhen wurde festgestellt, dass das Relaxationsverfahren, wenn die Messpunkteniht auf den Zentren der einzelnen Basisfunktionen liegen, im Vergleih zu dem Fall, dassdie Messpunkte auf den Zentren liegen, 0,7 mal mehr Rehenzeit benötigt. Dies wurdebei der Wahl der Lage der Messpunkte berüksihtigt.Ein Messpunkt wird in diesem Ansatz durh die gegebenen Zustandsparameter und dieWahl der Aktion beshrieben. Die gegebenen Zustandsvariablen sind durh die lokalen



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 60Navigationsstrategien bestimmt. Je nah Situation shlägt jede Strategie einen Bewe-gungsvektor vor. Die Zustände setzen sih aus den Rotationsentsheidungen (ρh
t , ρ

p
t , ρ

o
t )und der Distanzentsheidung (dp

t ) zusammen. Zudem wird der jeweilige Zeitshritt in dieZustandsmenge aufgenommen. Die Aktionen können in der Lernphase, in der die Appro-ximation der Q-Funktion erfolgt, frei gewählt werden. Da die Messpunkte auf den Zentrender Basisfunktionen liegen sollten, werden die Aktionen zuerst zufällig bestimmt und an-shlieÿend überprüft, welhe Basisfunktion zu diesem Messpunkt (Zustand + Aktion) amnähsten liegt. Das Zentrum der nähstliegende Basisfunktion bestimmt so die Wahl derAktion (α und β). Die Lage der Messpunkte wird quantisiert, d.h. sie werden auf dienähstliegende Basisfunktion geshoben. Dadurh wird erreiht, dass jeder Datenpunkt,der in die Relaxation ein�ieÿt, auf dem Zentrum einer Basisfunktion liegt. Zwar kommt esdurh dieses Vorgehen zu Messungenauigkeiten, aber die Ungenauigkeit ist akzeptabel, dadiese Anwendung keine sehr gute Approximation der Q-Funktion benötigt. Entsheiden-der ist, dass zum einem die Relaxation in annehmbarer Zeit terminiert und zum andereneine gute Mittelung der Datenpunkte erfolgen muss. Dies ist durh die Quantisierung derMesspunkte möglih (siehe 5.5).6.3.4 Einshränkung der MaximumssuheDie Suhe der Maxima stellt in einem siebendimensionalen Raum eine zeitaufwendigeProzedur dar. Die Maxima der approximierten Q-Funktion repräsentieren die Zustands-Aktionspaare, die in der Lernphase die höhste Wahrsheinlihkeit zeigten, dass die Heim-�ndungsaugabe erfolgreih gelöst wurde. In der Verhaltensphase wird nun das gewonneneWissen genutzt um in der jeweiligen Situation die Aktion zu wählen, die am wahrshein-lihsten zum Erfolg führt. Hierfür muss für einen Zustand (ρh
t , ρ

p
t , d

p
t , ρ

o
t , t) die Aktion(α, β) bestimmt werden, die das Maximum für diesen Zustand darstellt. Um die Maximazu bestimmen wird die vorgestellte Maximumssuhe (siehe 5.3) verwendet. Anders als in5.3 vorgestellt, wird nun die Maximumssuhe von der Relaxation abgetrennt, da nihtalle Maxima der approximierten Q-Funktion benötigt werden und es somit e�zienter istnur die notwendigen Maxima zu bestimmen. Da allerdings der Zustand durh die Navi-gationsstrategien shon vorgegeben ist, werden diese Parameter in der Maximumssuheniht mit optimiert und die Maximumssuhe erfolgt somit nur in einem Unterraum desaufgespannten Zustands-Aktionsraumes. Dieser Unterraum ist durh den gegebenen Zu-stand de�niert und besitzt nur α und β als freie Parameter. Aus diesem Grund wirdaus der Maximumssuhe im siebendimensionalen Raum eine Suhe im zweidimensiona-len Unterraum. Durh dieses Vorgehen kann die Maximumssuhe wesentlih e�zientererfolgen. Das gefundene Maximum stellt nun die α und β Werte dar, welhe die höhsteWahrsheinlihkeit besitzen zu einer erfolgreihen Heim�ndung zu führen. Falls für dengegebenen Zustand (ρh

t , ρ
p
t , d

p
t , ρ

o
t , t) kein Maximum gefunden wird, da zum Beispiel in derLernphase keine Information über diesen Zustand gesammelt wurde, werden die α und βWerte zufällig gewählt.



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 616.4 LernphaseIn der Lernphase soll der Agent lernen, wie er sih in einer gegebenen Situation (ρh
t , ρ

p
t , d

p
t , ρ

o
t , t)für welhe Aktion (α und β) entsheiden soll. Das Lernen erfolgt über die Erfahrungendes Agenten, die er in der Lernphase sammelt. Die Lernphase ist dabei in 10 Episo-den aufgeteilt. In jeder Episode maht der Roboter eine Aufnahme seines Startpunktesund aktualisiert seinen Wegintegrator. Danah wird der Roboter 28 m in eine zufälligeRihtung weggefahren. In der Heim�ndungsphase versuht der Roboter seinen Zielpunktwieder zu erreihen. Während der Lernphase werden in jedem Zustand die Aktionen zu-fällig gewählt (6.3.3). Für jedes Zustands-Aktionspaar erhält der Agent einen Returnwert

rt. Nah jedem Durhlauf wird die approximierte Q-Funktion aktualisiert. Ist die Rela-xation abgeshlossen, kann der nähste Durhgang gestartet werden. Abbildung 6.3 zeigtshematish den Ablauf der Lernphase.

Abbildung 6.3: Shematishe Darstellung der Lernphase



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 626.5 VerhaltensphaseIn der Verhaltensphase (siehe 4.2.2) wendet der Agent sein gewonnenes Wissen aus derLernphase an. Abgesehen vom Strategiewehsel (�poliy�) ist die Verhaltensphase mit derLernphase identish. Bei der Heim�ndung nutzt der Agent nun sein in der Lernphaseerlangtes Wissen. Deshalb wird in jedem Zustand das Maximum der Q-Funktion fürdiesen Zustand bestimmt (siehe 6.3.4). Die verwendete Strategie in der Verhaltensphaseentspriht der �greedy poliy�:
π(s,a) = arg max

a
Q(s,a) (6.4)Abbildung 6.4 zeigt den shematishen Ablauf der Verhaltensphase.

Abbildung 6.4: Shematishe Darstellung der Verhaltensphase



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 636.6 ErgebnisseNah der Lernphase, in der die Entsheidung (Wahl von α und β) zufällig getro�en wur-de, wird nun in der Verhaltensphase überprüft, welhe Entsheidungsstrategie der Agentgelernt hat. Sowohl in der Lern- als auh in der Verhaltensphase werden 10 Durhläufeausgeführt. Der Ablauf in Lern- und Verhaltensphase ist identish. In der Heim�ndungs-phase der Verhaltensphase bestimmt der Agent nun die α und β Werte (die Aktionen)über die in der Lernphase approximierte Q-Funktion. Das Maximum der Q-Funktion zumaktuellen Zustand (s = ρh
t , ρ

p
t , d

p
t , ρ

o
t , t) geben die Aktionen α und β an.

π(s,a) = arg max
a

Q(s,a) (6.5)Anhand von drei beispielhaften Trajektorien soll nun dargestellt werden, welhe Stra-tegie π(s,a) der Agent gelernt hat. Eine Trajektorie zeigt den Weg, den der Agent inder Heim�ndungsphase zurükgelegt hat. Jeder Zeitpunkt, an dem der Agent α und βneu bestimmen muss, wird nun im folgenden Entsheidungspunkt genannt. Nah der Be-rehnung der α und β Werte folgt der Roboter seinem berehneten Bewegungsvektor
pm

t = (ρm
t , dm

t ), wobei dm
t = 2cm ist. Die Rotation ρm

t ergibt sih aus der gewihtetenSumme der Rotationen der Navigationsstrategien:
ρm

t = αρh
t + βρ

p
t + (1 − α − β)ρo

t (6.6)Alle Rotationen werden egozentrish, d.h. bezogen auf das aktuelle Heading des Roboters,angegeben. In den Abbildungen 6.5, 6.7, 6.9 werden durh Pfeile die Rotationsanteile dereinzelnen Navigationsstrategien, die Bewegungsentsheidung und die Ausrihtung (Hea-ding) des Roboters dargestellt:
• shwarz gestrihelter Pfeil = aktuelles Heading des Roboters
• roter Pfeil = Rotation ρh

t des visuellen Homings
• grüner Pfeil = Rotation ρ

p
t der Wegintegration

• blauer Pfeil = Rotation ρo
t der Hindernisvermeidung

• oranger Pfeil = Rotation ρm
t der BewegungsentsheidungGrüne Kreuze kennzeihnen die Entsheidungspunkte, an welhen der Roboter α und βneu bestimmt hat. Die Trajektorie selbst ist rot dargestellt.Abbildung 6.5 zeigt die Trajektorie der ersten Episode. Der Roboter beginnt seine Heim-�ndungsphase am Punkt (29,5;-5,5). Im Punkt (7,5;1,2) endet die Trajektorie, da derRoboter seinen Zielpunkt erreiht hat. Exemplarish wird an vier Entsheidungspunk-ten gezeigt, wie sih die berehnete Bewegungsentsheidung zusammensetzt. Im erstenEntsheidungspunkt auf der Trajektorie wurden α = 0, 3 und β = 0, 1 gesetzt. Die Aus-rihtung des Roboters ist bezüglih des Startpunktes genau um 180◦ gedreht, da er vondiesem Ort am Anfang des Durhlaufs weggefahren wurde und sih währenddessen niht



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 64gedreht hat. Wie man sieht, zeigt die Rotation der Wegintegration, in grün dargestellt,in Rihtung (ρp
t = -180◦) des Zielpunktes. Alle anderen Rotationen liegen bei Null undzeigen somit in die Rihtung des aktuellen Headings. Durh die vorgegebene Gewih-tung ergibt sih daher die Rotation ρm

1 = −18◦. Durh diese niedrige Gewihtung derWegintegration vollzieht der Roboter keine komplette Drehung auf seinen aktuellen Ziel-punkt hin. Erst im nähsten Entsheidungspunkt dreht sih der Roboter so, dass seineAusrihtung zum Zielpunkt zeigt. In allen folgenden Entsheidungspunkten stimmt dieAusrihtung des Roboters mit der Rihtung des Zielpunktes überein. Aus diesem Grundliefern alle Navigationsstrategien den Rotationswert Null. Der Rotationsanteil der Hin-dernisvermeidung liefert, wie auh in den folgenden Trajektorien, immer den Wert Null,da bei allen Durhläufen kein Hindernis detektiert wurde. Selbst wenn der Roboter einHindernis detektieren würde, könnte er niht darauf reagieren, da während der Lernphasenie ein Hindernis aufgetauht ist.

Abbildung 6.5: Beispieltrajektorie 1:Die Abbildungen 6.6, 6.8, 6.10 zeigen den zeitlihen Verlauf von α und β für die einzelnenDurhläufe. Auf der X-Ahse ist die Zeit angegeben, auf der Y-Ahse sind die α und βWerte dargestellt. Die Hindernisvermeidung ergibt sih hierbei aus γ = 1 − α − β.Abbildung 6.6 zeigt die Gewihtung der einzelnen Navigationsstrategien für den erstenDurhlauf.
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Abbildung 6.6: Gewihtung der Navigationsstrategien der Trajektorie 1Man sieht in Abbildung 6.6 deutlih, dass β meist höher ist als α, was zur Folge hat,dass der Roboter die Wegintegration gegenüber dem visuellen Homing wesentlih stärkergewihtet. Nur in zwei von 15 Entsheidungspunkten (im ersten und im vierzehnten) wardie Gewihtung des visuellen Homings höher.In der zweiten Episode lief der Roboter in der Heim�ndungsphase die Trajektorie ausAbbildung 6.7. Au�ällig bei dieser Trajektorie ist, dass sie sehr geradlinig zum Zielpunktzurükführt. Dies tri�t auh auf die niht gezeigten Trajektorien zu. Der Anfangspunktliegt bei diesem Durhlauf bei (29,5;19,5), der Zielpunkt bei (0;7,9). Im ersten Entshei-dungspunkt wird die Wegintegration mit β = 0, 9 gewihtet. Die Rihtungsentsheidungder Wegintegration beträgt ρ
p
1 = −180◦. Das visuelle Homing liefert einen Wert von

ρh
1 = 150◦. Durh die Gewihtung ergibt sih eine Rotation von ρm

1 = −147◦. In denfolgenden Entsheidungspunkten wird die Wegintegration immer höher gewihtet als dasvisuelle Homing β > α. Erst im 13. Entsheidungspunkt erfolgt ein Wehsel in der Ge-wihtung. In diesem Entsheidungspunkt wird das visuelle Homing mit α = 0, 7 gewihtetund die Wegintegration mit β = 0, 3. Das visuelle Homing zeigt dabei eine vorgeshlageneRotation von ρh
13 = −30◦ und die Wegintegration von ρ

p
13 = −6◦. Daraus ergibt sih dieRotation von ρm

13 = −22, 8◦. Im 13. und im letzten Entsheidungspunkt wird die Wegin-tegration wieder höher gewihtet als das visuelle Homing.
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Abbildung 6.7: Beispieltrajektorie 2Die Hindernisvermeidung liefert während der gesamten Trajektorie den Rotationswert
ρo

t = 0, da kein Hindernis auf dem Weg detektiert wurde.Abbildung 6.8 stellt den zeitlihen Verlauf der Gewihtung der Navigationsstrategien fürden zweiten Durhlauf dar. Auh bei dieser Trajektorie zeigt sih, dass die Wegintegrationdeutlih höher gewihtet wurde als das visuelle Homing (β > α). Nur im Entsheidungs-punkt 13 wurde das visuelle Homing höher gewihtet als die Wegintegration.

Abbildung 6.8: Gewihtung der Navigationsstrategien der Trajektorie 2



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 67Bei der letzten Trajektorie der Verhaltensphase lag der Startpunkt der Heim�ndungs-phase bei Punkt (19,5;12). Der Zielort befand sih an Punkt (7,5;13). Exemplarish sindin Abbildung 6.9 nun vier Entsheidungspunkte dieser Trajektorie shematish darge-stellt. Auh in dieser Trajektorie wurde auf der Fahrt kein Hindernis detektiert, somitliefert die Hindernisvermeidung während des Durhlaufs immer den Wert ρo
t = 0◦. Im er-sten Entsheidungspunkt liegt die Gewihtung der Naviationsstrategien bei α = 0, 1 und

β = 0, 7. Sowohl die Rihtungsentsheidung der Wegintegration als auh die des visuel-len Homings zeigen in Rihtung des Zielpunktes. In diesem Entsheidungspunkt liefertdie Wegintegration den Wert ρ
p
1 = 180◦ und das visuelle Homing ρh

1 = 164◦. Über diegesetzte Gewihtung ergibt sih eine Rihtungsentsheidung von ρm
1 = 142◦. Im zweitenEntsheidungspunkt werden sowohl die Wegintegration als auh das visuelle Homing mit

α = β = 0, 3 gewihtet. Der Rotationsanteil der Wegintegration beträgt ρ
p
2 = 40◦. Dasvisuelle Homing shlägt eine Rotation von ρh

2 = 30◦ vor. In der durhgeführten Bewegunglag der Rotationsanteil bei ρm
2 = 21◦. Nah diesem Entsheidungspunkt wurde die We-gintegration bis zum Entsheidungspunkt 12 höher gewihtet als das visuelle Homing. ImEntsheidungpunkt 12 wurde das visuelle Homing mit α = 0, 63 und die Wegintegrationmit β = 0, 3 gewihtet. Das visuelle Homing gibt an diesem Ort eine Rihtungsentshei-dung von ρh

12 = −15◦. Der Rotationsanteil der Wegintegration beträgt ρ
p
12 = 5◦. Somitergibt sih für den Entsheidungspunkt 12 eine Rotation von ρm

12 = 7, 95◦. Nah diesemEntsheidungspunkt erfolgt wieder eine höhere Gewihtung der Wegintegration. Im 13.Entsheidungspunkt liegt die Gewihtung der Wegintegration bei β = 0, 9, das visuelleHoming wird mit α = 0, 1 gewihtet. Diese Gewihtung wird bis zum Ende des Durhlaufsbeibehalten.

Abbildung 6.9: Beispieltrajektorie 10



KAPITEL 6. LERNEXPERIMENT UND ERGEBNISSE 68Abbildung 6.10 zeigt den zeitlihen Verlauf von α und β für die 10. Episode.

Abbildung 6.10: Gewihtung der Navigationsstrategien der Trajektorie 10Auh in diesem Durhlauf (6.10) zeigt sih deutlih, dass die Wegintegration höher ge-wihtet wurde als das visuelle Homing. Nur zwei Mal wurde das visuelle Homing höhergewihtet als die Wegintegration. Diese geshah im 2. und im 12. Entsheidungspunkt.Nah der Untersuhung der gefahrenen Trajektorien kann man sagen, dass der Roboterin der Lernphase eine Gewihtung der Navigationsstrategien gelernt hat, da in jedemEntsheidungsshritt ein Maximum der Q-Funktion für den aktuellen Zustand gefundenwurde. Auh wurde bei den Untersuhungen deutlih, dass die eingenommenen Zuständein der Heim�ndungphase sehr ähnlih waren, da oft bereits gefundene Maxima aus denvorherigen Durhläufen in den folgenden Trajektorien verwendet wurden. Zudem zeigtesih in der Verhaltensphase, dass die Wegintegration in der Regel höher gewihtet wurdeals das visuelle Homing. Über die Hindernisvermeidung kann mit diesen Ergebnissen kei-ne Aussage gemaht werden, da in keinem Durhlauf der Roboter ein Hindernis detektierthat und deshalb die Rihtungsentsheidung dieser Navigationsstrategie immer ρo
t = 0◦war.



Kapitel 7Diskussion und Ausblik
7.1 DiskussionDurh die vorgestellten Ergebnisse konnte gezeigt werden, dass der Roboter in der Lern-phase die Gewihtung der Navigationsstrategien gelernt hat. Allerdings ist hinter derGewihtung der Navigationsstrategien noh keine klare Strategie erkennbar. Was mansagen kann, ist dass die Wegintegration fast immer höher gewihtet wurde (β > α). DerGrund für diese hohe Gewihtung der Wegintegration könnte sein, dass in der bisheri-gen Simulationsumgebung kein Raushen auf die Sensoren gelegt wurde. Somit zeigt derdurh die Wegintegration berehnete Heimvektor immer präzise zum Zielpunkt zurük.Zudem ist ansheinend die Distanz von 28 m zwishen Start- und Zielpunkt zu geringgewählt, so dass der Roboter sih sehr häu�g noh im Fangbereih C (siehe 3.1.1.1) desZielpunktes befand. Dies zeigt sih dadurh, dass das visuelle Homing shon am Anfangder Trajektorie in Rihtung des Zielpunktes zeigt. Dies kann nur der Fall sein, wenn derRoboter sih shon im Fangbereih des Zielpunktes be�ndet. Wenn allerdings sowohl dasvisuelle Homing als auh die Wegintegration in die Rihtung des Zielpunktes weisen, istdie Gewihtung zwishen der Wegintegration und dem visuellen Homing niht entshei-dend.Die Hindernisvermeidung war in allen Durhläufen niht aktiv, somit kann mit denvorliegenden Ergebnissen keine Aussage über die Gewihtung der Hindernisvermeidunggemaht werden. Allerdings stellt sih die Frage, aus welhem Grund die Gewihtungder Wegintegration gegenüber dem visuellen Homing sih niht immer auf 1 summierte(α+β < 1). Das sollte nur der Fall sein, wenn die Hindernisvermeidung in diesem Augen-blik aktiv wäre. Ein Grund dafür könnte sein, dass in der Lernphase über das betro�eneZustands-Aktionspaar noh niht ausreihend Information gesammelt wurde, und so einGeneralisierungsfehler für dieses Zustands-Aktionspaar in der Q-Funktion vorliegt. Einanderer Grund für die Untershätzung der Gewihtung von Wegintegration und visuel-lem Homing könnte sih auf Approximationsfehler an den Randbereihen zurükführenlassen. Es ist bekannt, dass die Approximation von Randpunkten für ein RBF-Netz nihtsehr präzise ist . Durh die Skalierung der einzelnen Zustandsdimensionen wurden dieRotationswinkel −180◦ und 180◦ auf die Ränder des RBFs Bereihes geshoben. Genau69



KAPITEL 7. DISKUSSION UND AUSBLICK 70für diese Zustände trate oft eine geringere Gewihtung der Wegintegration und des visu-ellen Homings ein. Eine einfahe Lösung dieses Problems wäre, das Koordinatensystemfür diese Dimension periodish zu wählen. Eine weitere Möglihkeit diese Fehlerquelleauszushlieÿen wäre die Verwendung von normalisierten RBF-Netzen zur Approximationder Q-Funktion . Diese spezielle Art von RBF-Netzwerken hat den Vorteil, dass sie einewesentlih glattere Q-Funktion approximieren könnte und zudem kaum Randproblemeaufweist. . Ein normalisiertes RBF-Netz (NRBF) ist wie folgt de�niert:
NRBFj(x) = cj

φj(x)
∑N

i=0 φi(x)
(7.1)Abshlieÿend kann man sagen, dass durh die Ergebnisse gezeigt werden konnte, dassder Agent durh den vorgestellten Ansatz in der Lage ist die Gewihtung der Navigati-onsstrategie situations- und zeitabhängig zu wählen. Allerdings müssen für die genauereAnalyse des Lernverfahrens noh weitere Experimente durhgeführt werden, bei denendie Entfernung zwishen Start- und Zielpunkt gröÿer gewählt und ein Raushen auf dieSensoren gelegt wird.Approximation im Reinforement Learning Die Approximation der Q-Funktionwird im Reinforement Learning immer unabdingbarer, da die wenigsten Kontrollauf-gaben für einen realen Roboter sih in einem diskreten Raum beshreiben lassen. EineMöglihkeit wäre den kontinuierlihen Zustands-Aktionsraum zu diskretisieren. Allerdingsbesteht durh eine shlehte Diskretisierung die Gefahr wihtige Zustände zu versteken.Ein Zustand ist verstekt, wenn er nah der Diskretisierung gemeinsam mit anderen Zu-ständen repräsentiert wird, obwohl diese Zustände niht äquivalent sind. Folglih kanndurh eine Diskretisierung wihtige Information über das System verloren gehen und so-mit die optimale Q-Funktion niht bestimmt werden [17℄. Wenn die Diskretisierung denRaum zu genau abtastet, verliert das System die Fähigkeit zu Generalisieren [17℄. DerHauptgrund, der gegen eine Diskretisierung spriht ist, dass gerade in multidimensiona-len Räumen die Anzahl der durh die Diskretisierung entstandenen Zustände exponentiellmit der Anzahl der Dimensionen ansteigt. Somit ist ab einer gewissen Gröÿe des Lern-problems eine Diskretisierung niht zu realisieren.Geshihtlih bedingt sind alle Ansätze des Reinforement Learnings auf einen diskretenZustands-Aktionsraum ausgelegt, da bei der Entwiklung des Reinforement Learningsüber das Dynamishe Programmieren die optimale Q-Funktion berehnet wurde (siehe2.2.2.1). Selbst die berühmten Algorithmen wie das Q-Learning oder auh die TemporalDi�erene Methode (TD(λ)) arbeiten mit dem Verfahren der Value Iteration, welhes dasDynamishe Programmieren verwendet. Die Einführung eines kontinuierlihen Raumes istsomit eine maÿgeblihe Veränderung. Eine einfahe Ersetzung der �Look-up Table� durheinen Funktionsapproximator, in Kombination mit den bereits erwähnten Verfahren reihtdabei jedoh niht aus. Es konnte gezeigt werden, dass mit diesem Ansatz selbst einfahsteAufgaben niht gelöst werden konnten [2℄. Zur Approximation der Q-Funktionen wurdenuntershiedlihste Verfahren wie beispielsweise polynominale Regression [2℄, Neuronale



KAPITEL 7. DISKUSSION UND AUSBLICK 71Netze mit Bakpropagation-Verfahren [2℄, CMAC (Cerebellar model artiulation on-troller) [11℄ oder Radiale Basisfunktionsnetze, wie in dieser Diplomarbeit,[11℄ und loalweighted Regression [2℄, [17℄ verwendet. Zum Teil konnte bei diesen Verfahren gezeigtwerden, dass die Value/Q-Funktion erfolgreih approximiert werden konnte. Allerdingsist die Konvergenz der Funktionsapproximation niht garantiert und erfordert eine sehrgenaue Einstellung der Parameter [2℄. Die Ursahe für diese Probleme lässt sih zurük-führen auf die angewendete Methode. In den aufgeführten Anwendungen handelte essih stets entweder um Q-Learning- oder TD(λ)-Methoden. Bei der Verwendung dieserMethoden lässt sih das shlehte Konvergenzverhalten auf die systematishe Übershät-zung der Rewardwerte zurükführen [22℄. Nah den Ausführungen von S. Thrun & A.Shwartz [22℄ liegt der Grund für die systematishe Übershätzung darin, dass in jedemZeitshritt das Maximum der Q-Funktion berehnet wird. Da sowohl beim TD(λ) alsauh bei Q-Learning die Shätzung des aktuellen Rewards von der Shätzung des letztenRewards abhängt, werden durh die Verwendung des Maximums der Q-Funktion immerRewardwerte bevorzugt, die einen gröÿeren Funktionswert aufweisen. Aus diesem Grundakkumulieren sih über die Zeit Fehler, die durh die systematishe Begünstigung höhererRewardwerte entstehen. Dies hat zur Konsequenz, dass je nahdem, wie groÿ das Rau-shen auf den vorliegenden Zustands-Aktionspaaren ist, die systematishe Übershätzungdazu führen kann, dass das Lernverfahren niht konvergiert.In dem Lernansatz, der in dieser Diplomarbeit vorgestellt wurde, ist eine systematisheÜbershätzung der Rewardwerte ausgeshlossen, da in diesem Reinforement Learning-Ansatz die Monte Carlo-Methode verwendet wird. Der Vorteil dieser Methode bestehtdarin, dass die Shätzung des Rewards eines Zustands-Aktionspaares niht von der Shät-zung des vorherigen Paares abhängt. Dadurh kann sih eine Fehlshätzung niht auf dieShätzung des nähsten Paares auswirken und somit können auh keine systematishenFehler entstehen. Zur genauen Untersuhung des Konvergenzverhaltens und auh der Feh-leranalyse muss allerdings erst eine systematishe Auswertung des aufgestellten Systemserfolgen.7.2 AusblikDer in dieser Diplomarbeit vorgestellte Ansatz beshreibt eine Möglihkeit die Gewih-tung lokaler Navigationsstrategien über Reinforement Learning situations- und zeitab-hängig zu lernen. Allerdings handelt es sih dabei um einen Grundentwurf dieses Ansatzes.Aus Zeitgründen konnten viele Verbesserungvorshläge und weitere interessante Frage-stellungen niht weiterverfolgt werden. Diese sollen abshlieÿend kurz vorgestellt werden.Zur Approximation der Q-Funktion wird in dieser Arbeit ein RBF-Netzwerk verwen-det. Während der Integration des RBFs in das Reinforement Learning-Problem wurdeshnell festgestellt, dass die Form der Rewardfunktion starke Auswirkungen auf das Lauf-zeitverhalten der Relaxation der Koe�zienten und die Maximumssuhe hat. Aus diesemGrund wurde die geringe Bestrafung in jedem Zeitshritt, der noh niht zum Ziel führ-te, eingeführt. Allerdings ist auh diese Hyperbelform der Rewardfunktion niht optimalgewählt, da sie Sprungstellen in dem zu approximierenden Raum hervorruft. Eine andere



KAPITEL 7. DISKUSSION UND AUSBLICK 72Möglihkeit bestünde darin keinen Bestrafungsterm zu verwenden und somit für jedesZustands-Aktionspaar einer Sequenz den gleihen Reward zu vergeben. Hierzu müssteallerdings das bestehende RBF-Netzwerk durh die Einarbeitung eines Polynoms so ver-bessert werden, dass dieses System auh konstante Bereihe approximieren kann. Dies istmit dem bestehenden System niht möglih, da eine Linearkombination auf Gauÿkurvenkeine konstanten Bereihe approximieren kann. Zudem müsste man auh die Maximums-suhe erweitern, so dass konstante Abshnitte erkannt und niht in die Maximumssu-he aufgenommen würden. Allerdings wäre durh die veränderte Rewardfunktion nihtzwangsläu�g ein besseres Konvergenzverhalten der Koe�zientensuhe gewährleistet, daauh diese Boxform der Rewardfunkton Sprungstellen im Zustands-Aktionsraum verur-sahen würde. Aus diesem Grund sollten untershiedlihe Formen der Rewardfunktionanalysiert werden, um eine e�zientere Koe�zientenbestimmung zu gewährleisten.Des weiteren konnten einige interessante Fragestellungen bezüglih des Lernverhaltensniht bearbeitet werden. Eine besonders beim Reinforement Learning sehr interessanteFragestellung wäre, ob das aufgestellte System in der Lage ist sih an eine veränderte Um-gebung zu adaptieren. Die Frage hierbei ist, ob es länger dauert das System komplett neulernen zu lassen oder das bestehende System an die veränderte Umgebung anzupassen.Zudem wäre es interessant, ob der Agent auh mit der ihm zur Verfügung gestellten In-formation in der Lage ist, zu lernen, wann es sinnvoll wäre einen Durhlauf abzubrehen.In dem jetzigen System ist dieses Abbruhkriterium durh das Zeitlimit fest vorgegeben.
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